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Abstract

Community is a group of vertices densely coneected. They are often studied
structurally, nevertheless some real-world networks contain attributes. Those are
important because a node is in the same community as its neighbors, but it should
also share the community with similar nodes. A member of a social network belongs

to multiple communities, so there methods to detect overlapping communities.

Just recent works merge attributes and graph structure. There are two main
methods: the model based and the distance based. The first ones are usually proba-
bilistic and they find communities similar to the ground-truth communities but they
require previous knowledge of the network and do not consider basic network proper-
ties. The second ones use measures based on one or more properties but there is not
an approximation to the ground-truth communities. We propose a mixed method

based on model (RMOCA) and distance (BAS) to get advantages of both process.

Regression MOdel for Communities in Attributed networks (RMOCA) models
that two vertices with a connection tend to be in the same community, and a node
includes its attributes to the community in order to integrate nodes with same at-
tributes. We used regression models with ordinary least squares to define a function
that is minimized. Experimental results demonstrate mostly the entropy (attribute

similarity) and purity (precision to recover ground-truth communities) improvement.

We propouse )4, a community quality measure based on attributes. It
stores structural information, local and global importance of attributes, node degree,
and attribute degree. We integrate it with conductance to Balance Attributes and
Structure (BAS). The measure is used by the mixed method to improve communi-
ties generating overlapping communities. The global importance of attributes is also
used to rank attributes and to select the best ones to reduce the complexity. Ex-
perimental results shows better communities with the expansion of BAS and a time

reduction with the pre-process without affecting the quality of the communities.






Resumen
Las comunidades son grupos de nodos densamente conectados y son estudiadas

de manera estructural, sin embargo las redes sociales reales contienen atributos. Si se
consideran ambos tipos de datos, un nodo pertenece a la misma comunidad que sus
vecinos y éstos son similares. Ademds los nodos pertenecen a multiples grupos por lo

que existen algoritmos enfocados a las comunidades sobrepuestas.

Trabajos recientes mezclan la estructura y los atributos. Existen dos tipos de
métodos: basados en modelo y basados en distancia. Los primeros, usan elementos
probabilisticos y detectan comunidades como las reales pero requieren de conocimiento
previo de la red y descuidan propiedades basicas. Los segundos, generalmente op-
timizan una medida basada en una o mas propiedades, pero su aproximacion a las
comunidades reales no es buena. En esta tesis se propone un método mixto basado

en modelo (RMOCA) y en distancia (BAS) para obtener las ventajas de ambos.

El MOdelo de Regresiones para Comunidades en redes con Atributos (RMOCA)
considera que dos vértices con una conexién tienden a pertenecer a la misma comu-
nidad y que un nodo incluye a sus atributos a la comunidad para integrar posterior-
mente nodos con los mismos atributos. Se usa un modelo de regresiones con minimos
cuadrados para definir una funciéon que es minimizada. Los resultados demuestran el

incremento del RMOCA en similitud entre nodos y precisién a comunidad reales.

Se propone (4 como una medida de calidad de comunidades basada en
atributos. Esta considera informacién estructural, importancia local y global de
atributos, grado del nodo y densidad de atributo. )4 es integrada a la conductividad y
es balanceada (BAS). Estas medidas son usadas por el método mixto para mejorar
las comunidades y generar comunidades sobrepuestas. La importancia global de los
atributos es usada para seleccionar los mejores atributos y reducir la complejidad sin
afectar la calidad de las comunidades. Los resultados muestran un incremento de la

entropia y calidad en traslape de las comunidades detectadas con la expansién.
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Capitulo 1

Introduccion

En el devenir historico de los seres vivos han existido diversas formas de inter-
accion entre animales, personas o incluso neuronas que han permitido el modelado
de redes sociales. Hemos asociado dicho término a las redes sociales en linea como
Facebook, sin embargo, se tienen redes sociales desde el comienzo de la vida, cuyo
andlisis tuvo auge en 1930 principalmente por socidlogos [05]. En la actualidad, In-
ternet ha permitido la comunicacion entre elementos como empresas e individuos, lo
que ha llevado a crear redes sociales en linea con objetivos productivos, comerciales,
economicos, de conocimiento, académicos, periodisticos, deportivos, entre otros. En
este sentido, las redes sociales en linea como Dogster, Facebook o Sermo constituyen
una plataforma de comunicacién entre elementos virtuales que representan a perros,

personas y personal médico, respectivamente.

Las redes sociales son una abstraccion que permite el estudio de las relaciones entre
entidades, ya sea a nivel psicolégico, antropoldgico o mateméatico. Se ha establecido un
modelado con grafos llamado sociograma para el andlisis de estos sistemas complejos.
Esta representacion permite el estudio de las relaciones entre individuos donde se

atienden las caracteristicas especificas de los sistemas sociales.
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Por naturaleza, los seres conviven, se interrelacionan y comparten experiencias
con grupos de intereses afines, por lo que las redes sociales se dividen naturalmente
en pequenas comunidades. Una comunidad es un conjunto de nodos que estan den-
samente conectados entre ellos y poco conectados con el resto de la red, la deteccién

de comunidades se ha complicado por la estructura de las redes sociales en linea [84].

Las entidades en la redes sociales se caracterizan por pertenecer a multiples co-
munidades, por ejemplo una persona interactiia en su circulo familiar, de amistades
y el laboral o escolar. Esto también sucede en otras redes complejas [117], por lo que

se ha incrementado el estudio para la deteccion de comunidades sobrepuestas.

Aunado al sociograma, se cuenta con informacion adicional dada por caracteristicas
de los individuos, lo cual ha aportado ventajas significativas en estudios dentro del
drea de Anédlisis de Redes Sociales (SNA, Social Network Analysis) [101]. La mayoria
de los algoritmos de deteccién de comunidades se basan en la estructura dada por el

grafo, pero es necesaria la integracién de informacién adicional como atributos.

El presente trabajo propone una evaluaciéon de atributos en redes sociales, asi
como la integracién de éstos para el desarrollo de un método mixto que realice la

deteccion de comunidades sobrepuestas mejorando la calidad de éstas.

1.1 Redes sociales

Entre 1930 y 1970 aument6 el nimero de antropdlogos y sociélogos estudiando la
estructura social debido a la migraciéon de alemanes a Estados Unidos, uno de ellos
fue Jacob Moreno que introdujo el término de sociograma como una manera formal
de representar las propiedades de las configuraciones sociales. El sociograma (o grafo)

relaciona entidades (nodos) a través de relaciones (aristas).

En los anos 50 el uso de la teoria de grafos involucré a matematicos que ayudaron
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al desarrollo formal de modelos de cohesién de grupos, presién social, cooperacién,
poder y liderazgo. En los anos 70 se tenian dos corrientes matematicas: una referente
a los modelos algebraicos de grupos, usando la teoria de conjuntos y la segunda en
trasladar las relaciones en distancias sociales; ambas fueron unificadas con el analisis
de redes sociales. El andlisis de redes sociales provee el vocabulario y un conjunto de
medidas para una analisis relacional, pero no implica la aceptacion de una teoria en

particular relacionada a la estructura social.

Dado el crecimiento del analisis de redes sociales, causado por Internet a principios
de este siglo, se involucraron fisicos en esta area que retomaron modelos basados en
grafos aleatorios [31], que fueron confrontados con las propiedades de mundo pequeno
como la de seis grados de separacién [112] y la distribuccion power law [I11]. Los
cuales establecen que se requieren pocos elementos intermedios para conectar a dos
nodos y pocos nodos tienen un mayor nimero de enlaces, mientras que la mayor parte

de las entidades tienen pocos enlaces.

Derivado de la oposicion al MarxismoE], durante 1930 y 1940 en la Universidad
de Harvard, se tuvieron estudios empiricos que buscaban obtener la estructura de
subgrupos de sistemas sociales con datos relacionales, definiendo las comunidades
como un conjunto de relaciones a través de las cuales las entidades interaccionan
unas con otras. Una persona puede ser miembro de diferentes comunidades dando

origen al concepto de comunidades sobrepuestas.

1.2 Deteccion de comunidades

La deteccién de comunidades o clasificacion en grafos tiene como idea principal

separar en clases o categorias [87] con base en distancia o similitud, definiendo las

'Modelo teérico sobre la lucha de clases, la critica a la economia capitalista, la dominacién mental
bajo el concepto de ideologia, y el comunismo
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Tabla 1.1: Algoritmos para la deteccién de comunidades en redes usando atributos

Algoritmos Tipo de Método Tipo de Comunidades
SA-Cluster[132], Codicil[91], CME[I01], SANS[83]  Basado en Distancia Disjuntas

PICS [2], SAC[23], NAS[I00], TCPI[4S] Basado en Modelo  Disjuntas
EDCARJ4G], CoPaMs|[71], DB-CSC[5], JCDC[I29] Basado en Distancia Sobrepuestas Baja
GenClus [102], GBAGC [119] Basado en Modelo ~ Sobrepuestas Baja
CESNA[122] Basado en Modelo  Sobrepuestas Alta

comunidades o clusters como un conjunto de elementos que son similares con respeto a
alguna propiedad relacional. Existen dos familias principales en el anélisis de clusters:
aglomerativos y divisivos, donde ambos establecen una jerarquia de similitud. Uno de
los algoritmos divisivos més importantes es el de Girvan-Newman [40] con la medida
de modularidad; otros relevantes son METIS [55] y clustering espectral [79]. Estos
se han enfocado en comunidades disjuntas de tal forma que un nodo sélo pertenece a

una comunidad usando la estructura de la red.

Como se ha mencionado, las personas en una red pertenecen de manera natural
a varias comunidades, con mayor intensidad sucede en redes en linea convirtiéndose
en una caracteristica importante de las redes sociales reales [56][86] por lo que ha
incrementado el estudio de comunidades sobrepuestas. Xie et. al. [I17] presentan
una clasificacién para este tipo de algoritmos, ademés distinguen entre baja [62] [42]

y alta densidad [116] [I7] de sobreposicién en las comunidades.

Las comunidades usando estructura y atributos surgen debido a que se han
generado una gran cantidad de informacién de objetos reales, por lo que ademas de las
conexiones en el sociograma, se tiene una lista de atributos asociada a los nodos que
describen las caracteristicas y propiedades de los objetos, dando origen a las redes
con atributos. Por ejemplo, se ha usado la informaciéon geografica de Foursquare
para encontrar comunidades que agrupan tanto lugares cercanos como caracteristicas

similares [110].

Segin un estudio realizado por Ding [20], las comunidades detectadas usando la

estructura difieren significativamente de las comunidades obtenidas usando soélo los
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atributos de la misma red. La obtencion de grupos en este tipo de grafos repre-
senta una mayor complejidad. Se distinguen dos tipos de métodos para detectar
comunidades usando atributos: basadas en distancia o basadas en modelos, como se

muestra en la Tabla [I.1] los cuales seran detallados en el Capitulo

Los métodos basados en distancia requieren definir una distancia o similitud
que integre ambos elementos, donde las comunidades se adecuan a la definicion de
la medida y no al modelado real de las comunidades, lo que es subsanado por los
métodos basados en modelo que, aunque requieren un conocimiento previo de
la red, suelen descuidar propiedades esperadas de las comunidades en redes sociales,
como la densidad. El algoritmo de CESNA [122] se autoproclamé como el primero
en detectar comunidades densas sobrepuestas en redes sociales con atributos; éste se
basa en la probabilidad de conexién entre nodos segin las comunidades y atributos
que comparten generando comunidades parecidas a las reales, pero descuidando la

densidad interna.

La definicién de una o varias medidas permite obtener comunidades acordes a
propiedades de las redes sociales, mientras que elaborar un modelo obtiene comu-
nidades que describen las comunidades reales o esperadas. Por ello surge la pregunta:
., Como obtener comunidades basadas en medida y modelo considerando estructura y

atributos?

1.3 Motivacion

Internet ha permitido la interaccién y creacién de estructuras sociales en linea que
estan jugando un papel importante para la generacion de recomendaciones e influen-
cias. La popularidad de las redes sociales ha generado altas expectativas tanto para

los negocios y como para la comunidad cientifica. Especificamente, la deteccion de
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comunidades sobrepuestas en redes con atributos es uno de los problemas principales
y, comparado con el gran estado del arte de comunidades tradicionales, atin son pocos

los algoritmos propuestos para resolverlo.

Los principales tipos de datos en el andlisis de redes sociales son los atributos
(attribute data) y la estructura (relational data) [95]. Se ha demostrado que la inte-
gracion de ambos mejora la calidad de las comunidades. En este ambito han surgido
dos formas de resolver esta deteccion: basado en distancia y basado en modelo. Para
la definicién de la distancia se hacen modificaciones de pesos en las arista o se trans-

forman los sociogramas a grafos aumentados o a varias dimensiones.

El principal problema es integrar en la medida la estructura y los atributos con
el balance adecuado, sin embargo, estos métodos logran comunidades densas y pare-
cidas (alta entropia). Por otro lado, los algoritmos basados en modelos suelen ser
probabilisticos y requieren de un conocimiento previo de la red para su diseno, lo cual
permite encontrar comunidades naturales o con mayor similitud a las reales, aunque
descuidan aspectos como la densidad. Por ello, se ve la oportunidad de obtener las
ventajas de los métodos basado en modelo y en distancia generando comunidades

con:

e Cohesion estructural. Los vértices dentro de una comunidad estan altamente

conectados.

e Homogeneidad de atributos. Los vértices dentro de una comunidad tienen
valores similares en sus atributos, mientras que vértices en diferentes comu-

nidades tienen diferentes valores.

e Naturalidad. Las comunidades detectadas son similares a los grupos reales.

De tal forma que el objetivo de esta investigacién es: mejorar la calidad de las

comunidades detectadas en redes sociales, haciendo uso de atributos a través de la
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propuesta de un nuevo modelo y medidas que busquen el balance entre el sociograma

y los atributos relevantes.

Se debe tener una medida que considere tanto la estructura de la red como los
atributos de los nodos. En las redes sociales existen atributos que son més importantes
que otros, pero como determinar dicha importancia y cémo vincular a los atributos
con la red. Estos y otros aspectos deben ser considerados en la medida propuesta.
Por otro lado, la definicién del modelo deberia considerar tanto la estructura como los
atributos; hemos partido de la premisa de que los atributos pueden formar parte de las
comunidades, de tal forma que los nodos compartirian comunidad con los atributos

cuando los nodos tengan los atributos de esa comunidad.

Aunado a esto, los usuarios de redes sociales en linea pertenecen a mas de un grupo
o comunidad, por lo que se deben detectar comunidades con traslapes basadas en un
grafo con atributos. En este contexto, las comunidades se conocen como comunidades
sobrepuestas (covers en inglés) C' = {cy, c, ..., ¢, } para ¢ nimero de comunidades tal
que ¢ = |C|, donde un nodo v; se asocia a las comunidades con un factor de pertenencia
Puie; que determina la pertenencia del nodo v; con la comunidad ¢;. Se asume que

0 < puye; < 1 para VvV, VejeC'

1.4 Contribuciones

En este trabajo se detectan comunidades sobrepuestas en redes sociales con atrib-
utos por medio de un método mixto: basado en modelo y basado en distancia. Estos
pueden ser usados de manera independiente o integral. Ademads, se seleccionan los
atributos mas importantes para reducir la complejidad del algoritmo. A continuacién

se da una breve descripcion de las propuestas generadas:

1. Método basado en modelo (RMOCA). El modelo propuesto define una



8 Capitulo 1: Introduccion

funcién objetivo, la cual considera que las comunidades se generan a partir de
los enlaces y a partir de la relacién entre nodos y atributos. Las comunidades
se estiman haciendo uso de un modelo de regresiones con minimos cuadrados,
el cual toma como entradas la matriz de adyacencia del grafo y una matriz de
atributos que mapea la relacion de nodos con atributos. A través de la opti-
mizacion de la funcién objetivo obtenida en el modelo, se generan comunidades
de nodos (Cs) y comunidades de atributos (C4). Esta propuesta mejora la
precision y recuperacion de las comunidades, comparadas con las comunidades
esperadas, es decir encuentra las comunidades reales o naturales de las redes

sociales.

2. Medida de calidad de comunidades considerando importancia de atrib-
utos (BAS). Se define una nueva calidad de comunidades que considera que
los atributos tienen diferente influencia en la generacion de las comunidades, de
tal forma que la importancia de los atributos varia no sélo con respecto a la
red, sino también con respecto a cada una de las comunidades que se generan,
por lo que se proponen importancias globales y locales para cada atributo. Esta
importancia del atributo es probabilistica y esta basada en la estructura. La
importancia global de un atributo también nos permite hacer un rankingf| para
seleccionar los atributos més importantes. Las comunidades son detectadas con
la medida de calidad propuesta que balancea cohesion estructural y homogenei-
dad de atributos, considerando probabilidades y pesos para los atributos segtiin
la estructura, ademés de la conductividad. Considerar los atributos incrementa
sobre todo la similitud entre los nodos de una misma comunidad, es decir la

entropia, sin afectar la densidad.

3. Método mixto. RMOCA y BAS son independientes, sin embargo han sido

2Segtin la RAE ranking es una palabra usada en espaiiol, proveniente de una voz inglesa, cuyo
significado es la clasificacién de mayor a menor, 1til para establecer criterios de valoracion.
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integrados a través de un proceso de expansiéon de comunidades que trans-
forma las comunidades disjuntas en sobrepuestas, lo que permite obtener un
método mixto basado en modelo y distancia. El proceso de expansién ha sido
planteado para realizarse en algoritmos base como Girvan-Newman asi como en
nuestra propuesta de RMOCA. Dado que el algoritmo basado en modelo ob-
tiene comunidades naturales y mejora la entropia, la expansién de BAS permite
mejorar las comunidades, aumentando la entropia y mejorando la densidad. El
ranking dado por la importancia global de un atributo (W,(G)), es usado para
seleccionar los atributos mas importantes como un pre-proceso al método mixto

para reducir la complejidad.

1.5 Organizacion de la tesis

En los siguientes capitulos se encuentran definiciones y el estado del arte corre-
spondiente a redes sociales (Capitulo[2)) y a la deteccién de comunidades (Capitulo .
Como se ha mencionado, las redes sociales presentan caracteristicas que las distinguen
de cualquier grafo, se tienen diversas formas de representarlas y se han hecho muchos
estudios derivados de éstas en el drea de SNA (Social Network Analysis). En cuanto
a las comunidades, se muestra un estudio que va desde los algoritmos clasicos hasta

aquellos enfocados en comunidades sobrepuestas y aquellos que integran atributos.

El método basado en modelo, RMOCA (Regression Model for Overlapping Com-
munity with Attributes) se describe en el Capitulo , en donde también se presentan
los experimentos que comparan a éste con los del estado del arte donde se obtienen

comunidades similares a las reales.

En el Capitulo |5/ se propone una nueva medida de calidad de comunidades basada

en atributos @ 4 y la medida de similitud BAS (Balanced Attribute and Structure mea-
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sure) que balancea el peso de la estructura y el peso de los atributos en determinada
comunidad. Se describen y se hacen experimentos de su uso tomando como base el
método tradicional de Girvan-Newman (GN) donde se obtiene comunidades densas

con nodos similares.

La integracién del método basado en modelo y la distancia genera el método mixto
descrito en el Capitulo [6] Inicialmente, se compara la integracién de RMOCA+BAS
con los del estado del arte en precisién, densidad y similitud interna. Posteriormente,
se integra la seleccién de atributos relevantes dados por la importancia global Wa(G)

en nuestro modelo mixto y en CESNA donde se reduce el tiempo de ejecucién.

Finalmente en el Capitulo [7| se presentan las conclusiones y trabajo a futuro.



Capitulo 2

Redes sociales

El analisis de redes sociales esta ligado a analisis sociolégicos y a un conjunto de
técnicas metodoldgicas, cuyo objetivo es describir y explorar los aparentes patrones
en relaciones sociales que forman los individuos. En los anos 1930, socidlogos y
antropélogos comenzaron a utilizar las matematicas para formalizar el estudio de
redes sociales. En los 1970 los trabajos técnicos y las aplicaciones especializadas

dieron pauta a la formalizacién de los conceptos para el andlisis de redes sociales.

Los tipos de datos usados en ciencias sociales son las relaciones (relational data),
los atributos (attribute data) y los conceptos (ideational data). Los datos relacionales
se refieren a contactos, vinculos y conexiones estudiados por el analisis de relaciones
(relational analysis) cuya base es la teorfa de grafos, que es el que ha dado mayor
terminologia y métricas al andlisis de redes sociales. Los atributos son los rela-
cionados con actitudes, opiniones y comportamientos vistos tradicionalmente como
propiedades, cualidades o caracteristicas que pertenecen a un grupo o a un individuo;
estos elementos son mayormente estudiados con analisis univariable o multivariable.
Los datos conceptuales describen el significado, motivos, definiciones o tipificaciones

de las acciones, que son los menos estudiados con técnicas de analisis topoldgico.

11
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En esta tesis no sélo nos enfocamos en los datos relacionales, como tradicional-
mente se hace, sino también consideramos los atributos dado que son variables que
influyen en la formacién de grupos en las redes sociales. En esta seccion, damos al-
gunos conceptos de redes sociales como las variables, su representaciéon, las métricas

y las propiedades que las distinguen de grafos aleatorios.

2.1 Variables que componen las redes sociales

Las redes sociales son estructuras compuestas por un conjunto de participantes con
relaciones entre ellos. El elemento principal de una red social, y el més estudiado, es la
estructura. Sin embargo, las redes sociales tienen tres variables segin Cruz et. al. [21]:
estructura, composicion y afiliacién. Estos elementos permiten la representacion
de los grafos en redes sociales, mostrando la interaccién entre individuos, asi como las
caracteristicas de ellos. El objetivo es analizar desde diferentes perspectivas la misma
red aumentada. Por ejemplo, en la Figura[2.1] tenemos una red de politicos mexicanos
[39] que representa a 35 politicos entre los que se encuentran los presidentes de México

posteriores a la Revolucién Mexicana.

Estructural. Esta informacion muestra las conexiones entre elementos de la red,
estas pueden ser: relaciones como amistad en Facebook, interacciones como escribir
en el muro de un usuario de Google+, latentes como la busqueda de perfiles en
Linked-in, o de subscripciéon como seguir un perfil en Snapchat. Este tipo de datos
permite un andlisis estructural y basado en enlaces que estudia el comportamiento
de los vinculos en una red para identificar los nodos que tienen mas influencia, las
comunidades, las sugerencias de conexién, entre otras. En la Figura [2.1] los nodos
representan al politico, mientras que las aristas son relaciones de amistad, de negocios

0 parentescos.
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Figura 2.1: Red de politicos mexicanos, entre los que se encuentran los presidentes de México de
1911 a 1994. Los nodos representan a los politicos, las aristas son relaciones familiares, de amistad
0 negocios y los atributos se visualizan en relaciéon al tamano para el ano de primer cargo publico,

el color varia segin su profesion y forma para la corriente post-revolucionaria.

Composicion. Se refiere a la informacion de cada nodo de la red de tal forma que
describe cada elemento en un contexto en particular. Tenemos informacién individual
y meta-informacién. La primera se refiere a las caracteristicas de un usuario como
pueden ser los pmboardsﬂ de un usuario en Pinterest o los horarios de mayor ocupacion
de un lugar en Foursquare, y la segunda hace referencia al uso y datos asociados a
un elemento en particular como la direccion MAC. Por ejemplo, en la Figura
los atributos son: el afo en que ocuparon su primer puesto politico (tamano) y la
profesién que ejercieron (color). Este tipo de informacién permite el andlisis basado

en contenido, ya sea categorico como la profesiéon o numérico como el ano.

Afiliacién. Esta informacion representa la pertenencia de un nodo a un grupo

o comunidad. Por ejemplo, en las comunidades de cooperacion, se podrian estudiar

'Los pinboards siguen la metéfora de los tableros en los que se fijan con pines las fotos y temas
que interesan.
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las citas de articulos cientificos de un area para obtener la linea de investigacién en
la que cada cientifico se desarrolla. Cabe destacar que los perfiles podrian presentar
méas de un aspecto de organizacion. En el estudio que se realizé sobre la red social de
la Figura [2.1] los autores determinaron que tras la revolucién habia un grupo militar
(nodos cuadrados) y uno civil (nodos circulares), lo que mostraba su afinidad politica

ya que el grupo militar fue asociado a politicos revolucionarios.

2.2 Representacion de redes sociales

En mineria de datos, las redes sociales se definen como un conjunto heterogéneo
y multirelacional de datos representado por un grafo [47]. En un grafo G(V, E) las
entidades son denotadas por los nodos o vértices tal que V' representa el conjunto de
vértices V' = {v;, vg, ..., v, } paran = |V, mientras que el conjunto de aristas F son los
vinculos que denotan interacciones o relaciones entre dos entidades, de tal forma que
es un conjunto de pares de la forma (v;, v;) tal que v;,v; € V. Las entidades pueden
ser neuronas en redes bioldgicas, nodos de telefonia o de personas representados por
usuarios en redes sociales en linea. Las interacciones en las redes sociales se relacionan
a la conectividad y la distancia en grafos, de tal forma que se tienen interacciones entre
elementos dadas por llamadas, transmisién de enfermedades, relaciones de amistad,
hypervinculos, busquedas, entre otras. En una red social como Twitter, los nodos
son los usuarios y las interacciones como seguir (follow), ser seguido (followed by) y
menciones son diferentes tipos de aristas en la red. En Facebook los nodos son los

usuarios y las aristas son las relaciones de amistad.

La representacién de una estructura social como una red o grafo facilita la com-
prension y el andlisis de ésta, permitiendo identificar caracteristicas locales y globales,
obtener los participantes que son una influencia, detectar las agrupaciones y estudiar

la evoluciéon de la red [I14]. Esta representacién se conoce como sociograma, la cual
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(a) Red bipartita donde los circulos representan mujeres y los cuadrados

eventos a los que asistieron

El|E2| E3|E4 [E5|E6 |E7 |ES|E9 |E10EL1E12EL3E14
Evelyn 1{1]1]1 1 1|1
Laura 1[1]1 1 1
Theresa 1 {1 l 1 1|1
Brenda 1 1 1 1
Charlotte 1
Frances 1
Eleanor
Pearl 1 1
Ruth 1]1 1
Verne 1
Myra
Katherine
Sylvia 1
Nora 1 1
Helen 1 1
Darothy 1|1
Olivia 1 1
Flora 1 1

1
1
l
1

p | g [t |t | gt [t |t | gt

b [t [ | [t [ |1
et | gt [t |t | g

1

(b) Matriz de adjacencia entre dos tipos de nodos (nodos de mujeres
y nodos de eventos)

Figura 2.2: Red bipartida de mujeres asistiendo a eventos estudiada en 1942 con su representacién
matricial [12]
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podemos observar en la Figura (a) que corresponde a un grafo bipartitaﬂ cuyos
enlaces representan la asistencia de los "nodos mujeres” a los "nodos eventos”. Davis
et. al. [22] mapearon la asistencia de las 18 mujeres a 14 eventos representados con
matrices donde las columnas denotaban los eventos y las filas representaban a las
mujeres como se puede observar en la Figura [2.2|b). Esta red bipartida sent6 la base
para la representaciéon matricial de las redes sociales a través de matrices de adja-
cencia, donde cada elemento de la matriz representa una relacién (arista) entre los

nodos.

2.2.1 Redes sociales con atributos

Existen elementos pertenecientes al perfil (datos del usuario, mensajes privados,
fotos, etc.) y metadatos asociados a ellos (marcas de tiempo, localizacion, etc.).
Dichos elementos, que llamaremos atributos, son agregados sobre el sociograma.
Supongamos que la Figura muestra un fragmento de la red social de Facebook;
los nodos representan los usuarios, las aristas son las amistadas entre los usuarios y
podemos observar la lista de atributos que representan nombre, apellido, educacién,
cumpleanos, edad, género, entre otros. Actualmente, los atributos son usados para
diversos fines, por ejemplo, para mostrar anuncios, Facebook considera los atributos
como localidad, edad, género, nivel de educacién, afinidad étnica, campo de estu-
dio, vivienda, aniversarios, nuevos empleos o relaciones, cumpleanos cercanos, autos

e intereses, ademds del rastreo de actividad [}

La integracion de atributos al sociograma en un solo modelo se encuentra en redes

reales representado por el grafo con atributos G (V, E, A), el cual cuenta con vértices

2Grafo cuyos vértices se pueden separar en dos conjuntos disjuntos, es decir que las aristas sélo
pueden conectar vértices de un conjunto con vértices del otro

3Listado completo en https://www.washingtonpost.com /news/the-intersect/wp,/2016,/08,/19,/98-
personal-data-points-that-facebook-uses-to-target-ads-to-you/?utm_term=.ae30309545bd
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Figura 2.3: Ejemplo de fragmento de la red social Facebook

V', aristas E y atributos A. Los nodos o vértices V representan entidades sociales como
personas, cosas o lugares. Las aristas E representan la conexién entre un par de nodos
(vy, V) que puede ser dirigida o no dirigida como amistad, compra o visitas. Los
atributos A son caracteristicas de las entidades como el perfil, contenido generado o
comportamiento. Por ejemplo, en la Figura V = {Alice, Bob, Carol, Dave, Eve},
E={(AC),(AB),(B,C),(C,D),(D,E)} y A={C+ +, Phyton, Perl, Java}.

Dos de los principales modelos de sociogramas con atributos son: grafo con vec-

tores de atributos y grafo aumentado, los cuales se explican a continuacién:

2.2.1.1 Grafo con vector de atributos

Dado un sociograma G(V, E), donde V es el conjunto de nodos y E el conjunto

de aristas, cada nodo v; € V representa un elemento en la red y cada arista ¢; € F
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(a) Grafo con vector de atributos (b) Grafo aumentado

Figura 2.4: Representacién de redes sociales con atributos

representa un enlace entre dos nodos. La inclusién de los atributos a la representacién
de la red social esta dada por:

G'(V, B, A) (2.1)

donde A representa todos los k atributos para k = |A| tal que existe una funcién
A que relaciona los atributos A con los nodos V' dada por A : V. — A. Por lo
tanto cada nodo v; tiene su propia lista de atributos A; tales que A; C A, donde
A; ={ay, as,...,a1}, 1 < k. Este modelo (ver Figura[2.4(a)) es usado para detectar co-
munidades disjuntas [119] y comunidades sobrepuestas [124]; y serd el mismo modelo

que usaremos para el desarrollo de esta tesis.

Estos vectores tienen una representacién binaria de los atributos, por ejemplo,
en la Figura tenemos atributos categéricos como la profesién y su antecedente
revolucionario, asi como atributos numéricos como la fecha del primer cargo. En la
parte inferior de la imagen, vemos que los valores de los atributos del nodo 10 son
representados por unos y ceros; los valores numéricos fueron categorizados por décadas
y los valores categoricos se representan en el vector de atributos de manera directa.
Para el caso del Nodo 10 observamos que tiene UNO en el atributo de impresor; en

la década de los 30 toma su primer cargo y tenia una postura revolucionaria.
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Figura 2.5: Binarizacién de atributos

2.2.1.2 Grafo aumentado

Dado el sociograma G(V, E), los atributos A = {ay,as, ...,ax}, para k = |A|, se
introducen en un nuevo grafo G”(V’, E’). Para cada nodo v; € V en el grafo G se crea
un nodo correspondiente en el grafo G”. Por cada atributo a;, se crea adicionalmente
un nodo atributo vq en G”, tal que V' = V U V4. Para cada atributo que tenga
un nodo, se crea una arista ey entre el nodo v; y el nodo atributo v4; con un peso
correspondiente a w(v;, v4,). Por cada arista e; € E, se crea una arista en el grafo G”

tal que E' = EU E4 (ver Figura 2.4b))

Zhou et. al. [I31] propusieron este modelo conocido como Social-Attribute Net-
work (SAN), como una red social aumentada con atributos para integrar los atributos
a la red social; posteriormente Yin et. al. [125] dieron algunos pesos especificos para

las aristas de este modelo.
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Figura 2.6: Red del Club de Karate de Zachary

2.3 Medidas en redes

Para entender el comportamiento de los sistemas complejos se tienen medidas
locales que se evalian a nivel actor o medidas globales que se evalian a nivel red.
Estas medidas de redes sociales seran explicadas a continuacion; para ello haremos
uso de la conocida Red del Club de Karate estudiada por Wayne W. Zachary [127]
que se muestra en la Figura [2.6] donde el tamano de la red es de 34 nodos con 78

aristas.

2.3.1 Medidas locales

Las medidas locales se basan en el concepto de centralidad (en redes no dirigidas) o
prestigio (en redes dirigidas). Son usadas para evaluar a los actores por lo que una de
las mayores aplicaciones es encontrar a los actores clave o influyentes. A continuacién
se explican el grado, intermediacién (betweenness) y cercania (closeness) propuestas
con Freeman [38], centralidad de vector propio [9], excentricidad y coeficiente de

clustering.

e Grado. Corresponde al nimero de aristas para un vértice. En un grafo no
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dirigido, el grado k, de un nodo v se define en {0, g — 1}, siendo ¢ el nimero de
nodos de la componente conexa. El nodo de mayor grado en la Red de Karate

es el nodo 34 con un grado de 17 si no consideramos la direccion de las aristas.

En un grafo dirigido, se define un grado de entrada & de un nodo v conocido
también como prestigio de entrada y el grado de salida k2* de un nodo v también
conocido como prestigio de salida. Por ejemplo, en la Figura los prestigios
del nodo 26 son: k™ =1y k% = 2 que corresponden a la aristas {(32,26)}
para el prestigio de entrada y a las aristas {(26,24), (26,25)} para el prestigio

de salida.

e Intermediacién (betweenness). La centralidad de intermediacion (between-
ness) de un vértices v es el nimero de caminos més cortos de todos los pares de
la red que pasan por v. Entre més grande sea el grado de betweenness, mayor
influencia tiene ese nodo en la red. La intermediacion puede ser medida para
vértices o para aristas, en el caso de los vértices se conoce como betweenness
centrality. La siguiente ecuacién calcula la intermediacién del nodo v, en la

trayectoria de v; y v;.

CB<U) _ Z d'uivj (U) (22)

VAV FV; vivj
donde d.,,, (v) representa el nimero de caminos mds cortos de v; a v; que cruzan
por v, y dy,,; €l nimero de caminos méas cortos que van de v; a v;. Por ejemplo,
en la Figura los nodos 1, 32 y 34 son los que tienen un grado mas alto de
centralidad, ya que por estos nodos pasan los caminos méas cortos de los nodos

de la parte derecha a los nodos de la parte izquierda.

e Cercania. La centralidad de cercania (Closeness) mide los pasos requeridos
para acceder a cada vértice de un vértice dado v. Esta medida se basa en el
uso del camino mas corto entre un nodo y los deméas nodos de la red. Se define

como la inversa de la longitud promedio de los caminos cortos con los demas
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vértices de la red:
1

~ SV d(w, v;)

donde d(v,v;) es el camino més corto entre el nodo v y el nodo v;. Por ejemplo,

Co(v) (2.3)

para la red de karate el nodo mas lejano al resto de los nodos es el nodo 17,
por lo que tiene la cercania mas alta, ya que recorre mas nodos en los caminos
mas cortos; mientras que el nodo 1 es el que requiere distancias mas cortas para

llegar al resto de los nodos.

Centralidad de excentricidad. La excentricidad es la maxima distancia
geodésica entre un actor y cualquier otro actor de la red. La centralidad de

excentricidad Cg(v) de un nodo v se define como:

1

max,, ey d(v,v;)

Cp(v) = (2.4)

donde los actores con un mayor valor de excentricidad se denominan actores
periféricos y los de menor valor forman el centro de la red. En el ejemplo de la
red de karate hay nueve nodos con la mayor excentricidad, dados por los nodos
15,19, 16, 27, 21, 23, 30, 24 y 17 que estan en la periferia izquierda de la Figura
[2.6] Mientras que el de menor valor de excentricidad es el nodo 1 que coincide
con el de la centralidad de cercania. Los otros tres nodos con baja excentricidad

son los nodos 3, 2 y 4 que se conectan con el nodo 1.

Centralidad de vector propio. La centralidad de vector propio Cyp(v) se
basa en que la centralidad de un nodo v depende de qué tan centrales sean sus

vecinos. Se define como una combinacion lineal de los valores de sus actores:

CVP(U) = Z CVP<U1'> (25)

{vi|vi €V, (v,v;)}

En la red de karate, el nodo con la mayor centralidad de vector propio es el



Capitulo 2: Redes sociales 23

nodo 34, seguido de los nodos 1, 33, 3 y 2; mientras que el que tiene la menor

centralidad de vector propio es el nodo 17.

e Coeficiente local de agrupamiento o transitividad. Las redes sociales
son transitivas por naturaleza, es decir, los amigos de un actor también suelen
ser amigos entre si. Esta puede ser local o global. El coeficiente local de

agrupamineto (clustering) de un nodo v esté dada por:

2L,

G = ko (ky — 1)

(2.6)

donde L, es el nimero de enlaces entre los vecinos del nodo v y k, es el grado

de un nodo v.

2.3.2 Medidas globales

La mayoria de las medidas globales para analisis de redes sociales son similares a

las empleadas en grafos. A continuacion se detallan las mas importantes:

e Didametro. El camino mas corto en grafos es el camino entre cualesquiera dos
vértices que pasa por el menor nimero de aristas. El diametro de un grafo
es el maximo de los caminos mas cortos. Estd dado por el valor maximo de

excenticidad para todos los nodos de la red:

Aoz (V) = max{FE(v) :v € V} (2.7)

Por ejemplo, en la el grafo de la Figura [2.6| el diametro es de 5, correspondiente

al camino dado por los nodos 15, 33, 3, 1,6 y 7.
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e Distancia media. La distancia media de un grafo dirigido se define como:

v, (2.8)
V1,057V,
tal que L, es el numero de enlaces entre los vecinos del nodo v; y do,.; es la
distancia geodésica entre los nodos v; y v;. Esto permite saber qué tan lejos
estan los distintos actores en promedio, lo cual representa la eficiencia del flujo

de informacién en la red.

Grado medio. El grado medio se define como la media del grado de los nodos.

En un grafo no dirigido, el grado medio se define como:

1
k= ] > ki (2.9)

tal que |N| es el numero de nodos. En el caso de la red de karate, la media
de los grados es de 4.5882 aristas/vertices sin considerar la direccién de las
aristas. En un grafo dirigido tenemos un grado medio de entrada y un grado

medio de salida dados por:

|| |N|

L1 . 1
= o SR Rt = S ko (2.10)
P P

i=1 i=1

Densidad. La densidad mide el grado de conectividad de la red social a nivel

global. Esta dado por:
L

D=
Lmax

(2.11)

tal que L es el nimero de enlaces. En el ejemplo de la red estudiada por Zachary;,

la densidad es de 0.7 lo que significa que es muy alta.

Coeficiente de agrupamiento global. El coeficiente de agrupamiento medio

o transitividad indica la probabilidad de que dos vecinos de un nodo seleccionado
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aleatoriamente esté conectados entre si. Es decir, si los vértices A y B son
vecinos, y los vértices B y C' son vecinos, entonces existe una alta probabilidad

de que A y C' también estén conectados.

||

1
Co =+ ; C, (2.12)

El coeficiente de agrupamiento Cg también se puede medir basado en el niimero

de tripletas en una red (conjunto de tres nodos conectados) y se calcula:

3 X num_de_triangulos
Ce =

"~ num_de_tripletas_conectadas

(2.13)

donde num_de_tripletas_conectadas hace referencia a tres nodos conectados por
dos aristas, de tal forma que un triangulo entre nodos A, B y C tiene tres
tripletas conectadas. En el ejemplo de la red de karate, el coeficiente global de

agrupamiento es de 25.6% dados 45 tridngulos que existen en dicha red.

Existen otras propuestas para el cédlculo de la transitividad como la dada por
Watts y Strogatz, quienes definen un cligue como un subgrafo en el cual cada
vértice esta conectado a cada otro vértice del grafo, es decir, el subgrafo puede
ser considerado como un grafo completo. Los cliques derivan del concepto de
transitividad. Por ejemplo, en la Figura podemos ver un cliqgue de tamano

4 ente los nodos en verdes y un cliqgue de tamano 6 entre los nodos naranja.

En las redes sociales se tiene una transitividad parcial, la cual se refiere a que no
se garantiza que A conozca a C dados los enlaces entre (A, B) y (B, C), pero si es
mas probable que se conozcan, de tal forma que existe una mayor probabilidad
de que A conozca a C' comparado con la probabilidad de que conozca algtin otro

miembro de la red seleccionado de manera aleatoria.

Las redes sociales son redes de mundos pequenos y suelen tener valores altos,

con una mayor transitividad y aumentando la probabilidad de cliques.
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Figura 2.7: Clique de tamatio 6 y 4 [133]

Conectividad. La conectividad es el grado en que los nodos estan directamente
conectados. Cuando la red tiene una alta conectividad significa que que el
numero de aristas es mucho mayor que el nimero de nodos. Se calcula usando

la siguiente ecuacion:
m

STy

(2.14)

donde m es el nimero de aristas tal que m = |E| y n es el nimero de nodos
en la red tal que n = |V/|. Para la red de karate, la conectividad es de 0.06951

dado que existen solo 78 aristas de las 1122 posibles dadas por n(n — 1).

2.4 Propiedades de redes sociales

Las propiedades de las redes sociales, que se modelan como grafos, difieren de las

redes tradicionales. Existen varios estudios enfocados en distinguir las propiedades

de las redes sociales, sin embargo, aun no existe un criterio unificado. Algunos de

los elementos destacados que comparten las redes sociales en linea y fuera de linea

son: organizacién en cuatro capas jerarquicas, el tamano de las capas escala en un

factor cercano a tres, y que el nimero de relaciones sociales activas es cercano al
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nimero de Dunbar. Las propiedades que distinguen a las redes sociales de otros
tipos de redes son: efecto del mundo pequenio [112] [70] también conocida como seis
grados de separacién, comportamiento libre de escala [5] [35], distribucién power law

y transitividad parcial.

2.4.1 Efecto del mundo pequeno

El didmetro de una red es el camino mas largo entre dos par de nodos. En re-
des sociales, el didmetro es pequeno y oscila segiin la propiedad de los seis grados
de separacién, por lo que la informacion se esparce mucho més rapido. El problema
del mundo pequeno fue plateado en 1967 [70] en busca de la probabilidad de que
cualesquiera dos personas en el mundo se conozcan, y del nimero de enlaces interme-
dios entre dos personas. Se realizé un estudio del monitoreo de grupos de personas
que interactuaban enviando cartas, lo cual determiné que los individuos estan a seis
grados de separacién [I13], es decir que el niimero de personas intermedias entre dos
personas en el mundo es menor a cinco. En fechas mas recientes se han realizado estu-
dios similares con correos electrénicos [27], con redes de computadores y aplicaciones

de mensajeria intantédnea [63] y se han obtenido resultados similares.

P=0

Figura 2.8: Poceso de rescritura aleatoria de aristas para anillo regular a una red aleatoria [T108]

Ademas de los diametros pequenos, las redes con efecto de mundo pequeno tien-

den a ser altamente conectadas, lo cual se mide con el promedio del coeficiente de
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agrupamiento de una red. De tal forma que, a pesar de que la mayoria de los no-
dos no son vecinos de otros, la mayoria de ellos puede ser alcanzado desde cualquier
otro nodo con pocos intermediarios. En el modelo de Watts y Strogatz [112] se tiene
la longitud L(p) que mide la distancia entre dos nodos en una red, donde p es la
probabilidad de que las aristas de un grafo regular sean enlazadas a otro nodo. Por
ejemplo, en la Figura podemos ver una red en la que las personas (nodos) son
amigos de sus cuatro vecinos més cercanos, conforme aumenta la probabilidad de
reescribir las aristas vemos que, en promedio, siguen conociendo a cuatro personas,
pero tiene algunos amigos distantes; cuando el grafo es aleatorio pocas personas tiene
amigos en comun. De tal forma que cuando tenemos un anillo, cuando p esta cerca
de la media, tenemos una red de mundo pequeno y cuando p = 1 la red es aleatoria.
Para una red de mundo pequeno, la longitud L crece proporcionalmente al logaritmo

del nimero de nodos |N| en la red: L o log|N].

2.4.2 Distribucion power law

random networks real networks (power-law, scale-free)
most nodes are M
o average linked o |
i) [a)] |
= el
(=] (=]
= =
Is) ks)
) )
o o}
E E
= 2
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Figura 2.9: Grado de distribucién en redes aleatorias y redes sociales [94]

La distribucién de probabilidad que resulta de simulaciones numéricas de un grafo

aleatorio corresponde al valor esperado de una distribucién de Poisson, como se mues-

tra en la Figura [2.9(a).

Las redes sociales en linea son redes a gran escala con un alto orden. El grado
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de distribucién en redes sociales y de informacion es de ley de potencias (power law),
lo cual significa que muchos de los nodos tienen un grado muy bajo, mientras que
pocos nodos tienen altos grados como se observa en la Figura 2.9(b). A estas redes
también se les conoce como redes de libre escala. Por ejemplo, en Twitter, los nodos
de celebridades llegan a tener mas de 40 millones de seguidores. De tal forma que
hay més nodos con pocos enlaces que con muchos enlaces, lo que garantiza una alta
conectividad. Esto permite un comportamientos de anexo preferencial que consiste
en que un nuevo nodo se agregue a la red con un enlace a un nodo con alto grado.
Si se grafica el grado de distribucién de la red de karate (ver Figura obtenemos

una distribucién de libre escala como se ve en la Figura [2.10

0.4 0.6 0.8 1.0
| | |

cumulative frequency

0.2
.

0.0

degree

Figura 2.10: Grado de distribucién de red de karate

2.4.3 Comunidades

Como se ha mencionado, en las redes sociales, los actores tienden a formar gru-
pos con conexiones muy fuertes; estos grupos se conocen como comunidades, de tal
forma que un grupo de entidades tiene una alta densidad dentro del grupo y escasa

densidad entre grupos. Las comunidades también son llamadas grupos, agrupamien-
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Figura 2.11: Comunidades de la red de karate tras el conflicto entre el administrador y el instructor

tos, subgrupos o médulos. El enfoque de una comunidad varia segin su area de

estudio, por ejemplo, para los sociélogos las comunidades permiten una construccion
cultural; para los antropdlogos es importante la interaccion entre miembros de la co-
munidad como simbolos; los economistas se interesan en cémo la organizacion de la
comunidad contribuye a la produccion, distribuciéon y consumo, mientras que a los
politicos les interesan las practicas colectivas; esto permite multiples interpretaciones

de comunidades, lo cual constituye uno de los principales problemas.

Por ejemplo, en la Figura [2.11| se muestra la red de karate antes presentada, en
la cual se formaron dos grupos después de un conflicto entre el administrador y el
instructor. Aun enfocdndonos tinicamente en redes sociales en linea hemos encontrado

multiples definiciones, ya que depende del contenido de cada red social la definicién

que mejor aplica a ella.

2.5 Tipos de redes sociales

Actualmente no existe una clasificacion genérica de redes sociales, ya que dependen

del enfoque de estudio. Pueden ser clasificadas con base en diversos factores como se
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Figura 2.12: Clasificacién de redes sociales

observa en la Figura[2.12] En esta tesis, nos enfocamos en el estudio de redes sociales

complejas, estaticas y unimodales, de cualquier tamano u origen. Las redes sociales

presentan estructuras complejas segiin su estructura; aunado a ello se consideran las

caracteristicas de los nodos en un grafo con vectores (el uso de un grafo aumentado

implicaria el uso de redes bimodales). Las redes sociales por naturaleza son dindmicas,

sin embargo, se pueden estudiar en un lapso de tiempo determinado por lo que nos

centraremos en la redes estaticas; por otra parte, la variacion en tamano nos permite

evaluar la escalabilidad de la propuesta.
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2.5.1 Redes segin su tamano

La clasificacion basada en el tamano, generalmente, depende del diametro de la
red, sin embargo, no existe un parametro exacto para determinar si una red social es

grande o pequena.

e Pequena escala. Se pueden analizar en sistemas de visualizacién de redes.
Un ejemplo seria la colaboracién entre investigadores dadas sus publicaciones o
como la que hemos estudiado de los politicos mexicanos, que se muestra en la

Figura [2.1]

e Gran escala. Estos son dificiles de analizar por lo que se toman proporciones
representativas, como todos los correos electrénicos. Por ejemplo, la red social
de Facebook es una red a gran escala que suele estudiarse por fracciones. En
la Figura se muestra un fragmento de las 9626 relaciones entre las 547
amistades de una persona (llamado ego-red) que corresponden a los nodos; como
vemos ésta ya es dificil de interpretar y consta de una fraccién muy pequena de

dicha red social.

2.5.2 Redes segiin su evoluciéon

Depende de los cambios a través del tiempo, por lo que pueden ser estaticas o
dinamicas. Sin embargo, esta clasificacion se acota a las muestras de estudio, de tal
forma que una red social dinamica en la vida real puede ser estudiada de manera

estatica si se toma un instante de tiempo de ésta.

e Estaticas. No sufren cambios mientras se estudian. En esta tesis se estudian
este tipo de redes; si las redes sufren cambios en un periodo de tiempo, dichos

cambios no son considerados para el estudio.
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Figura 2.13: Ejemplo de red a gran escala segiin su tamafio; la imagen muestra una fraccién
correspondiente a la ego-red social de un usuario de Facebook con 547 nodos y 9626 relaciones entre

las amistades del usuario estudiado.

e Dindmicas. Cambian su estructura por la incorporacion o eliminacién de nodos
y/o enlaces. Por ejemplo, en la Figura se muestra el curso temporal de una
enfermedad simulada con brote inicial en Hong Kong, dicho modelo considerd
el SARS originario de China en el 2003 y el HIN1 originario en México en el
20009.

2.5.3 Redes segiin su origen

Dependen de dos factores principalmente: de donde se originan y de donde se

desarrollan. Y pueden ser de dos tipos: fuera de linea y en linea.
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Figura 2.14: Ejemplo de red dindmica que muestra la difusién de una enfermedad. Cada panel
compara el estado del sistema en la representacién geogréfica convencional (abajo) con la repre-

sentacién de distancia efectiva (arriba). [10]

2.5.3.1 Fuera de linea (off-line)

En éstas, las relaciones sociales, sin importar su origen, se desarrollan sin me-
diacién de aparatos o sistemas electrénicos. Por ejemplo, la red social de karate
mostrada en la Figura [2.6| surge de la interaccién entre un grupo de personas rela-

cionadas con el karate.

2.5.3.2 En linea (on-line)

Se originan y desarrollan a través de medios electrénicos, como las que se muestran
en la Figura [2.15] Debido al auge tecnologico de nuestros dias, éstas se clasifican

ademas segin su publico, por el sujeto principal, por su localizacién y por su acceso.

e Segin su publico objetivo y tematica. Se clasifican en horizontales y
verticales. Las horizontales son aquellas en la que hay una participacion libre
sin tema ni tipo de usuario en particular como Facebook y Twitter. Las ver-

ticales se originan sobre un eje teméatico y pueden ser: verticales profesionales
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Figura 2.15: Logotipos de algunas redes sociales en linea de acceso ptiblico

como Linked In (orientada a empresas, negocios y empleo), verticales de ocio
como Dogster o Spotify (enfocadas a mascotas o musica) y verticales mixtas
como Yuglo que es dirigida a artistas (desde un punto de vista profesional) pero

pueden desarrollar actividades personales (de ocio).

e Por el sujeto principal de la relacién. Pueden ser humanas, de contenido
o de objetos. Las primeras fomentan relaciones entre personas segin su perfil
o intereses, por ejemplo, Dopplr permite interacciones entre viajeros frecuentes.
Las segundas se forman con respecto al contenido publicado como Scribd, en
donde se comparten documentos o Pinterest en donde se comparte contenido
multimedia. Finalmente las inertes para unir objetos como marcas o como el

caso de Colnect para articulos coleccionables.

e Por su localizaciéon geografica pueden ser sedentarias o némadas. Las
sedentarias cambian en funcion del contenido como la mayoria de las redes de
contenido, tal es el caso de Twitter. Mientras que las némadas cambian en
funcién de la ubicacion geografica como Foursquare que permite compartir tu

ubicacion y asistencia a lugares.

e Por su acceso. Tenemos redes sociales piublicas en las que pude acceder
cualquier persona como Facebook o privadas que tienen un acceso restringido

como Sermo a la que sélo acceden médicos.
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2.5.4 Redes segin su modalidad

Las redes segin su modalidad dependen de los tipos de entidades, tanto de los

actores como de la relaciones.

e Unimodales. Consideran un tnico conjunto de actores, como Twitter, donde
todos los usuarios son iguales y los tipos de relaciones solo estdn relacionadas

al seguimiento (seguir o ser seguido).

e Bimodales. Se centran en dos conjuntos de actores, como el mostrado en la
Figura [2.2] donde tenemos por un lado a mujeres y por otro a eventos; otro
ejemplo para las redes sociales en linea seria airbnb que relaciona a anfitriones

con huéspedes.

2.5.5 Redes segun su topologia

Las redes segin su topologia dependen de la complejidad de la red y hay dos tipos:

e Simples. Son estructuras sencillas y se acoplan facilmente a la teoria de grafos.

e Complejas. Presentan propiedades no triviales como el efecto del mundo

pequeno, estructuras jerarquicas y estructuras comunitarias.

2.6 Analisis de Redes Sociales (SNA)

El Analisis de Redes Sociales (SNA por sus siglas en inglés de Social Network
Analysis) [114] es el estudio de relaciones entre individuos incluyendo el analisis de
estructuras sociales, posiciones sociales, roles, entre otras. SNA es interdisciplinario,

incluye elementos de pscicologia social, sociologia, estadistica y mineria de grafos.
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Los dltimos dos son elementos de la mineria de datos. SNA involucra una variedad

de tareas [106]:

e Analisis de centralidad. Identifica los actores mas importantes en la red.
La centralidad se utiliza para determinar esta importancia a través de la influ-
encia social. Por ejemplo, si se analiza una red de llamadas telefénicas entre
delincuentes se podria obtener al lider o a alguien muy allegado a él, de dicha

organizacién basado en el analisis de centralidad.

e Deteccion de comunidades. Los elementos en las redes sociales forman
grupos, principalmente se buscan en la topologia de la red, aunque también se
pueden incluir caracteristicas de los nodos. En el siguiente capitulo se detallara
mas al respecto. La deteccién de comunidades ha sido usada para campanas
electorales, para insercién de productos en marketing, o incluso para estimar

indicadores socio-econémicos en entidades.

e Analisis de roles. Identifica la posicién o rol asociado con diferentes actores
mediante interacciones. Por ejemplo, el estudio de genes (ver Figura a
través de redes permitié analizar el rol de éstos en las enfermedades celulares, de
tal forma que se encontrd que los genes del cancer desempenan papeles criticos

en el desarrollo y crecimiento celular.

e Modelado de redes. Simula las redes sociales reales a través de mecanismos
simples. Por ejemplo, los sistemas de comunicaciéon que van desde el uso de

algun transporte publico hasta mensajeria instantanea.

e Difusion de informacion. Estudia la forma en que se propaga la informacion
en la red, ésta ha sido 1til en el estudio de esparcimiento de enfermedades como

la mostrada en la Figura |2.14]

e Clasificacion. Algunos actores son etiquetados con cierta informacién, esto
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Figura 2.16: Red de genes, en donde los genes se conectan si ambos se presentan en un mismo
desorden o enfermedad [41]

permite deducir que personas podrian compartir esa informacion, como para

detectar tendencia en elecciones de productos o de politicos.

e Prediccion de enlaces (links). El modelado de informacién, el proceso de
difusion, el andlisis de centralidad y la deteccién de comunidades en conjunto
ayudan al marketing viral. A través de ésta se podrian dar recomendaciones,
ya sea para la adquisicién de nuevos productos o para establecer nuevas colab-

oraciones en trabajos cientificos.



Capitulo 3

Deteccion de comunidades

Las redes sociales son una abstraccion teodrica usada en las ciencias sociales para
estudiar las relaciones entre individuos, grupos u organizaciones. Las redes sociales
en el mundo se dividen de manera natural en pequenas comunidades. De manera
general, una comunidad en redes sociales es un conjunto de nodos que estan densa-
mente conectados en el interior y muy poco conectados con el resto de la red. Sin
embargo, no existe una definicién generalizada de comunidad. Existen muchos algorit-
mos orientados a la deteccion de comunidades, muchos de ellos han sido propuestos

recientemente. Abordaremos la deteccién de comunidades desde dos perspectivas
(Figura |3.1]):

La primera se refiere al tipo de comunidades detectadas segin el nimero de comu-
nidades a las que pertenezca un nodo, por lo que pueden ser disjuntas o sobrepuestas.
En las comunidades disjuntas los actores sélo pertenecen a una comunidad; en la
Seccién [3.1] abordamos los algoritmos clasicos en este rubro enfocados a redes con es-
tructura. Mientras que en las comunidades sobrepuestas los actores pueden pertenecer
a mas de una comunidad y seran detallados en la Seccién donde se muestra la

clasificaciéon para estos algoritmos enfocados desde la estructura del grafo.

39
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Tipo de Componentes de
Comunidades la red usados:
Deteccién de Deteccién de

Comunidades Comunidades

Estructuray
Atributos

Sobrepuestas

(a) Detecciéon de comunidades segin (b) Detecciéon de comunidades segin

el tipo de comunidades los datos de la red usados

Figura 3.1: Deteccién de comunidades abordadas en el presente capitulo

La segunda perspectiva desde la que se abordara el estado del arte de deteccion
de comunidades tiene origen en el hecho de que el uso de atributos en redes sociales
puede detectar mejores comunidades que si sélo se considera el sociograma. Existen
modificaciones a los algoritmos clésicos de agrupacién en grafos [93][7][67], sin em-
bargo existen pocos métodos que combinan ambas fuentes de informacién. Por lo que
en la Seccion se abordaran algunos algoritmos para este fin. Estos se clasifican
en métodos basados en distancia o basados en modelo, por lo que la investigacion se

muestra desde esta perspectiva.

3.1 Deteccion de comunidades disjuntas

En la deteccién de comunidades se espera una alta frecuencia dentro de la co-
munidad y una cercania entre los nodos. Las comunidades C' son un conjunto de
q agrupaciones de nodos C' = {cy,¢o, ..., ¢, } tales que ¢ JeaJ...Je, = N. Exis-
ten algoritmos clasicos y nuevas propuestas que hemos clasificado en: jerarquicos,

particionales, modulares, espectrales y dindmicos.
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Figura 3.2: Dendograma del club de karate de Zachary [77]

3.1.1 Métodos jerarquicos

La clasificacion con jerarquias genera un dendograma o arbol de agrupaciones (ver
Figura , lo que permite la exploracién a diferentes niveles de granularidad. Tiene
la ventaja que se pueden aplicar medidas de similitud o distancias por lo que puede
aplicar a estructura o atributos, pero se debe definir la métrica para determinar
la similitud entre dos clusters. Existen dos tipos: aglomerativos y divisivos. Los
aglomerativos empiezan con un nodo y recursivamente mezclan dos o més para
obtener la agrupaciéon mas apropiada dado un criterio. La mayoria usan medidas
clasicas de similitud: el algoritmo hclust usa la disimilitud Lance-Williams, AGNES
[54] usa con coeficiente aglomerativo que mide la agrupacién de la estructura y que
destaco por la representaciéon grafica y ROCK emplea una medida que involucra el
ntimero de enlaces entre un para de puntos para cada cluster (toma como base la

modularidad).

Por otro lado, los divisivos inicialmente se tiene un cluster que contiene todos
los puntos y recursivamente se separa segin sea mas apropiado. Se usan coeficientes

de agrupamiento, cliques o intermediacion.
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3.1.2 Meétodos particionales

Se define el nimero de comunidades y una distancia entre los nodos. El objetivo es
separar los nodos en las comunidades tal que se maximice o minimice una funcion de

coste basada en la distancia. Pueden ser probabilisticos o de optimizacién iterativa.

En los probabilisticos se asume que los datos provienen de una mezcla de grupos
cuya distribucion se quiere encontrar. Uno de los métodos més sobresalientes en este
aspecto es EM (Ezpectation-Mazimization) que estima la probabilidad de un nodo en
una comunidad y después se busca una aproximacién al modelo de mezcla (mizture

model).

En los de optimizacién iterativa, las funciones que mas se suelen ocupar son
las de minimun k-cluster, k-cluster sum, k-center y k-median, destacando k-means y
k-menoids. Una de las més estudiadas es k-means [67] en el que cada iteracién se
estima el centroide. Se han propuesto multiples extensiones para este algoritmo, las
cuales han probado ser efectivas pero no es la 6ptima. Otro de los mas utilizados es
k-menoids que también ha sido mejorado, por ejemplo, CLARA [54] (Clustering
LARge Applications) compara algunas vecindades, mientras que CLARANS (Clus-
tering Large Applications based upon RANdomized Search) usa busqueda aleatoria

para generar vecinos y evaluar su particion.

Dentro de los algoritmos paticionales tenemos algunos que particionan el grafo

buscando el menor niimero de cortes (cut).

3.1.3 Meétodos modulares

La modularidad @ dada por Girvan-Newman [76] es una medida que califica

las comunidades, la cual se ha vuelto esencial en muchos métodos de agrupamiento,
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es una de las medidas mas usadas y se calcula:

Q = Si(es — af) (3.1)

donde 7 es el nimero de comunidades, e; es el nimero de aristas dentro de las co-
munidades y a; es la fraccién de aristas que tienen al menos uno de los nodos dentro
de la comunidad, como ya se habia explicado. Encontrar la maxima modularidad
es un problema NP duro, por lo que existen multiples algoritmos de optimizacién al
respecto, destacando el algoritmo de Girvan-Newman [40] que es un algoritmo divi-
sivo que utiliza la medida de betweenness. Posteriormente se propuso OSLOM [62]

maximizando la modularidad, pero con un enfoque a redes sociales.

Algoritmo de Girvan-Newman

El algoritmo involucra el célculo de intermediacion (betweenness) de todas las
aristas de la red y remueve aquella con el valor mas alto, repitiendo este proceso
iterativamente. La centralidad de intermediacién (edge betweenness centrality) se
define como el nimero de caminos mas cortos que pasan por una arista para conectar
cualesquiera dos nodos. La eliminacién de las aristas en los valores més altos permite

la deteccion de comunidades.
Los pasos en el algoritmo de Girvan-Newman son:
1. Calcular la intermediacion de todas las aristas existentes en la red.
2. La arista con la méas alta intermediacién es removida.
3. La intermediacion de todas las aristas afectadas por la eliminacién se recalculan.

4. Los pasos 2 y 3 se repiten hasta que no queden aristas.
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Este algoritmo permitié la separacion casi perfecta de la red de karate de Zachary

que se muestra en la Figura [3.3] donde sélo el nodo 3 fue mal clasificado.

8] o O | 1 1 | O B8
3 2025283334302431 0 2321 1016 15 26 32 27 10 4142 1 82220181312 717 8 5§ 11

Figura 3.3: Arbol jerdrquico del red de karate de Zachary usando modularidad [40]

Aunado a la modularidad tenemos los algoritmos basados en la densidad, los
cuales pueden encontrar agrupaciones con figuras arbitrarias y suelen tener buena
escalabilidad. Algunos se basan en la densidad de la conectividad como DBSCAN

[32], mientras que otros se basan en funciones de densidad.

3.1.4 Métodos espectrales

El agrupamiento espectral consiste en transformar el conjunto inicial de objetos
en un conjunto de puntos en el espacio usando eigenvectors y matrices (tipicamente
Laplacianas) que luego son agrupados con alguna otra técnica estandar. Es decir, el
espectro de eigenvectors de varias matrices graficas consiste tipicamente en una gran
cantidad de eigenvectors estrechamente espaciados, méas algunos periféricos separados
del volumen por un espacio significativo. Los eigenvectors correspondientes a estos
valores atipicos contienen informacion sobre la estructura a gran escala de la red,
como la estructura de la comunidad. La agrupacion espectral consiste en generar una
proyeccion de los vértices del grafico en un espacio métrico, utilizando las entradas
de esos vectores propios como coordenadas. Las i-ésimas entradas de los eigenvectors

son las coordenadas del vértice ¢ en un espacio euclidiano k-dimensional, donde k es



Capitulo 3: Deteccion de comunidades 45

el nimero de eigenvectors utilizados. Los puntos resultantes se pueden organizar en

grupos mediante el uso de técnicas de agrupamiento de particiones estandares.

La idea principal es que la representacion de baja dimensionalidad inducida por
los eigenvectors muestra la estructura de los grupos del grafo original con mayor
claridad; lo que permite disminuir el problema de cortes, aunque su gran desventaja

es la complejidad computacional.

Uno de los primeros métodos fue propuestos por Donath y Hoffmann [28], mientras
que el vector de Fiedler [36] es la base para grafos bipartitas. Dada la complejidad
es éstos, algunas implementaciones recientes usan algoritmos iterativos como Lanc-
zos [20]. Para este mismo problema de complejidad, Dhillon et al. [25] mostraron
que algunas medias de corte como corte normalizado (normalized cut) que suelen
optimizarse con agrupamiento espectral, también se pueden optimizar utilizando un
algoritmo equivalente de kernel ponderado k-means (weighted kernel k-means) que

dio origen a Graclus [59)].

3.1.5 Meétodos dinamicos

En esta categoria encontramos métodos que emplean procesos que se ejecutan
sobre sel grafo. Lo enfocaremos a caminos aleatorios (random walks) ya que debido
a la alta densidad se pueden seguir multiples caminos. La distancia entre dos nodos
[130] se define como el promedio de aristas que pasa el caminante entre esos dos nodos,
los pares de vértices con caminos mas cercanos tienden a estar asociados a la misma

comunidad.

Infomap [89] optimiza la ecuacién llamada map equation que mide el promedio
de longitud de un cddigo dado por pasos que describen el movimiento de un camino
aleatorio (random walker) dentro del grafo. Infomap captura los patrones de flujo de

primer y segundo orden dindmico usando memoria en los nodos y logra agrupar los
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nodos por vecindarios.
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Figura 3.4: A. describe el camino de un camino aleatorio B. para obtener la descripcién de un
nivel se usaron el cédigo de Huffman C. usan una descripcién a dos niveles para reducir en un 32%
el c6digo, el libro de c6digo (codebook) es usado como un indice para indicar los cambios (entrada y

salida) entre bloques D. Se muestran los nombres de los mddulos. [89]

3.1.6 Medidas de comunidades disjuntas

La deteccién de comunidades consta de dos etapas: primero, la deteccién de co-
munidades significativas, y segundo, la evaluacion de las comunidades detectadas.
Debido a que no existe una definicion genérica de comunidades, cada una de las

definiciones llega a justificarse en términos de la formulacién de determinadas medi-

das.

Se han propuesto medidas que cuantifican propiedades para evaluar la calidad de
la comunidad. Muchas de estas medidas no sélo son usadas para evaluacion
sino que también se usan para la deteccién de comunidades, tal es el caso de

la modularidad [76] que ya hemos estudiado en la Seccién [3.1.3]

Las medidas para descubrir comunidades disjuntas se basan en conexiones ya sean
internas, externas, combinadas o basada en modelo. Otra forma de medir las comu-

nidades detectadas es comparandolas con comunidades del mundo real ya existentes
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que usan como base la precisién y recuperacion.

3.1.6.1 Medidas de calidad de comunidades

Las medidas de calidad de las comunidades son la base de varias tareas como
la prediccion de enlaces, la recomendacion y el agrupamiento. En el agrupamiento
de redes, la similitud es definida basada en la estructura, donde medir la calidad
de un grupo es una tarea no supervisada que depende de las aristas [6]. Como se
ha mencionado, no existe una definicién precisa de agrupacion (cluster), por lo que
existen una variedad de medidas. Las diferentes medidas buscan medir la similitud
o calidad de un grupo basados en conexiones entre objetos, para ello consideran la

densidad intra-grupos [51] y la desconexién inter-grupo [30].

Existen muchas medidas enfocadas a la evaluacion de la calidad de las comu-
nidades detectadas. Yang et. al. [121] y Chakraborty [15] las clasificaron en cuatro
grupos: basadas en conexiones internas, basadas en conexiones externas, combinando

conexiones internas y externas y basadas en modelo.

Dentro de las basadas en conexiones internas tenemos: densidad interna
(relacién entre posibles y existentes aristas), nimero de aristas internas, promedio
de aristas internas, FOMD (fraccién sobre el grado de mediana), TPR (triangle par-
ticipation ratio), coeficiente de agrupacién (proporcién de tridngulos con cierto nodo)

y volumen (suma de grados de los nodos en una comunidad)

La densidad de una comunidad es la relacién del nimero de aristas en la comu-
nidad C' comparada con el nimero de posibles aristas como se define en la Ecuacion

2.2l
|(vi,v5) € E :v;,v5 € ¢
lvj cv; € c|(Jv; s v € ¢ = 1)

D(c) = (32)

La densidad nos permite evaluar qué tan bien conectada estd la comunidad; cabe
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destacar que estamos buscando comunidades con alta densidad. Esta medida es la
se usara para obtener la densidad de las comunidades detectadas en los experimentos
de este documento, de tal forma que se obtendra el promedio de densidad de todas

las comunidades detectadas en G tal que,

D(C) = =3 D(e) (3.3)

Otra medida que considera las aristas internas es la covertura [I1] que esta
dada por la fraccién del peso de las aristas intra-grupo con respecto al peso total
de las aristas en todo el grafo, como se observa en la Ecuacién [3.4] donde w(C) =
Z‘,ﬂl w(v;,v5); 05,05 € ¢k, (v;,v;) € E. En este caso, se considera la separacién entre

grupos y no la densidad dentro del grupo:

coverage(c) = ——= (3.4)

En las medidas basadas en conexiones externas tenemos: expansion (aristas
por nodo que tienen un nodo externo), cut ratio (fraccién de aristas que salen del
grupo) y cortes de aristas (edges cut, cuenta las aristas que serfan removidas para

desconectar un grupo).

Dentro de las medidas que combinan conexiones externas e internas estén:
conductividad, cortes normalizados (normalized cut), Méximo de ODFﬂ promedio de
ODF, Pequeno ODF (Flake-ODF'), separabilidad (proporcién entre aristas internas

y externas) y cohesién (conductividad de cortes internos).

Se han propuesto varias medidas o funciones de calidad para capturar qué tan

buena es la division en los grafos; dos de las méas importantes dado que combinan

LODF: Out Degree Fraction, es la fraccién de aristas que salen de un nodo
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aristas internas y externas son cortes normalizados y conductividad.

Los cortes normalizados [98] de un grupo de vértices ¢ se define como se
muestra en la Ecuacién tal que Ncut(c) es la suma de las aristas que conectan ¢
con el resto del grafo, normalizado por el total de aristas de ¢ y con el resto del grafo.

Entre menor sea al valor se tendra una mejor comunidad:

_ Kwiv)iviecvgcil | [{viv) s vi € c,v; € c}
H{(vi,v;) cv; € c,u; € VI {(vi,05) : v € c,v; € VY

Neut(c) (3.5)

La conductividad (¢)[53] corresponde a la premisa de que una comunidad es
un conjunto de nodos que estd mas conectado internamente que con el exterior. La

Ecuacién 3.6l muestra la conductividad de una comunidad c:

[{(vi,v)) 1 v; € ¢,v; & c}|
min(|[{(vi,v;) : v; € c,v; € V|, {(vi,v;) : v; € c,v; € V}])

¢(c) = (3.6)

Finalmente, las medidas basadas en el modelo se enfocan principalmente a la
modularidad [40], que es la diferencia de la fraccién de enlaces internos de un grupo
y la fraccién esperada de aristas en un grafo aleatorio. La modularidad M para un

grupo c estd dada por la Ecuacién [3.1] detallada en la Seccién [3.1.3

3.1.6.2 Medias para comparar con comunidades reales

Para comparar con las comunidades reales usamos dos conceptos basicos: precisién
y recuperacion. La precision son los valores positivos recuperados con respecto a los
esperados, de tal forma que se define como la fraccién de los elementos relevantes de
los recuperados. La recuperacion, también conocida como sensibilidad, es la fraccién
de elementos relevantes que han sido recuperados sobre el total de todos los elementos

relevantes.
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Basadas en estas se definen algunas otras métricas como pureza, F1 y Jaccard.
Dadas las comunidades detectadas C' y la comunidades reales C*, la pureza [101] de
la particién obtenida se define como se ve en la Ecuacién 3.7}

ci N |

purity(C,C*) = avgciec{maxc;ec*v} (3.7)

donde |c; N cf|/|ci| es la taza de precision y |c; N cj|/[c}| la de recuperacion.

Una medida que combina la precisién y la recuperacién, a través de la media
armonica, son las medidas F' — measure. Especificamente, la medida F; usada para
la evaluaciéon de las comunidades en este documento se define como se muestra en la
Ecuacién , la cual es la media arménica de la precisién (precision) y la recuperacion
(recall).

precision - recall

Fi =2 (3.8)

precision + recall

La medida de Jaccard es la relacion entre la interseccion y la unién de los grupos
reales y los detectados. De tal forma que se calcula como se muestra en la Ecuacion

0.9k
precision - recall

Mjaccard - (39)

precision + recall — precision - recall

3.2 Deteccion de comunidades sobrepuestas

En las redes sociales un nodo pertenece a mas de una comunidad, esto permite
la deteccion de comunidades sobrepuestas, tal que se tiene una agrupaciéon C' =
{c1,¢2, ..., ¢4}, para ¢ = |C| numero de comunidades, que no son necesariamente
disjuntas de tal forma que cada nodo v; se asocia a una comunidad ¢; con cierto factor
de pertenencia py,.;, donde 0 < py,.; < 1, Vo; € V,V¢; € C tal que 23:1 Duie; = 1 tal

que C = {c1,¢2,...,¢,} donde ¢; U ... Uc¢, €V, que no son necesariamente clusters
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disjuntos. La posibilidad de que un vértice pertenezca a mas de una comunidad da
origen a las comunidades sobrepuestas, esto incrementa el problema de deteccién por

el incremento de posibilidades de pertenencia de un nodo a multiples comunidades.

Palla et. al. [80] introdujeron el concepto de comunidades sobrepuestas usando el
conceptos de k-cliques, de tal forma que un nodo pertenece a mas de una comunidad
generado las comunidades sobrepuestas. Recientemente este problema ha tenido mu-
cho auge [40]. Se distinguen dos tipos de traslapes, el primero es con sobreposicién de
baja densidad mostrado en el centro de la Figura y el segundo es la sobreposicién
de alta densidad que se muestra del lado derecho de la misma figura. Existen en-
foques que combinan la particién de nodos y enlaces [52][91], otros que usan las
propiedades de la redes [122][109] o que extienden el algoritmo de Girvan-Newman
como CONGA [43] dividiendo a un nodo en copias. Xie et. al. [II7] presenta
un estudio amplio de comunidades sobrepuestas y los clasificé como se muestra a

continuacion:

Figura 3.5: Del lado izquierdo se muestran comunidades disjuntas, al centro tenemos comunidades
sobrepuestas pero cuya densidad en la interseccién es menor que la propia de cada comunidad y del

lado derecho tenemos una comunidad sobrepuesta con mayor densidad en el traslape [122]

3.2.1 Meétodos de clique percolation

Detecta comunidades sobrepuestas en k subgrafos completos (k-cliques), tal que
k corresponde al nimero de nodos; el traslape se presenta dada la combinacién de

dos o més cliques si comparten k — 1 nodos. Entre ellos destaca CPM [80] cuya
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implementacién es CFinder, mejorado por SCP [60].

CPM (Clique Percolation Method) [80] fue uno de los iniciales abordando
comunidades sobrepuestas y una de las mas populares. Se basa en la premisa de que
las aristas internas de una comunidad es probable que formen cliques debido a la alta
densidad. El algoritmo encuentra todos los cliques de tamano k, construye el grafo y
dos cliques seran adjacentes si comparten k£ — 1 vértices. Cada componente conectado
es una comunidad en el grafo. Por ejemplo, en la Figura (a) podemos observar tres
cliques de tamano 4 marcados por las aristas de colores: rojo, azul y amarillo; como
el rojo y el azul comparten k£ — 1 nodos, es decir tres nodos, entonces se uniran en una
comunidad; lo mismo sucede con los marcados en amarillo por lo que constituiran

una comunidad, la cual se observa en color morado en la Figura [3.6(Db).

(a) Unién de k — 1 cliques para k =4 (b) Comunidades sobrepuestas

Figura 3.6: Ejemplo de comunidades sobrepuestas con cliques de k=4.
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3.2.2 Métodos de particionamiento de enlaces

Dada una red social, supongamos que un nodo v, es amigo de un nodo v, y trabaja
con el nodo v, de tal forma que podria estar en el traslape de los grupos de amigos
en los que esta el nodo v, y el grupo de comparnieros de trabajo en el grupo v.. Por lo
tanto, ha surgido la idea de separar aristas para generar comunidades sobrepuestas,
de tal forma que la arista (v,, vp) pertenecera a un grupo diferente a la arista (v, v.)

generando un vértice en el traslape.

El particionamiento por enlaces es uno de los més intuitivos para la deteccién de
comunidades sobrepuestas ya que los enlaces son particionados de manera disjunta
pero los nodos, al tener varios enlaces, llegan a pertenecer a varias comunidades
obteniendo comunidades sobrepuestas, incluso si solo se tiene un tipo de enlaces. De
tal forma que se separan los enlaces en lugar de los nodos, permitiendo el uso de
algoritmos de deteccion de comunidades disjuntas tradicionales como los jerarquicos
o buscando similaridad entre aristas a través de la construccién de un grafo de linea

(line graph) en donde los nodos son las aristas del grafo original [33][115].

Algunas otras propuestas extienden algoritmos como Infomap [57], modularidad
[78] o cliques [34]. A pesar de la naturalidad de este concepto no se garantiza una
deteccion de alta calidad que las basadas en nodos por la ambigiiedad de la definicion
[37], ademds de que podrian existir aristas que conecten dos tipos diferentes de grupos
que tendrian que se asignadas a dos comunidades o podria crearse una comunidad

s6lo de esos dos nodos.

Uno de las mayores deventajas de éstos métodos es la complejidad, dado que
tipicamente existen muchas més aristas que nodos y, al agruparse aristas en lugar de

nodos, los cédlculos se incrementan significativamente.
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Figura 3.7: Pertenecia I de que un nodo v pertenezca a una comunidad ¢

3.2.3 Meétodos de expansiéon local y optimizacién

Se basa en el crecimiento natural de las comunidades. La mayoria de ellos con-
sidera una funcion de beneficio local basada en alguna propiedad de la red como
densidad. Destacaremos RankRemoval [4] que primero encuentra comunidades dis-
juntas y después expande las semillas iterativamente, usando una nueva medida de
radio de intensidad que considera las aristas dentro de una comunidad con respecto
a las externas, sin embargo depende de la calidad de las semillas. En LFM [61], la
medida definida es similar, pero considerando un parametro que controla el tamano
de las comunidades que posteriormente es mejorado con OSLOM [62], el cual prueba

el significado estadistico de un cluster.

EAGLE [96] encuentra todos los cliqgues maximos y los va expandiendo con una
medida de similitud que toma como base la modularidad, produciendo un dendo-
grama. Aunado a estos, BIGCLAM [122] maximiza la probabilidad de que dos
nodos estén conectados. BIGCLAM detecta comunidades significativas en grandes
redes, con base en la premisa de que entre mas comunidades compartan un par de
nodos es mas probable de exista un enlace entre ellos. Por ejemplo, en la Figura
podemos ver siete nodos y tres comunidades: el nodo v; tiene una baja probabilidad
de estar conectado con vg porque no comparten ninguna comunidad; por otra parte,
los nodos v3 y v4 tienen una alta probabilidad de tener una arista entre ellos porque

pertenecen a las mismas tres comunidades. Adicionalmente cada nodo tiene difer-
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entes niveles de pertenencia dadas por Fj,., por lo que la probabilidad de conexién

entre los nodos v; € N y v; € N es:
P(v;,v;) =1 —exp(—F,, - F;‘C) (3.10)

Para detectar las comunidades de la matriz F' se maximiza [(F') = logP(G | F) de
una matriz F inicial dada por vecindades minimas, por lo que la funcién a maximizar

eSs:

I(F) = Y(u,)elog(P(vi, v;)) — X, w))gelog(l — P(vi, v))) (3.11)

Para resolverlo, aplicaron la derivada de I(F},) e iteraron.

3.2.4 Métodos de deteccion con fuzzy

Califica la asociaciéon entre todos los pares de nodos, calculando un vector de
pertenencia para cada nodo a las comunidades [42]. Fuzzy C-Means (FCM) [12§]

extiende el concepto de modularidad en un algoritmos basado en agrupaciéon espectral.

Por otro lado, hay varios algoritmos mejorando NMF (Nonnegative Matriz Fac-
torization), la cual es una técnica que ha sido adaptada para la deteccién de comu-
nidades, aunque no tiene tan buenos resultados como otros algoritmos con este tipo
de deteccidn, tal es el caso de MOSES [69] que combina una optimizacién local con

la asociacién de un nodo a un vector latente.

3.2.5 Meétodos basados en agentes y algoritmos dinamicos

Utilizan algoritmos de propagacion de etiquetas. Los algoritmos con mejores resul-
tados en esta categoria son COPRA [42] donde cada nodo actualiza su coeficiente de

pertenencia y Game [I7] donde cada comunidad es asociada con equilibrio minimo,
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se asocian funciones de ganancia y perdida con agente independiente.

Speaker listener propagation algorithm (SLPA) [I16] es una extensién de el
Algoritmo de Propagacion de Etiquetas (Label Propagation Algorithm LPA) donde los
nodos seleccionan la etiqueta mas popular de acuerdo a ciertas reglas, de tal forma
que los nodos pueden ser un speaker o un listener para enviar o recibir etiquetas
respectivamente. Los nodos tienen una memoria para guardar las actualizaciones,
acumulando conocimiento de las diversas etiquetas que almacenan en su memoria.
Dado que involucra un proceso estocastico, se tomo el resultado del mejor de cinco

intentos.

3.2.6 Medidas de comunidades sobrepuestas

Existen algunas medidas para comunidades disjuntas (ver Seccién [3.1.6)) que son
aplicables para comunidades sobrepuestas. Adicionalmente, existen medidas que
evalian los traslapes de comunidades, las cuales suelen ser extensiones de otras me-

didas adaptadas a comunidades sobrepuestas.

El Indice Omega es la version para comunidades sobrepuestas del Adjusted Rand
Indez (ARI) [49]. Se basa en contabilizar los pares de nodos que concuerdan en do

comunidades sobrepuestas y se define como se muestra en la Ecuacion [3.12

wy(C, C*) — w(C, C*)

Q )= 12
(¢, ¢) 1 —w(C,C¥) (3.12)
donde el indice omega ajustado w, se define como:
2 x
S E . (C* 1
wu<C7O ) n(n - 1) pars ‘Q(C) n t](c )’ (3 3)

tal que n = |V|, z = maz(jv : v € C|,|v: v € C*|) y t;(C) es el conjunto de pares
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que aparecen exactamente j veces C'. El indice omega esperado w, esta dado por:

Gl C.C) = s S (O] 4(C) (3.14)

Otra de las medidas para comunidades sobrepuestas es OC [13] que se basa en un
enfoque probabilistico intuitivo. Se define como la relacién entre la probabilidad de
encontrar dos elementos agrupados en ambas soluciones y la probabilidad méaxima de
encontrarlos en una de las soluciones dadas, como podemos ver en la Ecuacién [3.15}

t

oC = —— 3.15
maz(p, p*) (319

donde # es la probabilidad de encontrar un par de vértices (vq, vp), la cual es estimada

COMO:
q q (lcmcjl)
i=1 Zaj=1 2

(5) wmin(a, ")

~
Il

(3.16)

y p estima la probabilidad de encontrar un par de elementos en cualquier comunidad
¢; para todos las comunidades existentes, donde:

q |vjv;€cy|
ﬁ _ ZiZI ( 2 ) (317)

a(3)

En esta tesis se utilizan Omega Index y OC para evaluar las comunidades obtenidas.

3.3 Deteccion de comunidades considerando atrib-

utos

La mayoria de los algoritmos existentes emplean la estructura del grafo para en-

contrar comunidades, sin embargo agregar los atributos ayuda a mejorar la calidad



58 Capitulo 3: Deteccion de comunidades

del cluster. En la Tabla se describen brevemente algunos algoritmos que integran
atributos. En esta se distinguen cuales algoritmos, de los que integran atributos, de-
tectan comunidades disjuntas, cudles comunidades jerdrquicas y cudles comunidades
sobrepuestas. En este ultimo distinguimos dos tipos de sobreposicién, las comu-
nidades de baja densidad y las comunidades de alta densidad explicadas en la Figura

2.0l

Los algoritmos de deteccién de comunidades se pueden separar en [131]: basados
en distancia (Seccién y basados en modelo (Seccién . Dado que usamos
atributos, adicionalmente, se tienen medidas que permiten ponderar los nodos y los
atributos para extraer los més relevantes y asi reducir la complejidad por lo que un

estudio de éstos se muestra en la Secciéon [3.3.4]

3.3.1 Meétodos basados en modelo

Los métodos basados en modelo evitan el diseno artificial de una medida de distan-
cia. Se basan principalmente en modelos probabilisticos que mezclan la informacién
estructural y la de los atributos bajo el principio de que los vértices del mismo grupo
se comportan de manera similar mientras que los de diferentes grupos se compor-
tan diferente. Por lo general, dicho modelo es usado para definir un problema de

inferencia probabilistica [119] [66] [65].

De los métodos basados en modelo y para comunidades sobrepuestas detallamos
tres de los principales algoritmos: GenClus [102], GBAGC [119] y CESNA [122].
Los dos primeros permiten un traslape entre comunidades suave, mientras que CESNA
fue el primer algoritmo en la deteccién de comunidades con un traslape fuerte que
lo logra con un modelado basado en observaciones de grupos en redes sociales reales,
por lo que las comunidades detectadas tienen una alta precision, aunque descuida

aspectos como la cohesion y similitud interna.
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Algoritmo Comunidad Descripcion

CoPaM’s [71] Jeraquico Medida cohesive patern que mezcla atribu-
tos, usa elementos como candidatos y los ex-
pande mezclandolos.

SA-Cluster Disjuntas Usa funcién que evalua la influencia segun

[132] la distancia dada por random walk, inicializa
centroides y va seleccionando los mejores

PICS [2] Disjuntas Minimiza una funcién de costo de compresion
basada en el ntumero total de bits en una
transmision dentro de un mapeo.

GenClus [102]  Sobrepuestas Modelo probabilistico que agrupa objetos

Baja Densidad

diferentes en un espacio oculto para apren-
der, de forma iterativa, la fuerza de los en-
laces entre nodos.

Codicil [91] Disjuntas Introducen una medida de fuerza de conexion
entre dos nodos que mezcla la fuerza del en-
lace con la similitud de contenido.

EDCAR [46] Jerdquico Evaltia el grado de similitud basada en den-
sidad de cliques para crear un set enumera-
tion tree que genera una cola de prioridades.
(Basado en GAMer [44])

CESNA [122] Sobrepuestas Usa modelo probabilistico para determinar

Alta Densidad  si existe un enlace entre dos nodos y entre
nodos y atributos. Para detectar las comu-
nidades maximiza las probabilidades.

DB-CSC [§] Sobrepuestas Usa una densidad basada en similitud de

Baja Densidad atributos en subespacios y densidad local en
el grafo. Usa k-vecindades para crear un
grafo enriquecido.

GBAGC [I19]  Sobrepuestas Esquema bayesiano que etiqueta aspectos de

Baja Densidad atributos y estructurales en un modelo pro-
babilistico de distribucién sobre el espacio de
todas las posibles particiones.

SENC [8§] Disjuntas Parte semillas definidas por k-clique, luego

maximiza la probabilidad con EM. Mezcla
conductividad con un vector de atributos.

Complete Graph Disjuntas

Model [103]

Mide el interior y exterior de la comunidad
con una medida y la maximiza la diferencia.

Tabla 3.1: Algoritmos de deteccién de comunidades en redes sociales con atributos.
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(a) Modelo de CESNA (b) Representacién de algoritmo de CESNA

Figura 3.8: Algoritmos de CESNA. (a) modela la pertenencia de un nodo a una comunidad, dado
por F', y la pertenencia de un atributo a una comunidad dado por W. (b) Representacién de CESNA
donde X,,, es el késimo atributo del nodo v;, W, el vector de pesos para el atributo a, @, es la
probabilidad de que el nodo v; tenga el atributo a, F,,. es la pertenecia del nodo v; a la comunidad

cy P,y es la probabilidad de que exista un enlace entre v; y v; [122]

CESNA es un modelo que extendié Bigclam, agregandole la probabilidad de
que un nodo v; tenga un atributo a. Como se puede observar en la Figura [3.§a)
comparada con la Figura[3.7, CESNA amplia el modelo de Bigclam con los atributos.
En la Figura [3.§(a) la probabilidad de que el nodo v, tenga el atributo as es mucho
menor a que tenga el atributo as por el nimero de comunidades que comparten. Esta
probabilidad esta dada por @),,, considerando el factor de peso W, para cada atributo

a en la comunidad c. Por lo que @),,, esta dada por:

1
B 1 + €£Cp(— Zc WacFvic)

Quia (3.18)

Para obtener las comunidades se debe maximizar la probabilidad de F', como es

realizado en Bigclam, asi como la probabilidad W, por lo que la funciéon a maximizar
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esta dada por:
L(F,W) =logP(G,X|F,W) =1I(F)+ (W) =1logP(G | F) + logP(X|F,W) (3.19)

como se explicé previamente [(F') se obtiene derivando y actualizando F),.; usando
el mismo procedimiento (ver Ecuacién [3.11)) se obtiene [(W) con la derivada y la

actualizacion de W, usando backtracking:

0logP( Xy, F, W,)
Wnew — Wold Ev' vial|t a
ac ac —"_ O[( (3 6Wac

- Sin(Wa)) (3.20)

Ellos realizaron experimentos con varios valores para los hyperparametros a y A en
un rango de a € {25;0:5;0: 75}, A € {0.1,1.0} basado en los datos de probabilidad.

Para su evaluacién usaron Fi-score y similaridad Jaccard.

3.3.2 Meétodos basados en distancia

La deteccién de comunidades con base en distancia utiliza medidas de similitud
definidas para los elementos [93][81][24] los cuales se enfocan mayormente en la es-
tructura de enlaces del grafo. Cualquier medida para grafos con pesos en aristas
podria ser usada para redes con atributos, si los pesos representaran las conexiones
entre atributos, de tal forma que se tenga un valor alto en la arista si comparten los
mismos atributos, aumentando la probabilidad de pertenecer a la misma comunidad
[74]. Por otro lado, existen métodos que definen una distancia con la informacién

estructural para usar algoritmos de agrupamiento tradicionales [19] [131].

La seleccion de la medida de similitud adecuada depende de la tarea que se vaya
a realizar [93]. Para la deteccién de comunidades en redes sociales con atributos la
distancia deberia incorporar el contenido de la informacién can base en la estructura.

Neville et. al. [74] usan un coeficiente de emparejamiento (matching coefficient)
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que busca el nimero de atributos que tienen en comin dos nodos, dado por:

0a(Vi, ;) it (v5,v5) € B o (vj,1;) € F,
5. [Tadton) v € Bulin) o

0 otherwise

donde 6,(v;,vj) es 1si 6 € A(v;) y 0 € A(v;) para un grafo G’. Esta medida cuenta

el nimero de atributos en comin, dandoles a todos la misma importancia.

Cruz et. al. [2I] consideran que no todos los atributos son relevantes, pero usa
una distancia euclidiana, lo que hace que pierda habilidad al discriminar nodos e
implica un problema de dimensionalidad; ellos usan la entropia para medir la similitud
semantica en un subconjunto de atributos; esta discriminacién de atributos la llevan

a cabo dependiendo de un concepto que introducen como Point of View.

Dichas distancias considera tnicamente los nodos adjacentes. Algunos transfor-
man los atributos a nodos usando un grafo aumentado, por ejemplo Netghborhood
Random Walk Distance [131] mide la distancia entre dos vértices v; y v; con la

distancia:
l

d(vi,v) = Y pu(r)r(l—r)leroth) (3.22)

T~V
donde P,; es la matriz de probabilidad de transiciéon para un grafo aumentado, 7 es
el camino de v; a v; cuya longitud es length(t) y r € (0,1) es la probabilidad de
reinicio. Esta es usada para calcular el nimero de caminos que conectan v; and vj;

entre mas caminos existan més conectados estan.

Algunos otros combinan la informacién estructural y la informacién de los atrib-
utos, de tal forma que la medida permita un balance entre atributos y estructura,

como también ha sido considerado en este trabajo:

d(vi, v;) = adg(vs,v;) + Bda(vs,v;) (3.23)
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donde dg(v;,v;) es la distancia estructural y d4(v;,v;) es la distancia de los
atributos. En este tipo de medidas lo complicado es la configuracion de los parametros.

Estas medidas seran profundizadas en la Seccién [3.3.3]

Para comunidades sobrepuestas con baja densidad se tiene DB-CSC [44] que
detecta clusters basado en su densidad, debido a la complejidad observada al realizarlo
en datos combinados, hacen uso de subespacios. Para ello primero define que un
cluster combinado basado en su densidad en un grafo G(V, E,[) con los pardmetros
k, e y minPts es un conjunto de vértices O C V que tiene las propiedades de: densidad
local alta Vo €=:| N9(v) |> minPts y conectividad local Yu,v € O : Jwy, ..., w;, €

O:wi=ulAw=vAVi€l, ...l —1:w; € N°wi).

También definen subgrafos enriquecidos que parten de un conjunto de vértices
O C V, un subespacio S y el grafo original G = (V, E,l); el subgrafo enriquecido
G9 = (V', E') es definido por V! = O y E' = {(u,v) | v € N§(u) A v # u} usando
una funcién de distancia. Dicha distancia considera la similitud de los atributos en
subespacios y la densidad local del grafo. A partir de éste, los autores hicieron algunas
mejores con respecto a la duplicidad de comunidades que existia generando EDCAR

[46].

El algoritmo ordena en una cola de prioridades los subespacios, toma el primer
elemento de la cola y revisa que sea un cluster, rectificando que no sea redundante
con los existentes. Si no existe, lo agrega, pero si agrupa nodos que ya habian sido
considerados se considera que intersecta y existen dos casos: que sea o no un subarbol
de alguno existente. Si es un subconjunto (subdrbol) lo descarta, en el otro caso
remueve los candidatos, genera el grafo enriquecido, determina los puntos y calcula
los grupos para aumentarlos a la cola, en caso de ser necesario. Con base en este

algoritmo se han desarrollado varias mejoras, destacando HSC [§].
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3.3.3 Medidas de comunidades con atributos

Son aquellas medidas que cuantifican propiedades para evaluar la calidad de la
comunidad. Estas medidas no sélo son usadas para evaluacion, sino que también se

usan para la deteccion de comunidades.

En esta seccién se presenta el estudio de algunas de estas medidas, las cuales las
hemos dividido en medidas basadas en estructura, basadas en atributos o basadas en

ambos, a estas ultimas las llamaremos medidas mixtas.

3.3.3.1 Medidas basadas en atributos

La entropia [58] es, originalmente, para evaluar qué tanta informacién se puede
transmitir ente conjuntos de pares de nodos. Sin embargo, la definicién de entropia,
que es considerada a lo largo del documento, permite evaluar el contenido de las

comunidades en un grafo. La entropia del grafo G esta dada por la Ecuacion [3.24}

k

HE) =Y (% > WH(% cA)) (3.24)

i=1
para n = |V|, k = |A| y ¢ = |C|, tal que la entropia de un atributo H(a;,c;) es la

proporcién de vértices en ¢; con el atributo a; dado por la Ecuacién3.25;

q
H(ai; Cj) = Zpawjlogﬂ?aic]' (325>
j=1

La entropia permite evaluar qué tan similares son los nodos dentro de una comu-
nidad. El maximo valor para un atributo es log|v : v € ¢,|, que depende del tamano

de c,. Para comparar los resultados, en esta tesis, se normalizaron los valores.
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3.3.3.2 Medidas mixtas: considerando atributos y estructura

Las medidas de similitud pueden ser clasificadas en: basadas en atributos o
basadas en enlaces [97]. La primera considera similitud en los valores de los atributos
como los k vecinos mas cercanos, distancias euclidianas, distancia por coseno o coefi-
ciente de Jaccard. La segunda se basa en los enlaces en un grafo como PageRank que
evaltia la probabilidad de llegar, de un punto a otro, por caminos aleatorios. Otro
ejemplo es modularidad que es una de las medidas més usadas, sin embargo no busca

pequenos grupos ni considera atributos.

La calidad de un grupo, en redes sociales con atributos, deberia balancear la
estructura y los atributos [130][19][75][23] tal que se tenga una medida que defina

la distancia entre v; y v; como:

d(vi,vj) = a - dg(vi,v;) + v - da(vi, vj) (3.26)

donde dg(v;, v;) y da(v;, v;) sean medidas estructurales y de atributos respectivamente
para los factores de peso « y 7, sin embargo definir estas distancia y parametros ain
representa un reto. Por ejemplo, una medida simple de peso dada por Neville et al.

[75] define:
d(vs, v;) — a-%Zsa(vi,vj) F(l—a)-i (3.27)

acA
donde s,(v;,v;) = 1 si v; y v; tienen al atributo a, mientras que [ = 0 si existe una
arista entre v; y v;. Esta medida tiene una distancia lineal y sélo considera el vecino

mas proximo lo que no resulta en alta dimensionalidad y en redes grandes.

Gunnemann et. al. [45] maximizan la calidad de un grupo en el espacio de los
atributos, considerando sub-gafos densos basado en k-vecinos con distancias lineales,
sin embargo s6lo considera pesos locales a cada atributo, asi como densidades locales.

CoPaMs [71] también considera un umbral de densidad, pero agrega un umbral para
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las dimensiones dado por la presencia, o no, de los atributos, donde todos ellos tienen
la misma importancia. Cruz et. al. [2I] usan una medida con base en la entropia con
distancia euclidiana. Sin embargo, cuando el nimero de atributos aumenta, todas
las distancias tienden a converger, por lo que considera que no todos los atributos
podrian ser importantes y usan la entropia para medir la similitud semantica de los

atributos seleccionados, segiin su definicién llamada Point of View.

En algunos métodos de deteccién de comunidades sobrepuestas que consideran
atributos, como el de Yang, et. al. [I22], se otorga un peso a cada atributo en
cada comunidad, dando una importancia local. Es este caso, falta una importancia
global, ya que afectaria a su modelo, dado que la cantidad de atributos es mucho
menor que el nimero de nodos. El indicador propuesto no sélo considera la entropia,
sino también la importancia local y global del atributo. Ademas, se usa similitud
coseno, descartando algunos problemas dados por la distancia euclidiana, como la

dimensionalidad.

Otros métodos como SENC [88], ademés de enfocarse en comunidades sobrepues-
tas, buscan propiedades estructurales como la densidad y el didmetro, evaluando qué
atributos son importantes para cada comunidad, sin embargo estos atributos no son

consideraros desde el principio del proceso.

3.3.4 Ponderacion de atributos

El etiquetado de importancia en redes sociales puede estar orientado a vértices
o atributos. El algoritmo maéas importante en el ranking de vértices es PageRank
(PR) [82] que evalia la importancia de una pégina A en Internet para las i paginas
que enlazan con A. El ranking de nodos ha sido usado en muchas tareas, Muller y
Sanchez [72] [92] han desarrollado algoritmos orientados al grado de desviacion, segin

las propiedades del grafo y los atributos. También se han buscado patrones correla-
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cionados usando medidas estadisticas [99] y algunos otros trabajos se han enfocado
en la importancia segun las busquedas [107] [90]. Cabe destacar que estos rankings

estan enfocados a nodos.

Para el ranking de atributos podemos asociar la topologia del grafo con los atri-
butos para obtener la importancia de los atributos con el objeto de reducir la com-
plejidad y mejorar el proceso de clasificacién. Uno de los més rapidos utilizado en
mineria de textos es el de Ganancia de Informacién (Information Gain) basado en
entropia; otro es Componentes Principales ( Principal Component) basado en técnicas
estadisticas y CFS (Correlation-based Feature Selection) que fue el primero en evaluar
conjunto de atributos. Los anteriores se enfocan en el conjunto de atributos, sin tomar
en cuenta la estructura del grafo. Uno de los algoritmos que obtiene los atributos mas
importantes, usando la estructura, es Global Weighting propuesto para el algoritmo
de LINKREC [125]. Otra forma de obtener la importancia de los atributos es por un
calculo simultaneo al proceso de comunidades como lo hace SA-Cluster. Estos cuatro

se detallan a continuacién:

Ganancia de informacién. Se basa en la entropia H(C'), en un conjunto de
comunidades C, la entropia estd dada por la Ecuacién [3.24 Entre mayor sea la
entropia, mayor es la impureza del conjunto de datos, de tal forma que si la entropia
es cero, todos los nodos pertenecen al mismo grupo. Dado que queremos separar
grupos, la mejor entropia es la mas alta, ya que nos permitird hacer clasificacion
porque no todos los nodos perteneceran al mismo grupo. Para los atributos A y las
comunidades C, la entropia esta dada por la Ecuacién [3.25 La diferencia de entropia
refleja la informacién adicional de una clase dado un atributo, a esto se le conoce
como Ganancia de Informacién. A cada atributo a se le asigna una calificaciéon con

base en la informacién ganada entre ella y la clase:

[F, = H(C)— H(C'| A) = H(A) — H(A| C) = H(a) + H(C) — H(a,C) (3.28)
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Componentes principales. Es utilizada para reducir la dimensionalidad de un
conjunto de datos, ademas de hallar las causas de la variabilidad de un conjunto de
datos y ordenarlas por importancia. Se calcula la covarianza de los atributos originales
y se extraen sus eigenvectors, éstos son una transformacion lineal de los atributos
originales a un nuevo espacio en el que los atributos no estan correlacionados. Los
ergenvectors pueden tener un ranking de acuerdo a la variacién con respecto a los

datos originales.

Global Weighting. El grafo aumentado mencionado en el Capitulo 2 fue mejo-
rado por Yin. et al. dando pesos a los atributos. A este peso lo llaman Peso Global

(Global Weighting) g(a) para un atributo a en G tal que:

Z(vi,vj)EE 6Zivj
Na
(%)

donde n, es el numero de atributos que tienen el atributo a, e, = 1 si tanto el nodo

g(a) = (3.29)

v; como el nodo v; tienen el atributo a, y ef, = 0 de otra forma. La importancia
global de un atributo a mide el porcentaje de que existan enlaces entre varios pares

de nodos con ay,.
Weigth Self- Adjutment definido en SA-Cluster como un peso a los atributos

que se va actualizando en cada iteracion t del algoritmo.

1
witt = §(w2 + Aw!) (3.30)



Capitulo 4

Uso de atributos en deteccion de

comunidades

La integracién de atributos al proceso de deteccion de comunidades ha dado pie
a una gran cantidad de algoritmos que buscan sacar provecho de esta informacién
disponible. Estos se clasifican principalmente en algoritmos basados en modelo y los
basados en distancia. En esta tesis, se propone un nuevo método basado en modelo, al
cual llamaremos RMOCA por sus siglas en inglés, Regression Model for Community

Detection in Attributed Networks.

RMOCA esta basado en el principio de que dos nodos estan en la misma co-
munidad si comparten aristas y, por otro lado, dos nodos con los mismos atributos
pertenecen a la misma comunidad, dado que el atributo pertenece a la comunidad.
El modelo RMOCA se basa en el modelo de regresiones, que es un proceso estadistico
para estimar las relaciones entre variables. En el analisis de regresion es de interés
caracterizar la variacién de la variable dependiente en torno a la funcién de regresién,
la cual es obtenida a partir del modelo que hace uso de minimos cuadrados y que se

describira en este capitulo.

69
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Las comunidades son estimadas haciendo uso de la minimizacién de dos errores
obteniendo dos conjuntos de comunidades Cs y C'4. La primera son las comunidades
de nodos dadas por la estructura y las segundas son comunidades de atributos; éstas
son calculadas simultaneamente estableciendo un vinculo entre ellas a partir de la
relacién entre las aristas (matriz de adyacencia) y las propiedades de ellos (matriz de

atributos).

4.1 Representacion matricial de la red social

Supongamos un grafo G'(V, E, A) como el descrito en la Seccién , tal que
V' = {vy,v,...,u,} representa el conjunto de n nodos o vértices, E C {(v;,v;)|v;,v; €
V,v; # v;} denotan el conjunto de m aristas y A = {ay, as, ..., a; } representa todos los
posibles £ atributos, tales que A : V. — A donde A,, C A. Este grafo es representado
con dos matrices: la matriz de adyacencia M y la matriz de atributos X, como se
observa en la Figura[d.1] de tal forma que cualquier red social es representada por un
sociograma con atributos y es procesada a través de las matrices, que son explicadas

a continuacion.

Red Social G(V.EA) Representacion Matricial

Figura 4.1: Representacién matricial del grafo con atributos de redes sociales
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4.1.1 DMatriz de adyacencia

Para representar los grafos con atributos se pueden usar Listas de Adyacencia o
Matrices de Adyacencia. En este caso se hace uso de la Matriz de Adyacencia M

que muestra las aristas, dada la relacion de vértices.

Definicién 4.1 Matriz de Adyacencia M. Dado un grafo G'(V,E, A) con un
conjunto de vértices V', aristas E y atributos A la matriz de adyacencia M contiene
las aristas entre pares de vértices, tal que su tamano estd dado por n X n donde
n = |V| es el numero de vértices en G y cada elemento m;; de dicha matriz especifica

el numero de aristas del nodo i al nodo j.

Para el grafo de la Figura[f.2|a), se tienen 7 nodos representados por las primeras
siete letras del abecedario, desplegados en las filas y columnas de la matriz de adya-
cencia M de la Figura (b) La matriz de adyacencia resultante despliega las aristas
existentes entre cualquier par de vértices; si existe una arista entre el nodo 7 y 7 en-
tonces la posicion m,;; = 1, tal que 1 representa la existencia de una arista y 0 la
ausencia de ésta. En el caso de los grafos no dirigidos m;; = m;;, de tal forma que el
nimero de unos en la matriz dividido por dos correspondera al niimero de aristas en

el grafo; por ello se tienen 9 aristas representadas por unos en la matriz M.

4.1.2 Matriz de atributos

Ademas de los vértices y aristas tenemos el conjunto de atributos que estan rela-

cionados con los vértices, para lo cual haremos uso de la Matriz de Atributos

X.

Definicién 4.2 Matriz de Atributos X. Dado un grafo G'(V,E, A) con un con-

gunto de vértices V, aristas E y atributos A la matriz de atributos X contiene la
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M
Cor Ber Java X
A C E AlBlC[D|E|F]E C++ [Java|Per
\ma A 1|1|o|ofo]o al1lolao
B |1 1|1 |0o]o]o
G B |1 |0 |1
cl1|1 111]0fo c 1110
/ plof1|1]-]ofo]fo oo |ol+
B D = EJofo|[1]o0 1|1 Elo |4 |a
Cer Perl Java Flo|ofo|o]|1 1 Flol1]o
Perl
cglo|lo|o]o[1][n
(a) Grafo con atributos (b) Matriz de Adyacencia M (C) Matriz de Atributos X

Figura 4.2: Ejemplo de Representacién Matricial del Grafo con Atributos de Redes Sociales

relacion de vértices con atributos, de tal forma que es de tamarno n X k donde n = |V|
es el niumero de vértices en G y k = |A| el numero de posibles atributos en G de tal

forma que el elemento z;; es 1 si el nodo i tiene el atributo j, en caso contrario es 0.

Por ejemplo, en la Figura (a) se tiene un grafo con atributos, el cual tiene
7 nodos representados en las filas de la matriz X, 3 atributos representados en las
columnas de la matriz X y 8 relaciones nodo-atributo representadas por unos en
la matriz X de la Figura £.2(c). Estas dltimas indican que un nodo tiene ciertos
atributos, por ejemplo el nodo B tiene los atributos C++ y Perl por lo que tiene un

uno en esa posicion de la matriz.

4.2 Comunidades basadas en estructura y atribu-

tos

La propiedad de separacién por baja densidad (Low Density Separation Assump-
tion) establece que los bordes que separan a las comunidades pasan por regiones de
baja densidad, siendo éste el principio de deteccion de comunidades en las redes. Por

lo que las comunidades C' = {cy, ¢a, ..., ¢4}, para ¢ = |C|, son un grupo de vértices



Capitulo 4: Uso de atributos en deteccion de comunidades 73

tales que ¢; C V. El modelo propuesto obtiene comunidades de estructura Cyg y

comunidades de atributos C'4, las cuales seran descritas a continuacion.

4.2.1 Comunidades basadas en estructura

Las comunidades de nodos basadas en la estructura de la red las llamaremos

comunidades de estructura Cjg, las cuales agrupan a los nodos segin sus enlaces.

Definicién 4.3 Comunidades de Estructura Cs. Dado un grafo G'(V,E, A)
con un conjunto de vértices V, aristas E y atributos A, el conjunto de comunidades
Cs ={cs1,¢s2, ..., csq} estd dado por g = |C| nimero de comunidades cs que agrupan
un congunto de nodos, de tal forma que cs; = {v1,va, ..., 01} para vy, ve,...,v €V y

I <n tal que n = |N]|.

En la Figuraff.3|(a) se muestran dos comunidades de nodos denotadas por cs; y cso
las cuales agrupan los nodos segtin su estructura, ya que se observa que la separacién
de las dos comunidades sélo corta un enlace. De tal forma que cg; = {A, B,C, D} y
cs2 = {F, F,G}. Para representar las comunidades usamos la matriz de estructura

cuya definicion se da a continuacion.

Definicién 4.4 Matriz de Estructura Mg. Dado el conjunto de comunidades
Cs = {cs1,Cs2, ..., Csq} la matriz de estructura Mg muestra la pertenencia de nodos V
a comunidades Cs de tal forma que tiene un tamano nx q donden = |V| es el nimero
de nodos y q = |C| el mimero de comunidades. Cada myg,, representa la incidencia
del nodo © en la comunidad j, de tal forma que si el nodo i pertenece a la comunidad

J entonces mg,; = 1.

Por ejemplo, en la Figura [£.3(b) se muestra la matriz de estructura Mg corre-
spondiente al conjunto de comunidades de la Figurat.3|a). Se observa que el nodo B
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tiene un 1 en ¢, indicando que pertenece a dicha comunidad; por otra parte el nodo
F' tiene 0 en ¢4 por lo que no pertenece a esa comunidad, sin embargo tiene un uno

en ¢y para mostrar su pertenencia a esta comunidad.

Cg; G EM‘S
C++ Perl Java ¥ Cs Csl ng
A CHT\E A 1 0
\Java B 1 0
G c 1 0
D 1 0
E 0 1
B D F F 0 1
C++ Per Java
Perl G 0 1
(a) Comunidades de Estructura Cg (b) Matriz de Estructura Mg

Figura 4.3: Representaciéon de Comunidades de Estructura Cs y su Matriz de Estructura Mg

4.2.2 Comunidades basadas en atributos

Al conjunto de atributos agrupados segun los enlaces de los nodos que los poseen

lo llamaremos comunidad de atributos Cy.

Definicién 4.5 Comunidades de Atributos C4. Dado un grafo G'(V, E, A) con
un conjunto de vértices V, aristas E y atributos A, el conjunto de comunidades Cy =
{ca1, cas, ...,caq} estd dado por ¢ = |C| nimero de comunidades c4 que agrupan un

conjunto de atributos, de tal forma que ca; = {ay,aq,...,a;} para aj,as,....,ap €V y

I <k tal que k = |A|.

En la Figura[l.4|a) se muestran dos comunidades de atributos denotadas por c4;
y a2, las cuales agrupan atributos segtin la estructura de los nodos. Para visualizar
esta agrupacién de los atributos segtin la estructura, en la Figura [4.4[b) se muestra

una representacion de grafo en donde los nodos representan los atributos y para cada
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arista (7,7) € G tal que 4,7 € V se tiene una arista que relaciona a los atributos de
1y j. Cabe destacar que esta transformacion sélo se muestra para ejemplificar las

comunidades de atributos, pero no es realizada en el computo del algoritmo propuesto.

Definicién 4.6 Matriz de Atributos M,. Dado el conjunto de comunidades de
atributos C4 = {ca1,Caz,...,caq} la matriz de atributos M, muestra la pertenencia
de atributos A a comunidades Cy de tal forma que tiene un tamano de k X q, donde
k = |A| es el nimero de atributos y ¢ = |C| el nimero de comunidades. Cada m 4;;

representa la pertenencia de un atributo i a una comunidad j en la matriz M 4.

En la Figura [4.4]c) se observa la representacién matricial de la pertenencia de los
atributos A a las comunidades C' en la matriz My, de tal forma que el atributo C' 4+ +

pertenece a c4; al igual que el atributo Perl.

Es importante notar que cg; corresponde a cy;, por lo que se podria decir que cyz;
contiene los atributos de la comunidad cg;. Idealmente, éstos deberian corresponder
totalmente, sin embargo en redes sociales reales difieren reducidamente; por ejemplo
en la Figura vemos que los nodos en cgo tienen el atributo Java y la comunidad
de atributos correspondiente seria cao que contiene ese mismo atributo, sin embargo
en cyy se tienen los atributos C' + + y Perl y existen nodos en cg; que no tienen

alguno de estos atributos, como es el caso del nodo A que no tiene el atributo Perl.

4.3 RMOCA: un nuevo método basado en modelo

Se propone un método de deteccién de comunidades basado en modelo. El modelo,

llamado RMOCA, parte de dos premisas:

1. Los vértices que comparten un enlace tienden a estar en la misma comunidad.
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C++
. Jav .
CA P;ﬂ Ea hMﬂ
c
\ Al A C,—\ CAJ CA")
Java F.
Ct C++ 1 0
e % /;)
Cio Perl Java 0 1
/ X Per 1 0
a
B D F &
C++ Per Java
Perl
(a) Grafo con atributos (b) Grafo de Comunidades de (C) Matriz de Atributos M 4
Atributos C 4

Figura 4.4: Ejemplo de representacién de Comunidades de Atributos C 4

Va
®

17 v
oy ‘O vz T ' v3
7

(a) Grafo con atributos (b) Estructura del grafo (C) Atributos del grafo

Figura 4.5: Desglose del grafo segtin su estructura y segtin sus atributos

2. Los atributos de los vértices son parte de la comunidad. Un vértice y sus

atributos comparten la misma comunidad.

Considerando estas premisas, el modelo plantea obtener las comunidades C's y C'4
a partir de estimaciones para determinar una funcién objetivo que es optimizada; par-
tiendo de que el grafo con atributos G'(V, E, A) se puede ver desde su parte estructural

(ver Figura[4.5(b)) o desde los atributos (ver Figura [4.5{c)) que lo componen.
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4.3.1 Modelo de deteccion de comunidades basado en estruc-

tura

Se parte de la observacion de que dos nodos, que comparten aristas, pertenecen a
la misma comunidad. En la Figural4.6[a) podemos ver la estructura de un grafo con 5
nodos y 4 aristas; supongamos que un nodo cualquiera v; pertenece a una comunidad
cs, como es el caso de del nodo v; a la comunidad cg, en la Figura [4.6(b), v, podria
pertenecer a cualquier comunidad, sin embargo tiene un enlace a v; que ya pertenece
a cg,, por lo que se agrega a esa comunidad, como se ve en la Figura (c) Lo
mismo sucede con el resto de los nodos, de tal forma que las comunidades resultantes

se muestran en la Figure [1.6(d).

-

Cs
v
1 V5 Vy

(a)
(" C:c J_
51 v

1 v
4
V3 Va V3
vj L) s
(c)

(d)

1

Figura 4.6: Obtencién de comunidades con base en su estructura

Como vemos existe una intuitiva relacién entre los enlaces que estan representados
en la matriz de adyacencia M y el conjunto de comunidades Cg que se generan.
Esta relacion nos lleva a que la multiplicacion de la matriz de estructura Mg, que

corresponde al conjunto de comunidades Cg, por su transpuesta puede obtener la
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matriz de adyacencia M como se muestra en la Figura [4.7 para el grafo de la Figura

4.6l

V1 V2 V3 Vs Vs Cs1 Cs2 Vg Uy V3 Vg Vg
vy/111]1]0]|0 vy |10 Cs1 11|00
V2 1/1/1|0]0 Uo 1 0 Cs2 0|00 11
3111110 |0 vs | 1] 0
0|00 |1 |1 vy | O 1
Vs 0(0|0 |1 |1 ve | O 1

M = Mg x MT

Figura 4.7: Generacién de la matriz de adyacencia M a partir de la multiplicacién de la matriz

de estructura Mg con su transpuesta

En las redes sociales reales la separacion no es tan evidente, al menos que las
comunidades no tengan enlaces entre ellas, por lo que la multiplicacién no genera la
matriz de adyacencia M original. De tal forma que la multiplicacién generara una
matriz de adyacencia estimada M’ que deberd ser lo més parecida posible a la matriz

de adyacencia real M.

Entonces, definimos que la matriz de adyacencia estimada M’ es el producto de
la multiplicacién de la matriz de estructura Mg por su transpuesta, tal que M’ ~ M
como se muestra en la Ecuacién {.1. De tal forma que la matriz de adyacencia
estimada M’ depende de la relacion entre cualesquiera dos nodos v; y v, en cada una

de las comunidades:

M' = Mg - ME (4.1)

De tal forma que cada elemento m;; de la matriz de adyacencia M representa
la presencia o ausencia de una arista en la red; su estimacién m;j proviene de la

suma de todas las pertenencias de los nodos 7 y 7 al conjunto de comunidades C', es
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_)ml]

C={cy,¢z,..,Cq}

Figura 4.8: La matriz de adyacencia estimada M’ es obtenida evaluando la pertenencia o impacto
de un nodo v; y v; simultdneamente en una comunidad ¢; para todas las comunidades C, tal que la

matriz M’ sea similar a la representacién matricial de la matriz de adyacencia original M del red G’

decir de la relacién entre el vector mg,. = [ms,,Ms,, ..., ms,] y el vector mg,, =
[ms,,, ms,,, ..., ms;,] para ¢ = |C| comunidades, como se observa en la Figura , lo

cual es obtenido a partir de la suma de la pertenencia de cada par de nodos a cada
una de las comunidades ¢, como se ve en la Ecuacién [£.2] para cada elemento msg,,

de la matriz de estructura Mg.

heC

Retomando los ejemplos de las Figura v 4] si multiplicamos la matriz de

estructura Mg por su transpuesta, la matriz de adyacencia estimada M’ seria:

(1 1100 0]
1 — 1100 0
11 -10 0 0
111 -0 0 0
0000 — 1 1
00001 — 1
0000 1 1 |

que es similar mds no igual a la matriz de adyacencia real M de la Figura En
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negritas se distinguen las dos aristas que no corresponden, la que esta en ceros (0)
sugiere una arista entre los nodos A y D para tener un subgrafo completo entre los
nodos {A, B,C, D}; mientras que la arista que esté en 1, en la matriz estimada M,
es la que une al nodo C con el nodo F, cuya ausencia permitiria la separacién de
los dos conjuntos. Como se observa, la estimacién de la matriz M’ podria no ser la

misma, pero se espera que el error sea lo minimo posible.

Se requiere entonces, que la matriz de adyacencia estimada M’ sea lo més similar
posible a M. Para ello se hace uso de regresiones para minimizar el error entre
las originales y las estimadas. Se tiene que la estimacién es E(M|M') + ey para
la Ecuacién tal que ey; es el error esperado; usando el modelo de regresiones
tenemos que M = By M’ + ey, tal que la matriz M es el valor condicional para la
matriz estimada M’ y sea (), el efecto de la matriz estimada M’ sobre la matriz real

M, de tal forma que se expresa como se muestra en la Ecuacién [4.3}

Cn = M — BMM/ (43)

Este error es minimizado como se muestra en la Seccién [4.3.3]

4.3.2 Modelo de deteccion de comunidades basado en

atributos

Se considera que las comunidades no sélo agrupan nodos, sino que también agru-
pan atributos; para ello veamos el conjunto de nodos con atributos en la Figura
[4.9(a) correspondiente al grafo de la Figura [4.5a), los cuales son convertidos a un
grafo aumentado (ver Seccién de tal forma que los atributos se convierten en
nodos-atributo (mostrados como cuadrados en la Figura y los nodos que tenian

un atributo crean un enlace a esos nodos-atributo, resultando la representacion de la
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4 V3 Vs
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V3 . V3 Vg a
aq 1
a g2
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Figura 4.9: Obtencién de comunidades con base en atributos

Figura [4.9(Db).

Supongamos un conjunto de comunidades C'4g cuyas comunidades contienen tanto
nodos como atributos. Se parte de que un nodo v; pertenece a una comunidad cas,
como es el caso del nodo v; a la comunidad cag, en la Figura [.9(c). El atributo a
al tener un enlace a v;, hace que ambos pertenezcan a c4g,, como se muestra en la
Figura [£.9(d). Cuando otro nodo con el mismo atributo a; tiene un enlace a éste,
obliga al nodo a pertenecer a la misma comunidad que el atributo, como sucede con el
nodo vy en la Figura [4.9(e). Lo mismo sucede con el resto de los nodos, de tal forma

que el conjunto de comunidades resultantes C'4g se muestran en la Figura (f)

Como vemos, existe una relacion entre la pertenencia de atributos a nodos repre-
sentados en la matriz de atributos X y el conjunto de comunidades Css que se gen-
eran, de manera estricta al conjunto de comunidades de atributos C'4. Esta relacion
nos lleva a que la multiplicacion de la matriz de atributos M4 y la matriz de estruc-

tura Mg, que corresponden al conjunto de comunidades C'y y Cs respectivamente,
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obtiene la matriz de atributos X, cuya transpuesta es X7, como se muestra en la

Figura para el grafo de la Figura [4.9

Vi V2 V3 Vg Vs Ca1 Ca2 V1 Uy V3 VU4 Vs
a,[1]1|1]0 0 a, 1|0 cs;/1 /1)1 0|0
a, |0 (0|0 |1 |1 a | 0|1 c»/0 |0 |0 |1 |1

X7 = M, X M, T

Figura 4.10: Generacién de la matriz de adyacencia M a partir a partir de la multiplicacién de la

matriz de estructura Mg con su transpuesta

En redes reales, la separacion no siempre es tan evidente, incluso existe un traslape
ya que los nodos suelen tener mas de un atributo por lo que la multiplicacién no
genera la matriz de atributos X original. De tal forma que la multiplicaciéon genera
una matriz de atributos estimada X', que debera ser lo més parecida posible a la

matriz de atributos real X.

La matriz estimada X’ depende de la relacién entre un nodo 7 € V' y un atributo
j € A en una comunidad ¢, como se observa en la Figura [4.11] de tal forma que la

multiplicacién de My por la transpuesta de Mg nos darda X’, como se observa en la

<[ MS;c S
B ~ . X
o A A Gt ¥
Tl Mac

/EA

Figura 4.11: X’ es estimado evaluando la pertenencia o impacto de un nodo i y de un atributo j
en el conjunto de comunidades C' de tal forma que X’ sea similar a la representacién matricial de

nodos-atributos X de la red social original G’
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Ecuacion [4.4]

X/ — MA . ng (4.4)

En la Figura x;; representa la presencia o ausencia de un atributo j en
un nodo i en la red G. La estimacién zj; proviene de la suma de todas las perte-
nencias de los atributos j a los nodos @ en todo el conjunto de comunidades C, es
decir de la relacién entre el vector mg,. = [mg,,, ms ..,mgiq] y el vector ma,, =

il7 27 °

[Mma;,Ma,y, ., ma,,] Para ¢ = |C] comunidades, lo cual es obtenido a partir de la

suma de la pertenencia en cada comunidad ¢, como se ve en la Ecuacién [4.5}

Ti; = Z ma,, - Mg, (4.5)
cpeC

Se requiere que la matriz de atributos estimada X’ sea lo mds similar posible a la
matriz de atributos real X, al igual que con la matriz de adyacencia M y su estimado
M, se hace uso de estimacién del error tal que F(X|X’)+ey para la Ecuaciénl.4] de
tal forma que X = Sx X' +ex, tal que la matriz de atributos X es el valor condicional
para la matriz de atributos estimada X’ y Sx mida el cambio de valor de la matriz de
atributos estimada X’ desde la media de la matriz de atributos real X. De tal forma
que el error entre la matriz de atributos real X y la matriz de atributos estimados X’

se expresa como se muestra en la Ecuacion (4.6;

€X:X—ﬁxX/ (46)
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4.3.3 Deteccion de comunidades usando el modelo RMOCA

Con el uso de minimos cuadrados para los errores ey, y ex de las Ecuaciones
y dados por los modelos de detecciéon de comunidades basados en estructura y

atributos respectivamente, se genera la funcién objetivo de la Ecuacién 4.7

O(Mg, My) = (M — By M')* + (X — Bx X')° (4.7)

Sustituyendo en la Ecuacion las ecuaciones del modelo (Ecuacién y ,

la funcién objetivo se puede representar con la Ecuacién (.8}

O(Ms, Ma) = (M — BuMsME)* + (X — By MAME)’ (4.8)

De acuerdo a [117][122] la fase de aprendizaje para obtener las matrices Mgy My

podria ser minimizando la funcién, de tal forma que el problema de optimizacion es:

m’inMS’MAng(Ms,MA) (49)

Para la optimizacion se utiliza el método del gradiente, por lo que se aplica el
gradiente a la Ecuacién con respecto a la matriz de estructura Mg, como se

observa en la Ecuacién [4.10]

00

FTve — 4By M Mg + 4By MsME Mg — 28x XT My + 28x MaM% Mg (4.10)
S

y el gradiente con respecto a la matriz de atributos M4 que se muestra en la Ecuacion
111):
00
OM 4

= —2BxX Mg + 2B8x MaMsMZ (4.11)
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Usando la metodologia de [52] se pueden dividir las ecuaciones y en

componentes positivos y negativos: []4 v []-, tales que 8(3\?3 =[]+ — []- donde
(s = 4By MsME Mg + 28x MaME Mg, v []- = 4By MMg + 28xXTM,. Para el
proceso iterativo de aprendizaje se tiene: mg,; = msg,; —ni;([]+ — []-);; donde n es la
taza de aprendizaje con 7;; = ﬁ% De tal forma que la regla de actualizacion esta

dada por la Ecuacién [4.12}

(H—)” (2ﬁMMMS + BXXTMA)ij
, = mg..
S (28mMsME Mg + Bx MaM3 Msg)

(4.12)

ij

La multiplicacién converge cuando ([]4),; = ([-]-);; tal que 38705 = 0 es el punto

estacionario en la funcién objetivo. Se aplicé el mismo procedimiento para actualizar

M 4 mientras Mg era constante, de tal forma que se tienen las Ecuacion y 4. 14k

8‘3\3 — (s = [) = 28x MaMsME — 28 X Mg (4.13)
A
e Ay (XMs)y
Mma;; = May, (H-l—)” = ma,; (MAMSMg:)ij (414)

Para optimizar se itera de M4 a Mg hasta que convergen o llegan a un nimero
maximo de iteraciones, de tal forma que se obtiene las matrices M4 y Mg por el
proceso de minimizacién de errores entre M’ y el original M, asi como el error entre

X’y X como se observa en el Algoritmo
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M,
CSW Cor Cso S
i Pen 2 Csy Cs2
A= ¢ ~—E) A 1 0 My
_— N
‘ //I | \_,M B 0 0 cn | cm
( GT’\ c 0 ! C++ 1 1
’ / I / b ! ! Java 1 0
A o~ 1/ £ ! ! Pen | o [}
B %—-—“D 1_\F ) F 0 0
Coe pert Jma S o 1
(a) Inicializacién con valores aleatorios
Mg
CSI C52
A 0 0 :MA
B 1 0
o P o Ca | Cm
C++ 1 1
D 0 0
Java 0 1
E 0 0
Ped 1 0
F 0 1
G 0 0
(b) Primera iteracién de la aproximacién
Mg
C C::
Sl 7 e Cs1 | Cs
(A (E) A 1 o My
7 B 1 0
Cc 1 0 CA1 CA?
C++ 1 0
D 1 0
Java a 1
Ay E 0 ! pen 1 0
(B} F 0 1
(".:: G 0 0
(c) Segunda iteracién de la aproximacién
Ms
CS1 C52
A 1 0 ,
B 1 0 My
c 1 0 Cm | Cm
D 1 Q CH++ 1 0
E 0 1 Java ] 1
Perl 1 0
F 0 1
G 0 1

(d) Tercera iteracién de la aproximacién

Figura 4.12: Despliegue de resultados parciales dados en cada iteracién del ciclo del algoritmo.
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Input: G, |C|
Output: Cg,Cy

While%#o and%;&()do

Msnew:MSold [ﬂ} )
aMg |,
Anew Aold [ao] )
oMy |,
end
CA — MA;
OS — MS;

return Cq and Cy;
Algorithm 1: Estimacién de comunidades con RMOCA

Para estimar Cg y C4 primero se inicializa con valores aleatorios las matrices
Mg y M4 como se muestra en la Figura M(a) para el ejemplo de la Figura ;
posteriormente se comienzan las iteraciones segun el ciclo del Algoritmo [I] donde se
remplazan las matrices anteriores Mg, ,, vy Ma,,, por los nuevos calculados Mg, , ¥
May,., con las Ecuaciones y a partir de los gradientes dados por Ecuacién
y [4.11] Inicialmente las comunidades son asignadas de manera aleatoria como
en la Figura [1.12(a). La Figura [£.12(b) muestra el resultado de la primera iteracién
suponiendo que se tengan los valores binarizados ya que, como se mencioné en la
Seccion , los valores estimados estdn en un rango de M;,, = [0,1] y X, , = [0,1].
Se observa en la Figura[f.12|c) que en la segunda iteracién las comunidades detectadas
abarcan mas nodos en el caso de Mg y se reducen en el caso de M4, aproximandose
cada vez més a M y X, como podemos observar en los pasos que sigui6 el ejemplo de
prueba mostrado. Cabe destacar que el algoritmo esta implementado en el lenguaje

de programacion C.
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4.3.4.1 Complejidad

Considerando m = |E| como el nimero de aristas en el sociograma, n = |N|
el nimero de nodos y k = |A| el nimero de atributos, la estimaciéon de Cg toma
O(m + nk) y la de C4 toma O(nk) para cada comunidad ¢, de tal forma que la
complejidad de RMOCA es O(m + nk) + O(nk) que se reduce a O(m + nk) por cada
comunidad ¢ y cada iteracion, por lo que el incremento del nimero de comunidades

a detectar podria aumentar la complejidad del algoritmo.

4.4 Experimentos

Haciendo uso de redes sociales reales, se analizd la deteccién encontrada por
RMOCA. En esta seccién se muestra primero un analisis cualitativo de las comu-
nidades detectadas anadiendo atributos, posteriormente se muestra una comparaciéon
con otros algoritmos del estado del arte evaluando primero las comunidades detec-
tadas y luego comparandolas con las comunidades reales; para esto se hace uso de las

métricas expuestas en Capitulo [3|

4.4.1 Experimento 1: demostracion de comunidades detec-

tadas anadiendo atributos

En este experimento se evalia de manera cualitativa las comunidades detectadas
en una red social pequena para poder visualizarla y analizarla. Se comparan las
comunidades detectadas usando el método de RMOCA y el algoritmo de Girvan-

Newman (GN) [76] explicado en la Seccién [3.1.3
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4.4.1.1 Descripcion de red social

La red social de amigas adolescentes y su estilo de vida estudiada por
Michell, L. y A. Amos [68] tiene 50 adolescentes con 4 atributos que representan
sus habitos (hacer deporte, fumar tabaco, beber alcohol y consumir mariguana) los
cuales son mostrados en escala de grises en la Figura mientras que las aristas

representan la amistad que existe entre ellas segtin lo que declararon.

4.4.1.2 Resultado

Por el tamano de esta red podemos estudiar las comunidades detectadas por
RMOCA. En la Figura[4.13|(a) tenemos las comunidades detectadas por el algoritmo
de Girvan-Newman [76] y en la Figura [.13|b) estdn las comunidades obtenidas por
RMOCA. El algoritmo GN detecté once comunidades por lo que esa cantidad de

comunidades se solicité a RMOCA para tener un mejor parametro de comparacion.

=1 Beber Alcohol
B Fumar Tabaco
W Usar Mariguana
I Hacer Deporte

1 Beber Alcohol
[ Fumar Tabaco
I Usar Mariguana
I Hacer Deporte

(a) Comunidades detectadas con algoritmo GN (b) Comunidades detectadas con RMOCA

Figura 4.13: Comunidades detectadas en red social donde los nodos representan adolecentes, las

aristas representan amistades y el relleno de los nodos en escala de grises los atributos.
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4.4.1.3 Analisis de comunidades detectadas

Como se puede observar en la Figura las comunidades ¢y, c3,c¢7,¢9 ¥ €11 en
colores morado, amarillo, naranja, rojo, y azul rey son iguales en ambos algoritmos. A
simple vista se observa que las comunidades de GN son mas naturales considerando la
estructura, sin embargo podemos observar que no todos los elementos que componen
una misma comunidad comparten los mismos atributos. A continuacion se detallan las
diferencias entre GN y RMOCA con respecto a las comunidades detectadas, haciendo

énfasis de casos particulares.

Comunidad 6 de GN con comunidad 6 de RMOCA

La comunidad ¢g (color guinda en Figura[l.13|a)) detectada por GN tiene 6 nodos
con caracteristicas muy diferentes, de hecho uno de ellos (nodo 10) no tiene ningin
atributo y otro de ellos tiene todos los atributos (nodo 1); el resto tiene los atributos
de hacer deporte y/o beber alcohol. En contraste la misma comunidad detectada por
RMOCA descarta el nodo que consume drogas y fuma (nodo 1) dado que es el tinico

que tiene esos atributos y considera un nodo mas que hace deporte.

Para evaluar la estructura contaremos el nimero de aristas inter-comunidad, en
el caso de la ¢g de GN tenemos 11 aristas que salen de ese comunidad: una hacia ¢,
cinco a ¢4, dos a ¢y, dos a ¢g y una a c¢;. Mientras que en ¢g de RMOCA tenemos
10 aristas inter-comunidades: cinco hacia nodos en cg, una a cy, tres a cg, una a cs
y otra a un nodo aislado (c;p en GN), de tal forma que RMOCA tiene menos cortes

para separarse del resto de la red que GN.
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Comunidad 8 de GN con Comunidad 8 de RMOCA

La cg de GN y la ¢cg de RMOCA difieren sélo en el nodo 8. Este nodo tiene tres
aristas hacia la comunidad en que lo detecta GN (cg en guinda) y también tiene tres
aristas que lo vinculan con la comunidad en la que lo detecta RMOCA (cg en café).
Sin embargo, se observa que este nodo es igual a solo otro nodo en ¢g y a dos nodos

en cg, por lo que RMOCA lo clasifica en cg.

Comunidad 2 de GN con Comunidad 2 de RMOCA

En ¢g de GN y de RMOCA (marcada en color café) todos los nodos hacen deporte
y la mitad de ellos bebe alcohol con regularidad, sin embargo existe un nodo que es el
tnico que consume drogas y fuma (nodo 9) por lo que comparte més caracteristicas
con los nodos de la comunidad ¢, de tal forma que este nodo es detectado por

RMOCA en ambas comunidades, generando un traslape entre comunidades.

Comunidad 5 de GN con Comunidad 5 de RMOCA

La comunidad c5 mostrada en color rosa en la Figura de GN abarca dos
nodos (nodos 2 y 4) conectados entre si y aislados del resto de las comunidades,
ya que se basa en la deteccion por estructura. Como RMOCA considera también
atributos, agrupa los nodos 1, 2 y 3, donde 1 y 2 son iguales y 3 comparte uno de los
atributos que estd muy poco presente en el resto de los nodos: consumo de marihuana.
Note que estos tres nodos no estan conectados entre si, sin embargo, no los agrupa
con la comunidad ¢, (verde claro) que tiene nodos parecidos porque RMOCA también
considera la estructura y los nodos en ¢y comparten muchas aristas entre ellos, lo que

hace que deje fuera a los nodos en cs.
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Comunidad 4 de GN con Comunidades 4 y 6 de RMOCA

Otro traslape de comunidades se observa en ¢4, la cual contiene nodos que hacen
deporte y que consumen alcohol por lo que, a diferencia de GN, RMOCA tiene més
nodos con estas caracteristicas. Note que ¢4 de GN tiene 5 aristas inter-comunidades
y ¢4 de RMOCA también tiene 5, por lo que estructuralmente no existe ninguna
repercusion. Los traslapes dados por RMOCA son suaves por lo que no generan

riesgo de tener dos comunidades casi iguales como suele suceder en algoritmos como

GAMer.

4.4.2 Experimento 2: evaluaciéon de la calidad de las comu-

nidades.

Se evaltian las comunidades detectadas por RMOCA con respecto a las detectadas
por métodos del estado del arte que sélo consideran estructura y que consideran
estructura y atributos. Los experimentos se realizaron sobre cuatro redes sociales que
seran descritas en esta seccion. Para evaluar la calidad de las comunidades detectadas,
se evalta la estructura de las comunidades y se evalian los atributos de los nodos en

las comunidades .

4.4.2.1 Medidas y algoritmos base

Para evaluar la calidad de las comunidades detectadas usamos dos medidas que
permiten saber qué tan parecidos son los nodos en una comunidad (entropia) y que
tantas conexiones hay en una comunidad (densidad). La entropia fue definida en la
Ecuacién y la densidad en la Ecuacién [3.2] Los valores de entropia y densidad
fueron normalizados, por lo que se encuentran en un rango entre 0 y 1, donde 1 se

refiere a un grafo completo para el caso de densidad y a que todos los nodos son
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iguales (con los mismos atributos) para el caso de la entropia.

Se evalian las comunidades detectadas por RMOCA con el algoritmo de GN (ver
Seccién |3.1.3)) que sélo considera estructura y con CESNA (ver Seccién [3.3.1) que

considera tanto estructura como atributos.

4.4.2.2 Conjuntos de datos

Para evaluar RMOCA se usaron dos redes sociales con pocos nodos y dos de
mayor tamaiio, las cuales se muestran en la Tabla[f.1] La primera de las pequenas es
la de los adolescentes usada en la Seccién y la segunda es una red de politicos
mexicanos (Pol.Mex.) descrita en la Seccién [2.1] la cual cuenta con dos comunidades
reales, cuyos atributos representan anos en que tomaron su primer cargo, asi como

sus profesiones.

Se realizaron experimentos en dos redes sociales reales de mayor tamano. La
primera de éstas es una red de jugadores de Football [40][] de la divisién de IA en
la temporada regular de Otono 2000. Esta cuenta con 115 nodos y 613 aristas no
dirigidas. Los atributos de cada nodo indican en que conferencias han jugado. La
segunda red social es la producida por Blogs de Politica (Blogs Pol.) [I], la cual
muestra interacciones entre blogueros en 2004, los atributos corresponden a los Blogs
en los que comentaron y existen dos comunidades etiquetadas manualmente por los

autores basados en las aristas que salen y las que entran.

Tabla 4.1: Redes sociales con atributos usadas para la evaluacién de RMOCA

(NI [ElA] [C]
Adolescentes | 50 113 4 -
Pol.Mex. 35 117 11 2
Football 115 613 12 12
Blogs Pol. | 1490 19091 9 2

Thttp://www-personal.umich.edu/ mejn/netdata/
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4.4.2.3 Resultados

Se evaltia la densidad y la entropia de las comunidades detectadas por los tres
métodos en las cuatro redes sociales. Dado que se busca que se tenga en conjunto
una buena densidad y entropia, se hace una tercera evaluacién con ambas medidas

juntas.

Densidad

En la Tabla se ve que la densidad obtenida por RMOCA es de las mejores.
En caso de no ser la mejor se encuentra muy cercana a la que fue mejor. Esto nos
indica que la matriz M obtuvo una muy buena aproximacién derivada de la funcion

objetivo (Ecuacién [4.8) en la que interviene las comunidades de nodos y atributos

(Cs y Ca).

Tabla 4.2: Comparacién de densidad
CESNA GN RMOCA
Adolescentes | 0.02851524  0.04827031 0.06637168
PolMex 0.20940171 0.16025641 0.2008547
Football 0.0560087 0.05872757 0.08939641
Blogs Pol. 0.33713595 0.45662917  0.44377563

Entropia

Dado que RMOCA considera atributos en la aproximacion de la matriz X, la
entropia es mejor que los algoritmos del estado del arte. Sin embargo, cuando se
tienen pocos atributos en relacién con el niimero de nodos, el desempeno de RMOCA
no es el mejor, como es el caso de la red de Blogs de Politica, como se observa en la

Tabla [4.3]
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Tabla 4.3: Comparacién de entropia
CESNA GN RMOCA
Adolescentes | 0.20052160  0.25784601  0.264839995
Pol.Mex. 0.0848392  0.13713341 0.18625127
Football 0.0105135  0.04958609  0.21907635
Blogs Pol. 0.0712984 0.14770272 0.1165593

Densidad y Entropia

Se busca que las comunidades detectadas tengan una buena entropia (se parezcan
los nodos) y buena densidad (que existan muchas relaciones dentro de la comunidad).
En la Figura vemos que RMOCA obtiene mejoras significativas que las comu-
nidades detectadas por GN que sé6lo considera estructura y que CESNA, que considera
tanto estructura como atributos. En esta figura se aprecia que RMOCA no supera a
GN en el conjunto de Blog de Politicos. Como se menciond, este conjunto tiene muy
pocos atributos comparado con la cantidad de nodos de esta red, por lo que no hay

una mejor entropia, atiin cuando la densidad es similar.

0.7 Density
B Entropy

0.6

0.5

0.4

0.3

0.2

0.1

zZ < z2 < 2 < z2 4
288 2338 283§ 133
o P> U z u z v Z

Adolescentes Pol.Mex. Football Blogs Pol.

Figura 4.14: Comparacién de estructura y atributos en las comunidades detectadas
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4.4.3 Experimento 3: evaluacién de comunidades detectadas

con respecto a las reales

Algunos conjuntos de datos cuentan con comunidades reales con los que podemos
comparar el desempeno de las comunidades detectadas. En este caso se evaluan
las comunidades detectadas de RMOCA y algoritmos del estado del arte en estos

conjuntos de datos.

4.4.3.1 Algoritmos base y conjunto de datos

Las redes sociales de politicos mexicanos, de Football y de Blogs de politica de-
scritos en la Seccion cuentan con comunidades reales (ground truth communities)

por lo que se evalué qué tan parecidas fueron las comunidades detectadas a la reales.

4.4.3.2 Métricas

Para evaluar qué tan parecidas son las comunidades reales a las detectadas se
usaron las medidas de pureza de la Ecuacion 3.7y la medida F; descrita en la Ecuacién
3.8 Ambas hacen uso de la precisién y recuperacién de la informacién con respecto
a las comunidades reales. La pureza nos permite ver qué tan buena precisién tienen
las comunidades detectadas y la medida Fj; es un balance entre la precision y la
recuperacién. Dado que CESNA y RMOCA detectan comunidades sobrepuestas,

también se hace uso del indice omega de la Ecuacién [3.12

4.4.3.3 Resultados

A continuacion, se analizan los resultados obtenidos para cada una de las medidas

en los métodos de CESNA, GN y RMOCA para los conjuntos de datos de Pol.Mex.,
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Football americano escolar y red de Blogs Pol. de politica.

Pureza

En la Tabla[f.4] tenemos los resultados de pureza, la cual nos muestra que RMOCA
obtiene muy buena precision con respecto a los conjuntos esperados. Se observa que
a pesar de que la entropia y densidad obtenida en el conjunto de Blogs Pol. no
mejoro a otros algoritmos; la pureza de las comunidades obtenidas en RMOCA supera
substancialmente a los del estado del arte. Por lo tanto, RMOCA detecta muy pocos

falsos positivos.

Tabla 4.4: Comparacién de la medida de pureza de las comunidades detectadas
CESNA GN RMOCA
Pol.Mex. | 0.317029 0.394928 0.562500
Football | 0.925000 0.927143 0.988888
Blogs Pol. | 0.297110 0.650374 0.935839

Medida F;

La medida de F} es la media armonica de la precisién y la recuperacion, en la
Tabla tenemos los resultados obtenidos del promedio de los F} obtenidos de las
comunidades detectadas con respecto a las reales y de las reales con respecto a las
detectadas. A pesar de que RMOCA tiene una gran precision, la recuperacién de los
datos no es tan buena por lo que no supera en este ambito a otros algoritmos. Esto sig-
nifica que deja fuera algunos elementos que pertenecen a determinadas comunidades,

aun cuando agrupa nodos disjuntos.
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Tabla 4.5: Comparacién de la Medida de F1 de las Comunidades Detectadas
CESNA GN RMOCA
Pol. Mex. 0.473856 0.533946 0.5726495
Football | 0.9141005 0.766452  0.6632065
Blogs Pol. | 0.423554  0.671318  0.608575

Indice Omega

Una de las medidas para evaluar la deteccién de comunidades sobrepuestas es el
indice omega que busca la similitud entre comunidades evaluando por pares de nodos.
Como se puede observar en la Tabla los algoritmos de CESNA y RMOCA tienen
mejor desempeno que GN. A pesar de que GN no detecta comunidades sobrepuestas,
el indice omega es alto dado que se sigue comparando con las comunidades esperadas
y, al detectar comunidades naturales, su desempeno se ve favorecido. RMOCA obtuvo

mejores resultados que CESNA en redes con menor densidad.

Tabla 4.6: Comparacién del indice omega

CESNA GN RMOCA
PolMex 0.2975661  0.53942059 0.61058314
Football | 0.99062989 0.95790914  0.47563757

Blogs Pol. | 0.54702466  0.53097584 0.61799048

4.5 Conclusiones

La deteccién de comunidades basada en modelo evita la definiciéon de una medida
que podria no contener todos los parametros. La propuesta de RMOCA esta basada
en un modelo de regresiones con estimaciones estadisticas, que sigue un principio
bésico de multiplicacion de matrices. La ventaja del modelo RMOCA esta en la
alternancia del célculo de la matriz de adyacencia y la matriz de atributos que permitié

la definicién de la funcién objetivo.

La optimizacién por el método del gradiente conjugado nos da valores aproximados



Capitulo 4: Uso de atributos en deteccion de comunidades 99

con la primera derivada, pero la convergencia de este método es lenta a pesar de que el
uso de los parametros de 5 permite moderar el error y propiciar una convergencia mas
rapida. Por otro lado, podrian usarse otros métodos de optimizaciéon, sin embargo el

aporta esta en la definicion del modelo RMOCA.

Como se menciond, la estimacion de Cyg esta vinculada con Cy4 por lo que Cy
podria ayudar para el etiquetado de las comunidades detectadas. Algo que debe ser

evaluado con mayor detalle.






Capitulo 5

Uso de atributos para medir

calidad de comunidades

Existen multiples algoritmos para detectar comunidades, pero ;jcémo evaluar la
calidad de las comunidades cuando no se conocen las comunidades reales? Esta
pregunta se complica ya que no existe una definicién global para comunidades. Es
aceptado que las comunidades deben tener una densidad alta entre los individuos que
la forman, tal que la mayoria de los enlaces de un nodo estan dentro de su comunidad
y muy pocos hacia nodos que pertenecen a otras comunidades, sin embargo, no existe

una definicién general ni cualitativa.

Determinar qué comunidad es mejor que otra depende de las necesidades que se
deseen cubrir. La mayoria de las medidas se enfocan a la estructura de la red, sin
embargo se ha demostrado que el uso de los atributos mejora las comunidades. Las
medidas mixtas integran atributos y estructura de la red, las investigaciones revelan
que deberia existir un balance entre la estructura y los atributos tal que se tenga una
medida como la mostrada en la Ecuacién [3.26] que suma una medida de estructura

con una de atributos. Existen muchas medidas para estructura y muy pocas para

101
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atributos vinculados a la estructura de la red.

Existen dos problemas principales con las medidas de atributos del estado del
arte. El primero es que todos los atributos son considerados igual de importantes,
aun cuando son pocos alrededor de los cuales las entidades se agrupan, aunado a esto,
los atributos tienen un impacto diferente en todo el grafo comparado con el impacto
que tienen dentro de una comunidad, por lo que se deberian considerar diversos pesos
para el mismo atributo. El segundo se relaciona con el uso de distancia lineales cuando

generalmente se cuenta con una gran cantidad de atributos.

Se propone una medida de calidad de comunidades considerando atributos @ 4
que aborde los problemas antes expuestos. Posteriormente, esta medida es integrada
con un Balance entre Atributos y Estructura que llamaremos BAS (por sus siglas en
inglés, Balanced Attribute and Structure) que hace uso de una medida exclusiva de la

estructura de la red.

En los procesos de deteccion de comunidades, las medidas de calidad de comu-
nidades se integran a través de procesos de optimizacion de la medida, ya sea por
maximizacién o minimizacién, como guia de caminos aleatorios (random walk) o con
procesos de expansion que buscan el incremento de la calidad de la comunidad, como

se propone en este trabajo.

En este capitulo se describe Q4 y su integracién a BAS-measure, posteriormente
es usada para mejorar las comunidades y asi detectar comunidades sobrepuestas.
Finalmente, se evalia el comportamiento de la medida en métodos tradicionales como
Girvan-Newman (GN), mientras que la integracién de BAS al modelo de deteccién
de comunidades propuesto (RMOCA) se describird en el Capitulo |§| con el método

mixto.
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5.1 Importacia de atributos para las comunidades

La medida de calidad de comunidades basada en atributos Q(c) de una comu-
nidad ¢ considera el grado de los nodos, el grado de atributos, la densidad, la con-
ductividad y la asortatividad. La asortatividad es la preferencia de los nodos de una
red para estar cerca de otros similares. Algunos métodos lo interpretan en términos
del grado de un nodo [77], en este caso, se considera no sélo el grado de nodos sino

también el grado de atributos.

Para definir la medida de calidad de comunidades basada en atributos (Qa(c))
se explican los términos que se han introducido a esta medida como lo son: la im-
portancia global de un atributo que considera la influencia de un atributo para crear
comunidades, la importancia local de un atributo W,(c) que evalia la probabilidad
de que un nodo en una comunidad ¢ tenga el atributo a, de acuerdo a su importancia

global, y la fraccién de atributos en el conjunto de comunidades H,(C').

Figura 5.1: Ejemplo de red con tres atributos mostrados en blanco, gris y negro.
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5.1.1 Importancia Global de Atributos

Definiremos como importancia global de un atributo a a la relevancia que tiene
un atributo en todo el grafo GG para formar comunidades por lo que se considera,

principalmente, la propiedad de homofilia.

Definicién 5.1 Importancia Global de un Atributo W,(G). Dado un grafo
G'(V,E,A) con un conjunto de vértices V, aristas E, atributos A y una relacion A
entre atributos y vértices, la importancia global de un atributo a € A en un grafo G
estd dada por el niumero de aristas entre nodos |(i,j) € E : a € A(i),a € A(j)| v

el nimero de aristas que tienen los nodos con a, tal que |(i,7) € E : a € A(i),a €

AG)vagAG)lyijeV.

De tal forma que la importancia global de un atributo W,(G) estda dada por la

Ecuaciénb. Ik

|(i,7) € E :a € A(v),a € A(j)]
|(i,j) € E:a € A(i),a € A(j) Va & A(j)|

Wa(G) = (5.1)

La propuesta, importancia global de un atributo, considera que un atributo es

importante si:

1. los nodos que lo contienen estan conectados,

2. si los nodos que no lo tienen estan conectados, por lo que seria un grupo contra

este atributo,

3. si es importante en mas de un grupo disconexo y

4. no si es un maximo local.
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De tal forma que el peso global de un atributo W, (G) evalia la proporcién de aris-
tas entre nodos que comparten un atributo con respecto a aquellos que son inter-

comunidades.

En la Figura[5.1]la importancia del atributo gris estd dada por las seis aristas entre
los nodos con ese atributo {(vg, v7), (ve, vs), (v7,vs), (v7,v10), (Vs, V10), (V10, v11)} ¥ las
once aristas que enlazan al menos un nodo con gris, las cuales son: {(vg, v7), (vs, vs),
(v7,v8), (v7,v10), (Vs, V10), (V10, V11), (Ve, V10), (V1, V2), (V1,v4), (Vs, V11), (V10, v14) } definidas
en la Ecuacion [5.1] como |(v;,v;) € E : a; € A(v;), ap € Avj) V ay, & Av;)|. Por
lo tanto, el peso global del atributo gris es Wy,;s(G) = 1% = 0.5454 ya que existen
fuertes conexiones entre los nodos con ese atributo. El atributo menos importante es
blanco con un peso global de Wyaneo(G) = % = 0.3571 ya que se encuentra en todas

las comunidades.

5.1.1.1 Ranking de atributos

La importancia global de un atributo también es usada para seleccionar los atri-
butos mas importantes, para ello se hace un ranking y se seleccionan aquellos con el

mayor impacto para formar comunidades.

Supongamos el ejemplo de la Figura (a), en el que tenemos once vértices y
cinco atributos A = {ay, as, as, a4, as}. En la Tabla podemos observar el orden de
importancia que se obtuvo con la importancia global de un atributo W, (G) comparada

con la importancia Global Weighting de la Ecuacién [3.30] en el Capitulo [3]

Se observa que para Global Weighting de Linkrec los mejores dos atributos son
az y ayg, si hiciéramos comunidades considerando estos dos atributos, tendriamos las
comunidades C' = {cr1,cr2} como las mostradas en Figura [5.2(b), de tal forma que
cr1 agrupa a los nodos con el atributo az, mientras que cro agrupa a los nodos con ay.

Se observa que estructuralmente esta separacién de grupos hace cortes en seis aristas
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-l
—=ds
as
ay
-

(a) Grafo con atributos

Cr1 Cr2

(b) Comunidades dadas por los mejores dos (¢) Comunidades dadas por los mejores dos
atributos con Global Weighting atributos con W, (G)

Figura 5.2: Comparacién de comunidades dadas por los dos atributos mas importantes definidos

por importancia global W, (G) y por Global Weighting

Tabla 5.1: Ranking de atributos dado por importancia global W, (G) y por Global Weighting en
la red social de la Figura

Ranking  Global Weighting W,(G)

1 as a9
2 Qy aq
3 (05} as
4 aq ay
5) as Qs

ya que cp, corta el grafo completo que se forma por los cuatro nodos de la izquierda.

En la Tabla se puede ver que los dos primeros lugares de importancia que
otorga importancia global W, (G) son para el atributo as y a;. Nuevamente, si con-
struyéramos las comunidades agrupando los nodos con estos atributos, las comu-

nidades que se detectarfan serfan C' = {Cgi, Cro} mostradas en la Figura [5.2)(c).
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Vemos que Cg; detecta un subgrafo completo y la comunidad Cgs se separa del resto

del grafo con tan sélo el corte de una arista.

Ambos algoritmos consideran la estructura de la red para obtener la importancia
de los atributos. Sin embargo Global Weighting de LINKREC cae en méaximos locales
porque busca grafos completos sin minimizar los cortes como lo hace nuestra mediad

de importancia global W, (G).

Ejemplo en la red social Facebook

Ahora comparemos el ranking generado por nuestra importancia global W, (G) y
el Global Weighting de LINKREC. Usaremos una ego-red de Facebook que contiene
57 nodos, 42 atributos y 292 aristas.

El conjunto completo de atributos de la red social de Facebook lo podemos ver
en la Figura 5.3 en donde las etiquetas de los atributos con el tamano de letra méas
grande muestran a los atributos que fueron evaluados como mas importantes. En la
Figura (a) vemos los atributos evaluados por Global Weighting para el procesos
de Linkrec y en la Figura (b) para la evaluacion realizada por importancia global
W, (G).

La evaluacion de los atributos con importancia global W, (G) nos permite obtener
los T'op — n atributos, es decir, los mejores n atributos. Notamos que los atributos
en Facebook considerados més importantes se relacionan con el lugar y la educacién.
En el ejemplo que se muestra en la Figura 5.3 el género aparece como un atributo
importante para segmentar grupos, aparentemente es de un estudiante de tecnologia
en donde por lo regular no hay el mismo niimero de alumnos en ambos géneros vy,
dado que se evalian los enlaces con otros nodos y hay pocos nodos de un género,

predomina el otro.
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: _ educationTypeA educationYearl
educationDegree educationTypeC Worke LastNameA

WorkDateE educatlonTypeB workpatea LocaleA birthday
LocationA chaleA LocaleB WorkDateC -educationYearE LOcaleB WorkF
LocationB GenderB Workc

d . WorkE WorkDateD Gend.erA GenderB :
educationTypeA Workt educationTypeB Locationd
LastNameA educationYearC LocationA
(a) Global Weighting (b) Importancia Global W, (G)

Figura 5.3: Bolsa de palabras de los atributos. El tamafio del nombre de los atributos representa
la relevancia de cada atributo.

5.1.2 Importancia Local de un Atributo

Definicién 5.2 La Importancia Local de un Atributo W,(c). Dado un grafo
G'(V,E, A) con un conjunto de vértices V , aristas E, atributos A y una relacion A
entre atributos y vértices, la importancia local de un atributo a, en la comunidad c,
esta dada por la relacion del numero de nodos con el atributo a en la comunidad ¢ y
el numero total de atributos en la comunidad c, ponderada por la importancia global

del atributo a en G dada por W,(G), la cual estd dada en un rango de 0 < W,(c) <1

De tal forma que W, (c) se expresa como se muestra en la Ecuacién parai € V:

li:a € A(i),i € ¢
li:ie€c|

Wale) = Wal(G) - (5.2)

Esta medida considera, ademds, que cada atributo tiene una importancia global
diferente, esto es necesario ya que la importancia de una comunidad serd mayor si
tiene atributos mas importantes. Si un nodo en la comunidad ¢ no tiene un atributo
la importancia local del atributo a es W,(c) = 0, pero si la comunidad ¢ tiene nodos
con el atributo a, la importancia local depende de la importancia global y de la

probabilidad de que los nodos en esa comunidad tengan esa propiedad.
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5.1.3 Densidad de un Atributo

Definicién 5.3 Densidad de un Atributo en una comunidad H,(c). Dado
un grafo G'(V, E, A) con un conjunto de vértices V', aristas E, atributos A y una
relacion A entre atributos y vértices, la densidad de un atributo a en una comunidad
c estd dada por la relacion del numero de nodos con el atributo a en la comunidad c

y el numero total de nodos con el atributo a en el grafo G.

De tal forma que H,(c) se expresa en la Ecuacién [5.3}

li:a e Ai),i € ¢

Halc) = i:aeAG)

(5.3)

En la Figura [6.2 la probabilidad de que el atributo negro esté en la comunidad
o €8 Hypegro(c2) = 5/6 segtn la Ecuaci(’) porque existen cinco nodos con negro de

los seis nodos en la comunidad c,.

5.2 BAS: calidad de comunidad basado en atribu-

tos y estructura

Dadas la importancia global de un atributo W,(G), la importancia local de un
atributo W, (c) y la densidad de un atributo H,(c), se define la calidad de la comunidad
Q@ 4(c) basado en la premisa de que los atributos son diferente e independientes entre

ellos, por lo que la medida toma el principio de la similitud coseno.

Tomando en cuenta que la densidad de un atributo a en ¢ dada por H,(c) mide la
importancia de los atributos segin su densidad y la importancia local de un atributo
a dada por W,(c) es la importancia de los atributos, segin los enlaces, se considera

que la calidad de la comunidad es mejor si estos dos indicadores son similares por
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lo que se calcula la distancia en todas las k dimensiones, donde k = |A]| equivale al
nimero de atributos. También, se considera la importancia global del atributo, lo

que evita minimos locales.

De tal forma que la calidad de una comunidad basada en atributos es

definida como se muestra en la Ecuaciénb.4t

QA(C) - 2 2
VR H() S, wi©)

La calidad de la comunidad segun los atributos de la comunidad c¢; en la Figura
1 6 1 4 5 .4 5.0

1(6.1)44,(5.4)4,0 (5.0
6.2(c) st dada por Qa(ey) = SRR, — b — 03065 en donde
6 6 5 11 14 2

se consideran los atributos blanco y gris porque el atributo negro no esta en la

comunidad ¢;.

Para el balance entre atributos y estructura (BAS) se hace uso de la calidad
de comunidades basada en atributos de la seccion anterior y de la conductividad.
Como se ha mencionado, la conductividad ¢(c) es el nimero de aristas entre grupos,
dadas por cortes, divididas por las aristas internas dentro del conjunto. Para ser una
buena comunidad el conjunto de nodos deberia tener una conductividad baja. Es
por esto que algunos algoritmos [63] usan una de aproximacién para minimizar la
conductividad en el problema de cortes. Cabe destacar que la conductividad tiende
a ser mejor cuando se tienen pocos grupos. Para la calidad de comunidades dadas
por estructuras (Qg(c)), se usé la conductividad (¢), ya que ésta corresponde a la
premisa de que una comunidad es un conjunto de nodos que estan més conectados
internamente que con el exterior. La Ecuacién muestra la conductividad de una

comunidad c.

Haciendo uso de la conductividad ¢(c) y la calidad de comunidades basada en

atributos Q4(c) de la Ecuacién [5.4] se hace un balance de calidad de comunidades
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sugerido por Ecuacion [3.26] BAS es la medida de calidad de una comunidad ¢ dada
por la Ecuacion [5.5}

Q(c) = a(l = ¢(c)) +7(Qa(c)) (5.5)

donde v = a— 1y a+ v = 1, de tal forma que para o = 0 la estructura no es
considerada y para v = 0 los atributos no son considerados. En los experimentos nos

referiremos al uso de la Ecuacién 5.5 como BAS.

5.3 Experimentos

Para evaluar la mejora de las comunidades con la medida @ 4(C') se pueden tomar
como comunidades iniciales aquellas que vengan de un proceso de deteccién basado
en estructura, en atributos o en ambos. Para los experimentos de esta secciéon, se usé
como comunidades de entrada aquella derivadas del algoritmo Girvan-Newman (GN)
[40], ya que éste encuentra comunidades con divisiones naturales y no requiere que se
le especifiquen el nimero de comunidades ni restricciones de tamano. Cabe recalcar

que este algoritmo se basa en la estructura del grafo.

Los experimentos del proceso de mejora de la calidad de las comunidades se dividen
en dos: el primero considera la medida de calidad de comunidades basada en atributos

Qa(C) y el segundo la calidad de comunidades que Balances Atributos y estructura

(BAS) dado por Q(C):

e GN + (Q4: Se usan las comunidades dadas por el algoritmo Girvan-Newman
(GN) que considera estructura y se mejoran haciendo uso de la medida de

calidad segun atributos @4 de la Ecuacién [5.4]

e GN + BAS: Se usan las comunidades dadas por el algoritmo Girvan-Newman

(GN) que considera estructura y se mejoran usando como medida la calidad
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segin atributos BAS de la Ecuacion [5.5

5.3.1 Experimento 1: variacion de las comunidades usando

atributos con la medidad Q4(C)

Dado que se propone una nueva medida para evaluar los atributos, se compara de

manera cualitativa y cuantitativa la mejora de comunidades usando Q4(C).

3 Drinking Alcohol
B Smoking Tobacco
W Using Drugs

3 Doing Sports

B Smoking Tobacco
I Using Drugs
3 Doing Sports

=3 Drinking Alcohol

(a) Comunidades detectadas por GN (b) Comunidades considerando atributos
(GN+Q4)

Figura 5.4: Comparacién de comunidades detectadas en red social de cincuenta adolescentes,
donde el color de los nodos representa cuatro atributos (beber alcohol, fumar tabaco, consumir

mariguana y hacer deporte)

A través del estudio de la red de adolescentes [68] se comparan dos conjuntos
de comunidades evaluados con la medida Q4 que considera la similitud de atributos
segln su estructura y de su densidad. La red de adolescentes (Teenage Friends and
Lifestyle Network), como ya se ha explicado, cuenta con 50 nodos y 4 atributos
que representan habitos de adolescentes. Por el tamano de ésta se puede observar

detalladamente la comparacion de las comunidades.
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El algoritmo de Girvan-Newman detecta once comunidades representadas en la
Figura que, para diferenciarlas de las comunidades usando atributos, se repre-
sentan como CP. Los grupos aislados son detectados como comunidades, las cuales
son: ¢, cP, ¢l ycb. L dos 1,2 v 3 t i idad

t ¢y, 5, g v cy- Los nodos 1,2 y 3 no pertenecen a ninguna comunidad, ya
que no tienen aristas. La comunidad ¢ en color guinda tiene seis nodos que no se
parecen, pero que estan altamente conectados; de hecho, existe un sub-grafo completo
entre los nodos 5,6,7 y 8. El nodo 10 comparte dos atributos con los nodos en c¢f y

al menos tres atributos con los nodos en ¢, sin embargo pertenece a cf’.

Importancia global

La importancia global de los atributos de esta red social, dada por la Ecuacion
b.1] determiné que el atributo mds importante para crear grupos es el alcohol con
Waiconot(G) = 0.64 y la actividad menos importante para formar grupos es fumar
con Wigpaeo(G) = 0.33. Esto significa que beber alcohol es una actividad mucho
mas ”sociable”, seguida por la practica de deportes, mientras que fumar tabaco es la
actividad mas ”solitaria”. Especificamente, observemos que en esta red social existen
12 nodos que fuman tabaco (atributo en gris obscuro), una cuarta parte de ellos no
tienen amigos que también fumen los cuales estan marcados en la Figura como los
nodos 1,2 y 3; mientras que otra cuarta parte (nodos 4,5 y 6) sélo tienen un amigo
que fumen. Por ello, fumar tabaco no es considerado como un atributo importante
para formar grupos. En cambio, observemos que los nodos que beben alcohol tienen
amigos que también consumen alcohol, excepto por el nodo 7, que es el Unico de
veintinueve nodos que consumen alcohol y no tienen amigos con este atributo; por lo

que el consumo de alcohol es una actividad que serviria para formar grupos.
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Importancia local

Para analizar la importancia local de los atributos, observe que la comunidad c?
de color morado en tiene seis nodos que no usan drogas, por lo que ese atributo
se convierte en el menos importante dado por la Ecuacién . En la comunidad ¢ en
verde olivo, el atributo menos importante es hacer deporte, aun cuando globalmente
era el segundo més importante, ya que sélo un nodo tiene este atributo. En la
comunidad ¢! hay cinco nodos que fuman, cinco que beben alcohol y cinco que
consumen drogas. Debido a que la importancia local considera la importancia global,

el atributo mas importante continta siendo el alcohol.

En la Tabla se observa la comparacion de los pesos locales entre las comu-
nidades disjuntas de GN y las comunidades sobrepuestas mostradas en la Figura
5.4(b)| donde W, (C) es el promedio de los pesos locales de cada atributo a; en todas
las ¢; comunidades, tal que W, (C) = (Z?Zl Wa,(¢j))/k. A excepcién de tabaco, las
comunidades que consideran atributos (GN + @ 4) incrementan el promedio de impor-
tancia local de los atributos; la excepcion se debe a que tabaco tiene la importancia

global méas baja.

Tabla 5.2: Comparacién de peso local de atributos Wy, (C) en la red de adolescentes
GN GN + Q4
Watcohot(C) | 0.3859 | 0.3920
Waeporte(C') | 0.4411 | 0.4530
Wiroga(C) | 0.0846 | 0.1048
Wiabaco(C) | 0.0790 | 0.0757

Peso de un nodo con atributo (H,,(C))

La probabilidad de que un nodo con el atributo a; pertenezca a una comunidad esta
expresada en la Ecuacion Si comparamos esta probabilidad para cada atributo

en cada comunidad, se ve que se tiene un incremento cuando se consideran atributos
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y si los nodos comparten atributos. La Tabla compara GN con GN + Q4 en el
promedio de la probabilidad dado por H,, (C) = (Zle H,,(c;))/k.

Tabla 5.3: Comparacién de la probabilidad de un atributo H,, (C)) en la red de adolescentes
GN | GN + Qg
Haconat(C) | 0.0877 | 0.1128
Haeporte(C) [ 0.0883 | 0.1085
Haroga(C) 1 0.0795 | 0.1363
Hiabaco(C) [ 0.0909 | 0.1136

Calidad de la comunidad

Finalmente, la Tabla muestra una comparacion de la calidad obtenida para
cada comunidad en la red de adolescentes en ambos algoritmos. El mayor incremento
se tiene en la ¢y, marcada en verde olivo, ya que la comunidad al considerar atributos
considera un nodo 10, el cual consume mariguana, al igual que casi todos los miembros
de esa comunidad, y este atributo era el segundo mé&s importante a nivel global,

mientras que localmente es en la comunidad en la que tiene la mayor importancia.

Tabla 5.4: Comparacién de la calidad segiin atributos, Q 4(c;), aplicando GN y GN+Q 4 en la red

de adolescentes

Qalcr) | Qalcr) | Qales) | Qalcs) | Qales) | Qalcs) | Qaler) | Qales) | Qalcs) | Qalcro) | Qalenr)

GN 0.3155 | 0.4998 0.033 0.1989 0.147 | 0.1374 | 0.0574 | 0.1909 | 0.1446 | 0.0495 0.0371
GN 4+ Q4 | 0.3564 | 0.8135 | 0.0792 | 0.2415 | 0.1708 | 0.1374 | 0.0981 | 0.1909 | 0.229 | 0.0495 0.0371
Incremento | 0.0409 | 0.3137 | 0.0462 | 0.0426 | 0.0238 | 0.0000 | 0.0407 | 0.0000 | 0.0844 | 0.0000 0.0000

Se evalia la mejora de las comunidades disjuntas obtenidas por el método de GN
a las comunidades sobrepuestas resultantes usando los atributos A. Para ello, se
usan las medidas de densidad y entropia, ya que se buscan comunidades con nodos

fuertemente conectados y parecidos.

En la Tabla 5.5 se observa la densidad de cada una de las comunidades de la
Figura 5.4 Como se ve, existe un pequeno incremento en la densidad atin cuando se

anaden nodos disjuntos. Como se ha dicho, el atributo menos importante es tabaco,
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y es el inico atributo en el que no se incrementa la entropia, como se puede ver en la
Tabla[5.6] Con @4 se esperaba tener un incremento en la entropia y no afectar tanto

la densidad, sin embargo también se tuvo un ligero incremento en la densidad.

Tabla 5.5: Comparacién de la densidad entre GN y GN + Q4 de cada atributo en la red de

adolescentes

Community cy (&) c3 [ Cs Cg cr cg Cy Cio C11
GN 0.0973 | 0.0796 | 0.0176 | 0.0973 | 0.0000 | 0.0707 | 0.0000 | 0.0796 | 0.0176 | 0.0000 | 0.0880
GN + @4 | 0.1238 | 0.0973 | 0.0176 | 0.1150 | 0.0000 | 0.1061 | 0.0176 | 0.0796 | 0.0530 | 0.0000 | 0.0880

Tabla 5.6: Comparacién de la entropia entre GN y GN + Q4 de cada atributo en la red de

adolescentes

Atributo | tabaco | droga | alcohol | deporte
GN 0.1139 | 0.1321 | 0.3451 | 0.4400
GN + Q4 | 0.0849 | 0.1571 | 0.3979 | 0.5587

Como era esperado, el uso de atributos incremente la similitud dentro de las
comunidades dada por la entropia, por lo que los nodos seleccionadas para integrarse

a las comunidades fueron seleccionados apropiadamente por la medida @) 4.

5.3.2 Experimento 2: mejora de la calidad de las comu-

nidades usando atributos

Se compara la calidad de las comunidades detectadas en términos de densidad
(ver Ecuacién y entropfa (ver Ecuacién con el fin de evaluar qué tan conec-
tados estan los nodos y qué tan parecidos son los nodos entre ellos. En esta seccion
se muestran las diferencias entre el algoritmo GN y la mejora de las comunidades
haciendo uso de atributos con la medida () 4. Cabe destacar que la comparacién con

el estado del arte serd descrita en el Capitulo [6]



Capitulo 5: Uso de atributos para medir calidad de comunidades

117

Tabla 5.7: Redes sociales con atributos usadas en los experimentos de mejora de comunidades

Nl Bl AL [C]

Adolescentes | 50 113 4 -
Football 115 613 12 12
Twitter 145 7642 1185 17
Facebook 347 5038 224 24
Pol.Blogs 1490 19091 9 2

5.3.2.1 Conjuntos de redes sociales

Las redes sociales que son usadas en este experimento incluyen la red de adoles-

centes y redes més grandes con comunidades reales para comparar su efectividad. Las

caracteristicas de estos conjuntos de datos los podemos observar en la Tabla 5.7y su

descripcion se muestra a continuacién:

¢ Red de adolescentes (Teenage Friends and Lifestyle Network) como ya se ha
explicado, esta red cuenta con 50 nodos y 4 atributos que representan habitos
de adolescentes. Por el tamano de ésta, se puede observar detalladamente el

comportamiento de los algoritmos a evaluar.

Red de football [40]E]. Es una red de futbol americano de los juegos en la
division colegial IA durante la temporada regular en Otono del 2000. Cuenta
con 115 nodos y 613 aristas no dirigidas. Los atributos de cada nodo indican

en qué conferencia han jugado. Es una red social clasica del estado del arte.

Twitter [64]E]. Ego-red e Twitter de datos publicos, los nodos representan
a usuarios, los enlaces a la opcion de ’seguir’ o ’ser seguido’ por lo que su
representacion estructural es un grafo dirigido y sus atributos representan a

tépicos relacionados a temas de tendencia (hashtags). En esta seccién se usa

thttp://www-personal.umich.edu/ mejn/netdata/

2http:/ /snap.stanford.edu/
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un conjunto de datos con 145 nodos con una elevada cantidad de atributos que

supera los mil.

e Blogs de Politica [1]. La red de Blogs de politica muestra la interaccién en
2004 de usuarios de blogs donde se discutia politica. Los autores agruparon
manualmente esta red segin, sus enlaces, en dos grupos: conservadores y li-
berales. Los atributos representan los nueve blogs en los que podian comentar

los usuarios.

e Facebook. [64]@. Ego-red de Facebook anonimizada, donde los nodos rep-
resentan a los usuarios, las aristas la amistad y los atributos la informacién
del perfil. En esta seccion se usa un conjunto de datos con 1045 nodos y 224

atributos.

5.3.2.2 Resultados

Se comparan las redes sociales de: Adolescentes, Football, Twitter, Facebook
y Blog Pol. descritas previamente con el algoritmo de detecciéon de comunidades

disjuntas GN y GN + @ 4 que considera los atributos.

En la Tabla|5.8] se observa la mejora dada por GN + ) 4. Se tiene la mejor entropia
en todos los casos al considerar atributos con la medida de ()4. La mejora de GN +
(4 sobresale cuando se tienen muchos atributos como en Facebook y Twitter. Y la
menor mejoria se presenta en las redes de Adolescentes y Blog Pol. con tinicamente

4 y 2 atributos respectivamente.

La medida de calidad de comunidades ()4 fue disenada para mejorar la similitud
de los nodos dentro de una comunidad, sin embargo ésta también tiene elementos

de la estructura como el hecho de que la importancia de los atributos considere el

3http://snap.stanford.edu/
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Tabla 5.8: Mejora de la entropia en las comunidades detectadas

GN GN + Qa
Adolescentes | 0.2578  0.3225
Football 0.0495 0.1432
Twitter 0.0482  0.1807
Blogs Pol. | 0.1477  0.1981
Facebook 0.0555  0.1332

nimero de aristas y no sélo el nimero de nodos con ese atributo. Por ello, se esperaba

que la densidad no fuese afectada significativamente; sin embargo encontramos que la

densidad incluso mejora comparada con la del algoritmo base GN. En la Tabla [5.9|se

muestran los resultados obtenidos del promedio de las densidades de las comunidades.

Como se puede observar, la mejora de las comunidades con ()4 tiene mejor densidad

que las comunidades dadas originalmente por GNV.

Tabla 5.9: Mejora de la densidad en las comunidades detectadas

GN GN + Qa
Adolescentes | 0 .0482  0.0587
Football 0.0587 0.0619
Twitter 0.1471 0.1907
Blogs Pol. 0.4566 0.4743
Facebook 0.0802 0.0895

La Figura muestra con mayor claridad la diferencia en entropia y densidad

entre los algoritmos. Se observa que el incremento de entropia con respecto al algo-

ritmo base de GN es alto y la densidad es equiparable a la original. La mejora con

el uso de atributos incrementa la similitud entre nodos dentro de la comunidad. A

pesar de que se pueden agregar nodos desconectados de la red la densidad no se ve

afectada como se observa en la Figura [5.5(b)|
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Figura 5.5: Comparacién de la calidad de las comunidades detectadas

5.3.3 Experimento 3: comparacion de comunidades reales

con comunidades detectadas usando atributos

Se comparan las comunidades reales con las detectadas por GN + Q4 y GN en
los conjuntos de datos de: Football, Twitter, Facebook y Blog Pol. descritas en el
experimento anterior. Para ello se hace uso de la medida F; (ver Ecuacién y de

pureza (ver Ecuacién [3.7).

La pureza evalia la precision de un algoritmo al compararlo con las comunidades
esperadas. Los nodos aumentan su probabilidad de pertenecer a la comunidad co-
rrecta cuando se tienen comunidades sobrepuestas. En nuestro caso, la mejora con
atributos genera comunidades sobrepuestas por lo que se esperaba un incremento en
la pureza, ya que disminuyen los falsos positivos como se obtuvo en los experimentos
que se muestran en la Tabla[5.10] Se observa que el mayor incremento es en las redes

sociales de Facebook y Twitter que tienen més atributos.

A diferencia de la pureza, la medida F; considera tanto la precisiéon como la re-
cuperacion de las comunidades reales esperadas, de tal forma que nos da un balance
entre la cantidad de nodos correctos y la cantidad de nodos esperados en esa comu-

nidad. Como se puede observar en la Tabla[5.11] a diferencia de la pureza vemos que la
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Tabla 5.10: Evaluacién de pureza en las comunidades detectadas
GN GN + Qa
Football | 0.9271  0.9514
Twitter | 0.4000 0.7726
Blogs Pol. | 0.5124  0.6503
Facebook | 0.4224  0.9494
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(a) Comunidades reales (C*)  (b) Comunidades disjuntas de- (c¢) Comunidades sobrepuestas
tectadas por GN (CP) de GN +Q4 (O)

Figura 5.6: Comparacién de comunidades reales en la red de football con las detectadas por GN
y GN + Qa4

diferencia es muy poca, aunque favorece en la mayoria de los casos a las comunidades

que usan atributos.

Tabla 5.11: Comparacién de la medida F; en comunidades detectadas
GN GN + Qa
Football | 0.766452 (.7537345
Twitter 0.042051  0.11328
Blogs Pol. | 0.671318 0.718672
Facebook | 0.153404 0.159691

Para al caso de la red de football podemos ver en la Figura las comunidades
reales y las obtenidas por GN y por GN + @4, donde los nodos que tienen un
traslape se muestran en un mayor tamano. Vemos que las comunidades reales C7;
and ¢}, no fueron detectadas por GN y la mejora con atributos mezcla ¢ con ¢ en

c1, ademas de hacer mas grade las comunidades més pequenas como ¢4. La precision



122 Capitulo 5: Uso de atributos para medir calidad de comunidades

Tabla 5.12: Redes sociales con atributos usadas en los experimentos de mejora de comunidades
N[ IE[_JA[_|C]
Adolescentes | 50 113 4 -
Pol.Mex. 35 117 11 2
Football 115 613 12 12
Blogs Pol. 1490 19091 9 2

y recuperacién permiten evaluar la comunidades obtenidas, la precisién fue muy alta
tal que el promedio fue de 0.927, mostrando la correcta clasificacién de los nodos. Sin
embargo, la recuperacion no fue tan alta cuyo promedio fue de 0.745 porque se ve

afectada por la mezcla de dos de las comunidades.

5.3.4 Experimento 4: observaciones del balance entre atri-

butos y estructura

En este experimento, a diferencia de los Experimentos 1, 2 y 3, haremos uso de
la medida de calidad de comunidades Q(C') que balancea atributos y estructura a la

cual nos referimos como BAS.

5.3.4.1 Conjuntos de redes sociales

Las redes sociales que son usadas en este experimento incluyen dos conjuntos de
datos pequenos: red de adolescentes y la red de politicos mexicanos; y redes mas
grandes con comunidades reales para comparar su efectividad que seran la de football
americano y la de blogs de politica. Las caracteristicas de estos conjuntos de datos

los podemos observar en la Tabla y su descripcién se muestra a continuacion:

La primera de las pequenas es la de los adolescentes usada en la Seccion y la
segunda es una red de politicos mexicanos descrita en la Seccion la cual cuenta

con dos comunidades reales y cuyos atributos representan anos en que tomaron su
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primer cargo, asi como sus profesiones.

Se realizaron experimentos en dos redes sociales reales de mayor tamano. La
primera de éstas es una red de jugadores de football [40]E| de la division de TA en la
temporada regular de Otono 2000. Esta cuenta con 115 nodos y 613 aristas no dirigi-
das. Los atributos de cada nodo indican en que conferencias han jugado. La segunda
red social es la producida por blogs de politica [I], la cual muestra interacciones entre
blogueros en 2004, los atributos corresponden a los blogs en los que comentaron y
existen dos comunidades etiquetadas manualmente por los autores, basadas en las

aristas que salen y las que entran.

5.3.4.2 Resultados

En esta seccién comparamos las comunidades detectadas por GN con la mejora
dadas por Q4(C) y por BAS. Para evaluar las comunidades detectadas se usa densidad

(ver Ecuacién y entropia (ver Ecuacién [3.24)).

Haciendo uso de las redes sociales de: Adolescentes, Politicos Mexicanos, Football
y Blog Pol. se compararon las comunidades detectadas por GN + BAS para o =y =
0.5. Como ya ha sido explicado, la densidad evalia si las comunidades son densas o
dispersas, entre mas alto sea el valor existe una mayor conexion entre los miembros
de esa comunidad. Por otro lado, la entropia muestra que tan similares son los nodos

que pertenecen a una misma comunidad.

En la Figura se observa la densidad y la entropia de las comunidades detec-
tadas. Las que tienen contorno negro hacen referencia a las mejoras a comunidades
considerando atributos ya sea con Q4(C) o Q(C). Como se vio en los experimentos
anteriores, la mejora con 4 daba un incremento a la entropia (similitud entre atri-

butos), por lo que con BAS se busca una mejora en la densidad sin afectar la entropia

4http:/ /www-personal.umich.edu/ mejn/netdata/
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que da por si sola Q4. Se observa que hay un ligero aumento en la densidad y que la

entropia se mantiene casi igual.
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Figura 5.7: Comparacién del indice omega

Como se observa en las Tablas y [5-14] el uso de BAS comparado con Q4
mejora tanto la densidad como la entropia (valores con letra inclinada), sin embargo
aln no supera en algunos casos a los obtenidos en el estado del arte como se vera
mas adelante en esta tesis. Sin embargo, si acumulamos la densidad y la entopia
como se observa en la Figura la mejora de comunidades con atributos da mejores

resultados en casi todos los casos.

Tabla 5.13: Comparacién de la entropia de las comunidades detectadas
GN GN + Q4 GN+BAS
Adolescentes | 0.257846 0.322523  0.293179
Pol.Mex. 0.137133 0.175264 0.183234
Football 0.049586  0.143297 0.175353
Blogs Pol. | 0.147702 0.198172 0.273969
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Tabla 5.14: Comparacién de la densidad de las comunidades detectadas
GN  GN+ Q. GN¥BAS
Adolescentes | 0.048270 0.057924 0.072405
PolMex 0.160256 0.166666 0.188034
Football 0.058727  0.061990 0.090701
Blogs Pol. | 0.456629 0.474371 0.467801

5.3.5 Experimento 5: comparacion de comunidades reales

con comunidades usando atributos y estructura

Se compara GN 4+ BAS con los algoritmos de comunidades sobrepuestas: Infomap,
SLPA y CESNA, ademés como referencia se muestran también los resultados de GN
y GN + Q4. Las redes con comunidades reales evaluadas son Pol.Mex., Football y

Blog Pol. descritas en el experimento anterior. Y las medidas usadas son Fj (ver

Ecuacién y de pureza (ver Ecuacién explicadas en la Seccion [3.1.6)).

La pureza evalia la precision en la recuperacion de las comunidades detectadas
con respecto a las comunidades reales o esperadas. A pesar de que con BAS se tiene
un incremento sobre GN, no siempre se supera la mejora del uso tnico de atributos
con (Q4 como se observa en la Tabla sin embargo se observa un incremento
significativo en la red de blogs de politica (Blogs Pol.), por lo que las interacciones en
esta red muestran ser mas importantes que los atributos.

Tabla 5.15: Comparacién de la pureza de las comunidades detectadas
GN GN 4+ Q4 G&N+BAS
Pol.Mex. | 0.394928 0.438406  0.427536

Football | 0.927143 0.951429  0.972619
Blogs Pol. | 0.650374  0.650374  0.922194

F nos permite evaluar que tan buena ha sido la recuperacion de las comunidades
con respecto a las originales. Como se observa en la Tabla[5.16|, cuando se hace uso de
la mejora usando atributos ya sea con ) 4 o con BAS se tienen los mejores resultados.

Cuando se hace uso del balance dado por BAS se obtiene comunidades mas parecidas
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a las originales para redes mas grandes.

Tabla 5.16: Comparacién de la medida F1 de las comunidades detectadas
GN GN + Q4 GN+BAS
Pol.Mex | 0.533946 0.550843 (.545248
Football | 0.766452 0.753734 0.757618
Blogs Pol. | 0.671318 0.718672 0.757618

5.4 Conclusion

La medida de calidad propuesta considera propiedades importantes como: la im-
portancia local y global de los atributos segun la estructura, el grado de un nodo,
el grado de un atributo y la asortatividad. Los atributos nos permiten evaluar la
similitud estructural de los atributos con Q4 y la similitud entre nodos, dando un

balance a los atributos y estructura con BAS.

La mejora de comunidades considerando atributos se enfoca en conjuntos con co-
munidades previamente detectadas que s6lo consideraban estructura y que se desea
sean enriquecidas con las informacién de los atributos de los nodos. Por lo que se con-
sideraron los atributos en adicién a métodos basados en estructura. Esta metodologia
también es usada en la recomendacién de enlaces, por lo que podria evaluarse la
factibilidad de implementarlo para ese efecto. Cabe destacar que si algiin nodo es-
taba mal clasificado puede ser detectado en la comunidad correcta, sin embargo no

es eliminado de la primera, por lo que se plantea explotar esta opcion en el futuro.

Uno de los problemas es el proceso estocastico para la seleccién del nodo que serd
agregado a la comunidad. La mejor opcion seria seleccionar el nodo que aporte la
mayor mejora, sin embargo esto aumenta la complejidad, por lo que se ha planteado

un algoritmo que reduce este problema aunque no lo resuelve en su totalidad.



Capitulo 6

Método mixto: basado en modelo

y distancia

En virtud de las hipdtesis planteadas, se opté por un modelo mixto para la de-
teccién de comunidades, que permitiera obtener la similitud a comunidades reales
dada por la detecciéon de comunidades basada en modelos y la inmersién de una
distancia. Esta distancia es usada como una expansion para la generacion de comu-
nidades sobrepuestas, en lugar de hacer directamente la deteccién de comunidades
basada tinicamente en distancia. La mezcla de los dos genera un modelo de dos fases

evaluado en la Seccién 6.2

Por otro lado, no todos los atributos son importantes en el procesos de detecciéon de
comunidades. Por ello se plantea hacer una seleccién de los atributos mas importantes
como un pre-proceso al proceso de seleccién de comunidades. En la Seccion
se aplica la seleccién de atributos, dando origen a las tres fases de la deteccion de
comunidades. La seleccion de los atributos fue evaluada en nuestro modelo, asi como
en otro algoritmo que también detecta comunidades sobrepuestas, usando estructura

y atributos.

127
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/ G(V,E) /

Deteccion de
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Figura 6.1: Proceso general para la generaciéon de comunidades sobrepuestas a partir de comu-

nidades disjuntas

6.1 Estrategia general

A partir de comunidades dadas por cualquier método se generan comunidades
sobrepuestas. Las comunidades de las que se parten pueden o no haber considerado
atributos. Para generar la sobreposicién expandimos las comunidades con una medida
de calidad Mg que podria ser la calidad de comunidades basada en atributos @ 4(c)
(dada por la Ecuacién o la calidad de comunidad con balance (c) (dada por la
Ecuacién que hemos llamado BAS.

En la Figura[6.I] podemos ver que a una red social G se le aplica cualquier método
de deteccion de comunidades basado en estructura, lo cual generard comunidades dis-
juntas o sobrepuestas bajas CP. La expansién de comunidades toma las comunidades
previamente detectadas CP y considera el grafo con atributos G’. Con ambos se gen-
eran las comunidades sobrepuestas C' con un proceso de expansién que involucra

alguna medida de calidad.
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La generacién de comunidades sobrepuestas expande las comunidades iniciales
agregando aquellos nodos que mejoren la calidad de la comunidad segin la medida de
calidad de comunidades Mq usada. De tal forma que, si la calidad de una comunidad
¢ con un nuevo nodo v incrementa la calidad original, entonces ¢ agrega el nodo v,

como se describe en el Algoritmo [2|

Input: C?
Output: C'
C «+ COP:;
for ce C do
q < Mq(c);
for v e V tal que v € ¢ do
if Mg(cUv) > g then
c <4 cUuv;
q < Mg(cUv);
end

end

end

return C,

Algorithm 2: Proceso de expansién de comunidades con una medida Mg (c)

Supongamos que Mg estd dada por la medida de calidad de comunidades basada
en atributos Q4 (C'). Para el ejemplo de la Figurala comunidad ¢; = {vy, vo, v3, vy, 5}
busca integrar nodos externos. Supongamos que se intenta agregar al nodo vy, la ca-
lidad seria @ 4(c; Uvy1) = 0.3043 con la Ecuacién , lo que decrementa la calidad de
la comunidad original @ 4(¢;), por lo que este nodo no es anadido a ¢; como se muestra
la Ahora, evaluemos la adicién del vértice v15 donde Q4(c; Uvya) = 0.2686, lo
cual es mucho menor que la original por lo que también se descarta. Cuando se evalia
el nodo vy3 (ver Figura la calidad es @ 4(c;Uvy3) = 0.3116, lo cual incrementa el
original de Q4(c1) = 0.3065 por lo que ahora ¢; = {vy, v2, v3,v4, V5, v13}. Se contintia
el procedimiento con el resto de los nodos, asi como para todas las comunidades, de
tal forma que la expansion final de las comunidades se muestra en la Fig. donde

1 = {UI»U27U37U47U57U97U13} con QA(CI) = 0.3161 y €3 = {U17U67U77U87U970107U11}
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(a) Evaluacién de comunidades (b) Evaluacién de la expansién de
donde Q4(c1) = 0.3065 c1 con el vértice vy donde Qa(c? U
Ull) = 0.3043

(c) Evaluacién de la expansién de ¢;  (d) Evaluacién de la expansién de c3
con el vértice v13 donde Qa(cP U donde Q4(c?) = 0.5516 mejora a
v13) = 0.3116 Qalcs) = 0.6607

Figura 6.2: Expansién con Q4
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Iteracion 1 Iteracion 2 Iteracion 3

Q(c,)=0.5636

Q(c,)=0.5274

._________1________\____________

Q(c,)=0.6053

Figura 6.3: Ejemplo de afectacién del proceso estocédstico de expansién

con Qa(cz) = 0.6607.

La complejidad para la medida de calidad segin atributos Q4(C') es O(A(E+V)).
Esta calcula una vez W,, por cada atributo. Para cada comunidad calcula una vez
H,, con O(AC) operaciones. Considerando que W, (G) y H,, son constantes, nos
permite reducir la complejidad cuadratica del coeficiente coseno, de tal forma que

para Q4(C) la complejidad es O(A(E 4 V')) por cada comunidad ¢;.

Afectacion del orden de seleccion de atributos

En el grafo de la Fig. [6.3| se tiene diecisiete nodos con tres diferentes atributos
A = {blanco, gris,negro} representados por esos tres colores. Supongamos que se

cuentan con tres comunidades C' = {¢, ¢o, c3} mostradas en la Etapa 1. Para expandir
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¢1 con Mg(c,) = Q(cy,) se buscan las comunidades que comparten atributos en ¢y, en
este caso, ¢y comparte los atributos gris y blanco y c3 comparte los atributos blanco
y gris, por lo tanto se evaluarian los nodos en esas comunidades. Para disminuir el
proceso estocastico, se buscan los nodos mas cercanos a la comunidad ¢; que serian
los nodos vy, v11, V12, v13 como se ve en la Etapa 1 de la Figura[6.3] Sin embargo, ain
con esta restriccion la seleccién entre estos cuatro nodos sigue siendo aleatoria. En
la Etapa 2 de la Figura se presentan dos posibilidades: la primera evalia primero

los nodos en ¢; y la segunda evaliia primero los nodos en c3.

La calidad de la comunidad de ¢; en la Etapa 1 es Q(c¢;) = 0.5274 paraa = v = 0.5
con ¢(cy) = m y Qa(cy) = 0.4185. De las dos posibilidades en la Etapa 2,
en el primer caso se calcula la calidad de la comunidad c¢; incluyendo el nodo wvys,
la conductividad ¢(c; U F) = 0.2727 decrementa mostrando una mejor separacion
estructural entre grupos, ya que este nodo estd mas relacionado con ¢; que con co,
mientras que la calidad dada por los atributos Q4(c; U F') = 0.3619 empeora con
respecto al original porque vi5 tiene un atributo que no fue considerado en c¢;. Si
damos la misma importancia a la estructura que a los atributos o = v = 0.5 entonces
la calidad Q(c; U F') = 0.5446 mejorara la original de ¢; por lo que incluird al nodo
tal que ¢; = ¢ Uwva. Con wvys incluido ahora evaluamos el nodo v15 que no mejora
la calidad de la comunidad. Después se evalua el nodo vy, el cual da mejor calidad
por sus atributos Q4(c; U v11) = 0.3773 y la misma conductividad, por lo que la
calidad de la comunidad es mejor Q(c;) = 0.5636. Posteriormente evaluamos el
nodo vy y, al no mejorar la calidad de la comunidad, se procede a buscar a los

nodos vecinos de los nodos anadidas y se repite el procedimiento, de tal forma que

€1 = {vl,02,03,1)4,@57@11,@12},

En el segundo caso de las dos posibilidades mostradas en la Figura[6.3|de la Etapa
2, se calcula la calidad de la comunidad ¢; incluyendo vy, donde la conductividad

¢(c1 Uwvyp) = 0.33 tiene un decremento que marca una mejor separacion de esta
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comunidad, ademds tiene un incremento en la calidad dada por atributos (Qa(c; U
N) = 0.4329) porque incluye a nodos con blanco. Al considerar de igual importancia
atributos y estructura, la calidad es Q(c; Uv11) = 0.6053. Posteriormente se evalian
los nodos restantes, pero no se tiene incremento en la calidad. Como se observa, al
agregar un solo nodo (v17); incrementé mas la calidad que al agregar dos nodos; esta

variacion dada por el proceso estocastico podria ser reducida.

6.2 Deteccion de comunidades con método mixto

Se integra la deteccién de comunidades basada en modelo descrita en el Capitulo
[ llamada RMOCA, con la distancia que hace un balance entre la estructura y los
atributos planteada en el Capitulo [5|con el nombre de BAS segiin la estrategia general

del método mixto descrita en la seccidon anterior.

Primero se evaluara el desempeno de RMOCA+BAS en redes sintéticas dadas
por LFR benchmark que nos permitira evaluar la calidad de las comunidades sobre-
puestas cuando no se presentan atributos. Posteriormente se hard una evaluacion y
comparacion en redes sociales pequenas para detallar algunos aspectos del modelo
mixto propuesto. Finalmente se hard una comparacion en redes sociales de mayor

tamano con algunos algoritmos del estado del arte.

6.2.1 Experimento 1: desempeno de RMOCA-+BAS en redes

sintéticas

Para evaluar el desempeno de RMOCA+BAS se realizaron experimentos en redes

sintéticas aleatorias del LFR benchmar[62]. Este permite el analisis de redes artifi-

Thttps://sites.google.com /site/andrealancichinetti/files
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Figura 6.4: Comportamiento de RMOCA+BAS en el proceso de deteccién de comunidades sobre-
puestas sin atributos en la redes de LFR variando N, |C|, 0,,, O, y
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ciales construidas en comunidades sobrepuestas. LFR cuenta con heterogeneidad en

la distribucién de grados de nodo y de tamanos de comunidad.

6.2.1.1 Configuracién de LFR Benchmark

Los valores constantes en las redes de LFR fueron n = 5000 para el tamano de
la red con un grado promedio (average degree) de k = 20. Para obtener el grado
promedio deseado se fij6 una méaxima distribuciéon de k., = 100. El parametro
maxing i es la fraccion de aristas que estdn ente las comunidades tal que el rango
varia de 0 < pu < 1, y fue fijado en 0.2. El tamano de las comunidades era de 50 a 100
nodos. El grado de traslape es controlado por los parametros O,, y O,; el primero es
la pertencia de los nodos que estan en un traslape O,, = 4; el segundo se refiere al

numero de nodos en traslape para lo que se usé un 10% de los nodos.

6.2.1.2 Métricas de Evaluacién

Usamos la medida F1, la similitud Jaccad y el Indice Omega para comparar las
comunidades detectadas en relacién con las del benchmark F1 y Jaccard permiten
evaluar la relacion de precision y recuperacion, el indice omega nos ayuda para evaluar
por pares el traslape y se usa la densidad para evaluar la cantidad de aristas dentro de
las comunidades. Cabe destacar que las redes generadas por LFR no tiene atributos,
por lo que se anade un atributo a todos los nodos de tal forma que no influya en el
proceso de deteccién de comunidades sobrepuestas. Para evaluar RMOCA+BAS se

varia el nimero de nodos y comunidades, asi como los pardmetros de traslape como

se vera en la Fig. [6.4]
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6.2.1.3 Resultados de la Evaluacién

El nimero de nodos se variéo de 1000 a 9000. La medida F1 y Jaccard tienen un
decremento al aumentar el nimero de nodos. La densidad en general es muy baja
dado que se tuvieron hasta 1264 comunidades. El indice omega también muestra un
decremento al aumentar el tamafio de la red como se observa en la Figura [6.4fa).
Con n = 1000, se variaron los pardmetros del minimo y méximo nimero de nodos
por comunidad para evaluar el desempeno al variar el nimero de comunidades. Se
observé que RMOCA+BAS tiene mejores resultados cuando hay menos comunidades
para el mismo nimero de nodos (Figura[6.4b)) porque al incrementar las dimensiones
de las matrices M y X el modelo de regresiones decrementa su precision en el proceso

de optimizacién.

Los parametros de traslape O,, y O,, se variaron de 2 a 8 y de 5% a 50%, respec-
tivamente. En ambos casos se obtuvo un promedio de 70.18 comunidades. Cuando
se decrementa el nimero de comunidades se tiene una mejor densidad aunque la pre-
cisién decrementa (ver Figura [6.4(c)). Cuando el traslape es bajo (5% de los nodos)
la precisiéon aumenta pero disminuye la densidad ya que el pardmetro de mezcla per-
manece en 0.2 (pocas aristas entre comunidades) pero el nimero de nodos en traslape
aumenta de tal forma que LFR balancea estos elementos y se tiene un decremento en
la densidad, se observa que cerca del 20% se tiene un balance entre la precisién y la
densidad (Figura[6.4[(d)). Cuando el pardmetro de mezcla es alto, es dificil obtener
la comunidades ya que no existe una clara separacion de las comunidades por lo que
la precisién es muy baja (vea F1, Jaccard and Omega de la Figura [6.4e)) pero la

densidad aumenta porque aumentan el niimero de aristas.
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6.2.2 Experimento 2: analisis de comunidades detectadas en

redes sociales reales

A continuacién se comparan las comunidades detectadas por RMOCA-+BAS con
el algoritmo de CESNA. Ambos consideran la estructura de la red dada por el grafo,
asi como los atributos. En ambos casos se obtienen comunidades sobrepuestas. Para
evaluar visualmente las comunidades se analizaran las comunidades de dos redes: la

red de adolescentes y la red de blogs de politica:

e Red de Adolescentes ( Teenage Friends and Lifestyle Network) como ya se ha
explicado esta red cuenta con 50 nodos y 4 atributos que representan habitos
de adolescentes. Por el tamano de ésta se puede observar detalladamente el

comportamiento de los algoritmos a evaluar.

e Political Blogs [I]. La red de Blogs de politica muestra la interaccién en
2004 de usuarios de blogs (atributos) donde se discutia politica, cuenta con dos

grupos: liberales y conservadores.

6.2.2.1 Red de Adolescentes

La Figura muestra la red social de adolescentes en donde se solicitaron tres
comunidades a los algoritmos de CESNA y de RMOCA+BAS. Como se observa
RMOCA+BAS tiene una mayor cobertura de los nodos, ademés de que encuentra

mas traslapes.

Se observa que en la ¢, mostrada en rojo los atributos no solo se encuentran cerca
estructuralmente sino que también comparten los mismos atributos, especialmente el
del consumo de mariguana que muy pocos nodos poseen. También se observa que
algunos nodos disjuntos de la red fueron agrupados en alguna de las comunidades ya

que la expansion no solo es estructural.
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[ Drinking Alcohol
B Smoking Tobacco
E Using Drugs

[ Doing Sports

[ Drinking Alcohaol
I Smoking Tobacco
I Using Drugs

[ Doing Sports

(a) CESNA (b) RMOCA+BAS

Figura 6.5: Red de adolescentes donde se solicitaron 3 comunidades que se visualizan en rojo,

amarillo y azul.

6.2.2.2 Blogs de Politica

En la Figura[6.6]se observa las comunidades esperadas, las comunidades represen-
tan a las personas liberales y conservadores que opinaron en blogs de politica en el
2004. Nuevamente, se aprecia que RMOCA+BAS tiene una mayor cobertura de los
nodos. En naranja podemos observar aquellos nodos que pertenecen a ambas comu-
nidades segin CESNA y RMOCA+BAS, es decir aquellos nodos que se encuentran

en un traslape (nodos en naranja).

En la Tabla 6.1 se evalué la entropia y densidad de las comunidades de la Figura
[6.6] Previa a la expansion dada por BAS, las comunidades de QMUCA estén disjuntas
en su mayoria por lo que se observa la entopia y densidad de las comunidades con
y sin traslape de tal forma que nos permite evaluar el incremento dado por BAS. Si

de ¢; y ¢3 (comunidades en rojo y amarillo) se quitan los nodos del traslape tanto la
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(a) Comunidades por auto- (b) Comunidades detectadas (¢) Comunidades detectadas
etiquetado con CESNA con RMOCA-+BAS

Figura 6.6: Las comunidades representan a conservadores y liberales en el blog de politica estudiado

entropia como la densidad disminuyen. Ademas la comunidad ¢, fue la que tuvo una

mayor entropia, mientras que la comunidad ¢; fue la de mejor densidad.

Tabla 6.1: Entropia y densidad en RMOCA

c Entropia Densidad
c1Ucy 0.1171 0.4447
cgUcy — (c1MNez) 0.0989 0.3595

c1 0.2313 0.4714

1 — (1 New) 0.1965 0.3595

Co 0.2559 0.418

ca — (1 New) 0.2308 0.3091

(&1 N Cy 0.1252 0.0197

6.2.3 Experimento 3: comparacion del uso de BAS en GN y
en RMOCA

Primero se muestra una comparacion entre las propuestas de esta tesis que involu-
cran la integracion de la medida BAS a métodos tradicionales asi como la integracion

al modelo propuesto de RMOCA.
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En las Tablas[6.2]y [6.3]se muestra la entropia y densidad obtenida. Se comparan el
tradicional GN, GN con la medida @) 4, GN con la medida BAS, el modelo RMOCA y
la conjuncién del modelo mixto RMOCA+BAS en dos redes pequenas (Adolescentes
y Pol.Mex.) y dos redes grandes tipicas del estado del arte (Footbal y Blogs Pol.).

Como se observa en la Tabla [6.2| el modelo mixto de RMOCA-+BAS, que hace uso
de los atributos desde la primera fase, permite una mejor entropia, es decir encuentra

comunidades con nodos méas parecidos.

Tabla 6.2: Comparacién de la entropia entre las fases propuestas
GN GN+Q 4 GN+BAS RMOCA RMOCA-+BAS
Adolescentes | 0.25784601 0.32252361 0.29317913 0.26591868  0.48400438
PolMex 0.13713341 0.17526483 0.18323481 0.18625127 0.19502254
Football 0.04958609 0.14329726 0.17535376 0.21907635 0.22638684
Blogs Pol. | 0.14770272 0.19817217 0.27396904 0.1165593 0.46225625

En la Tabla [6.3] el modelo mixto obtiene buenos resultados, sin embargo afecta la
densidad cuando se tiene redes grandes. Es por ello que en la siguiente seccion se hace
una evaluacion del modelo mixto RMOCA-+BAS con otros algoritmos del estado del

arte en redes reales de mayor tamano.

Tabla 6.3: Comparacién de la densidad entre las fases propuestas
GN GN+Q 4 GN+BAS RMOCA BAS+RMOCA
Adolescentes | 0.04827031  0.05792438 0.07240547  0.25663717  0.28097345
Pol.Mex. 0.16025641  0.16666667 0.18803419  0.2008547 0.23717949
Football 0.05872757 0.06199021  0.09070147 0.08939641 0.08115824
Blogs Pol. | 0.45662917 0.47437178 0.46780044  0.44377563 0.13670574

6.2.4 Experimento 4: comparacion con algoritmos del estado

del arte

En este experimento se compara el modelo mixto BAS+RMOCA con algoritmos

del estado del arte en redes sociales reales como Facebook, Google Plus y Twitter.
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6.2.4.1 Algoritmos base

Se evalia el desempeno de RMOCA+BAS comparandolo con otros algoritmos de
deteccion de comunidades sobrepuestas. Infomap [89] y SLPA [116] consideran la
estructura del grafo y CESNA [122] usa tanto la estructura como los atributos. Se

evalia la entropia y la densidad para evaluar las comunidades detectadas.

6.2.4.2 Conjuntos de redes sociales

Ademas de las redes con atributos Football y Blogs de Politica, se evaluaron redes
sociales en linea, de las que se obtienen ego-redes de Facebook, Twitter, y Google PlusE]
cuyas caracteristicas se encuentran en la Tabla [6.4) y Figura[6.7]y que se describen a

continuacion:

e Ego-redes de Facebook. Comprende usuarios anonimizados, con aristas no
dirigidas que representan la amistad y cuyos atributos son los perfiles. Se hace
uso de ocho ego-redes con un total de 4042 nodos, 2191 atributos y 170342

aristas.

e Ego-redes de Twitter. Circulos de Twitter de datos publicos donde el usuario
es un nodo, sequir representa las aristas dirigidas y los temas en que participan
los usuarios son los atributos. Los temas estan dados por los temas de tendencia
(hashtags) y menciones. Se valian siete ego-redes con un total de 1109 nodos,

6373 atributos y 43494 aristas.

e Ego-redes de Google Plus. Los datos de Google Plus son de usuarios con
aristas que representan seguir a otro usuario y los atributos son elementos en el
perfil. Se usaron nueve ego-redes con un total de 11035 nodos, 6263 atributos,

and 608376 aristas.

2http:/ /snap.stanford.edu/
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Tabla 6.4: Caracteristicas de las redes sociales con atributos de Facebook, Twitter y Google Plus

Facebook Twitter Google Plus
Nodos Atributos Aristas Nodos Atributos Aristas Nodos Atributos Aristas
FB1| 159 105 3386 T™W 1| 134 247 990 GP 1| 947 630 39400
FB2| 170 63 3312 TW 2 77 405 1868 GP 2| 4877 3750 416992
FB 3| 227 161 6384 TW 3 91 438 3234 GP 3| 657 626 16043
FB 4| 347 224 5038 TW 4 | 206 774 7024 GP 4| 803 588 28345
FBb5 | 547 262 9626 T™W 5| 231 1910 14672 GP 5| 796 573 24034
FB6| 755 480 60150 TW 6 | 145 1185 7642 GP 6| 2531 18 75709
FB7| 792 319 28948 T™W 7| 225 1414 8064 GP 7| 273 21 6618
FB 8| 1045 577 53498 GP 8 68 38 252
GP9 83 19 983

#Edges/10

0% ——m——] ———— BB B B B B B B
I W#Attributes
30% |

Bl EEEEEEEBEBELEE

FB1
#Edges/10 |3386
u #Attributes| 105

GPE
7570,9)
18
2531

u #Nodes 159

Figura 6.7: Proporcién de Nodos, Atributos y Aristas de las redes de Facebook, Google Plus y
Twitter

6.2.4.3 Resultados de densidad y entropia

En la Figuraa[6.8]se muestra la densidad y entropia de las comunidades detectadas
por diversos métodos. Se muestran juntas dado que se espera que el resultado sean
comunidades con muchas conexiones internas y con nodos similares. Como se observa
RMOCA+BAS supera fuertemente a los algoritmos del estado del arte, incluso a las
comunidades reales. En el caso de la red de Politicos la entropia es mucho mejor
que otros sin embargo la densidad se vio afectada como se veia en la Tabla sin

embargo al considerar los dos aspectos juntos supera a otros métodos.

La entropia de RMOCA+BAS es mejor en todos los conjuntos de Facebook y
Twitter evaluados como se ve en la Tabla Por otro lado, la densidad es muy
buena comparado con otros algoritmos, Infomap que solo considera estructura obtiene

mejores resultados en algunos casos pero nuestro modelo tiene valores préximos a éste.
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RMOCA+BAS no es superior en los conjuntos de Google+. La entropia fue
superior con el algoritmo de Infomap, mientras que la densidad favorecié a SLPA. Al
observar detalladamente estos conjuntos de datos en la Tabla Infomap obtiene
mejores de entropia en conjuntos con muchos atributos en proporcién al nimero de
nodos, de hecho se tienen casi el mismo nimero de nodos que de atributos, dando
mejor entropia sobre todo en conjuntos como GP7, GP8 y GP9. Por otro lado, SLPA
tiene mejores resultados en la densidad en grafos poco densos como GP3, GP4 y GP5,
mientras que RMOCA+BAS tiene mejores resultados en conjuntos como GP1, GP2,
GP7 y GP9 donde se tiene més aristas ya que la matriz M del modelo RMOCA tiene

mas elementos con los cuales aproximar.

0.7 1
0.6 -
05
Densidad

M Entropia
0.4 - P

G Ground Truth
03 A R RMOCA + BAS

€ CESNA

| Infomap
0.2 1 5 SLPA

0.l

0

G R C 1 3§ G R C I § G R C 1 3§ G R C I § G R C I §

Facebook Twitter Google Plus Football Political Blogs

Figura 6.8: Densidad y Entropia de RMOCA+BAS comparado con otros algoritmos del estado

del arte

6.2.4.4 Resultados de F; y Jaccad

Dado que esos conjuntos de datos cuentan con comunidades reales se evalia que
tan parecidas son las comunidades a las reales, para ello se ocupé la medida de F}
y la similitud Jaccard descritas en la Seccién |3.1.6, RMOCA+BAS obtiene resulta-

dos similares a CESNA en la evaluacion de los conjuntos individuales de Facebook,
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Tabla 6.5: Caracteristicas de las redes sociales con atributos de Facebook, Twitter y Google Plus

Entropia Densidad
RMOCA+BAS CESNA  Infomap SLPA RMOCA+BAS CESNA Infomap SLPA
FB 1 0.170178 0.107964  0.125121  0.124906 0.273243 0.121340  0.113039  0.242912
FB 2 0.338055 0.150958  0.142607  0.139012 0.238325 0.054693  0.114357  0.196014

FB 3 0.294334 0.119450  0.115325  0.106411 0.216035 0.059680 0.332185  0.196053
FB 4 0.535065 0.073496  0.000032  0.064817 0.459618 0.040376  0.046069  0.052711
FB 5 0.358014 0.055524  0.062031  0.050442 0.098243 0.032230  0.195387  0.062594
FB 6 0.119859 0.041083  0.049969  0.041457 0.240977 0.090964 0.333211 0.087681
FB 7 0.146843 0.046068  0.050221  0.044143 0.135486 0.054306  0.199729  0.073725
FB 8 0.067166 0.037328  0.045727  0.038299 0.168874 0.101465 0.330654  0.059633
TW 1 0.121588 0.041451  0.066641  0.002180 0.136716 0.054337  0.039778  0.247518
TW 2 0.309971 0.124176  0.115349  0.114719 0.218577 0.050590  0.243515  0.000000
TW 3 0.387624 0.195753  0.117638  0.116330 0.303969 0.087286  0.184577  0.000000
TW 4 0.303019 0.107275  0.076988  0.072791 0.27360 0.052497  0.109822  0.249781

TW 5 0.253714 0.076028  0.030117  0.000000 0.190984 0.033579  0.061815  0.000000
TW 6 0.390674 0.115549  0.106206  0.084650 0.191807 0.029469  0.06675 0.000000
T™W 7 0.167961 0.069340  0.047352  0.046925 0.220314 0.074539  0.036333  0.190024

Gl 0.041077 0.047456  0.053317  0.023747 0.044495 0.037997  0.007093  0.000000
G2 0.002698 0.008716  0.001716  0.007393 0.065168 0.001938  0.000909  0.037947
G3 0.008178 0.018781 0.065891  0.029926 0.081406 0.172832  0.004898 0.296017
G4 0.006160 0.009733  0.031770  0.026647 0.065073 0.019768  0.009173  0.249912
G5 0.019571 0.017502  0.086247  0.027264 0.049162 0.017242  0.002686 0.310158
G6 0.005255 0.008059 0.007899  0.006238 0.026769 0.012031 0.011698  0.111752
G7 0.010500 0.008407 0.091185 0.049666 0.082049 0.097664 0.005628  0.000000
G8 0.029209 0.023951  0.103141 0.121997 0.107143 0.064048  0.040584 0.242063
G9 0.043292 0.004746  0.135164 0.127386 0.067141 0.007694  0.044881  0.000000

Twitter y Google Plus como se puede observar en la Tabla Como se observa In-
fomap y SLPA que tuvieron buena entropia y densidad en Google+, no tienen buena
aproximacién a los conjuntos reales comparados con CESNA y RMOCA+BAS ya
que ambos estan basados en modelos y en el caso de RMOCA+BAS también esta
basado en distancia lo cual mejora la entropia y densidad que pudiese CESNA. El
conjunto de Facebook donde ninguno de estos dos algoritmos es el mejor es el con-
junto FB7, donde SLPA tiene mejor resultado ya que este conjunto tiene mas aristas

en proporcion al nimero de nodos y atributos.

La Figura muestra el promedio de F} y Jaccard para los conjuntos de datos de
Facebook, Twitter y Google Plus. El modelo de CESNA considera un traslape denso
dado un estudio previo de estas redes sociales por lo que tiene resultados superiores
a otros algoritmos del estado del arte en estas medidas que evalian la similitud a
grupos reales. Como se observa en la Figura [6.9) RMOCA+BAS tiene muy buenos

resultados, incluso superiores a los de CESNA a excepcion de la red de Football donde
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Tabla 6.6: Comparacién de la medida F; y Jaccard para evaluar la similitud de las comunidades

detectadas con las reales

Fl-measure Jaccard

RMOCA+BAS CESNA  Infomap SLPA RMOCA+BAS CESNA  Infomap SLPA

FB 1 0.603238 0.602061 0.183101  0.457807 0.516128 0.482167 0.152067 0.361757
FB 2 0.535000 0.326727  0.398709 0.366133 0.395000 0.205922  0.287551  0.281541
FB 3 0.485020 0.518575 0.27737  0.322906 0.358259 0.378369 0.233528 0.263523
FB 4 0.316537 0.283223  0.242863 0.282346 0.211698 0.180781  0.173627  0.183267
FB 5 0.142939 0.202643 0.056767 0.099332 0.080438 0.118073 0.032851 0.057266
FB 6 0.329376 0.275107  0.071474 0.201282 0.242596 0.188172  0.047635 0.154115
FB 7 0.381275 0.423544  0.167974 0.496409 0.276346 0.319984 0.127174 0.403935
FB 8 0.355512 0.328399  0.207683  0.294081 0.246712 0.234862  0.160407  0.225973
TW 1 0.345544 0.335478  0.264311  0.158691 0.227698 0.249292 0.191721 0.102881
TW 2 0.469554 0.374043 0.120463  0.156939 0.345506 0.258068 0.116621  0.104973
TW 3 0.368119 0.379735 0.286135 0.123737 0.247594 0.347369 0.193151  0.074481
TW 4 0.291601 0.164888  0.042999 0.071204 0.178725 0.174442  0.024322  0.042308
TW 5 0.297017 0.319782 0.291277  0.000000 0.191242 0.200521 0.191202  0.000000
TW 6 0.470067 0.33269  0.293236  0.077666 0.324094 0.209629  0.186908 0.047716
T™W 7 0.226981 0.304882 0.187531  0.129605 0.143295 0.207984 0.115611  0.082798

Gl 0.376456 0.31030  0.118572  0.181365 0.272502 0.192699 0.075047 0.121553
G2 0.223090 0.16321  0.011715 0.027368 0.134493 0.091610  0.000000  0.015810
G3 0.128205 0.10638  0.025878 0.265837 0.068493 0.056180  0.015129 0.195085
G4 0.552384 0.09344  0.247834  0.027368 0.381593 0.049010  0.140762  0.015810
G5 0.260514 0.19280  0.032400 0.130294 0.163297 0.173332 0.047914  0.074627
G6 0.292584 0.30902 0.217376  0.186102 0.196466 0.210200 0.154540 0.152048
G7 0.721739 0.54737  0.052293  0.691170 0.564626 0.376812  0.028687 0.535448
G8 0.388889 0.21500  0.121109  0.203333 0.241379 0.128182  0.072456  0.120790
G9 0.308083 0.14286  0.083916  0.023810 0.029911 0.076923 0.055128 0.012048
1
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Figura 6.9: Fj-measure y Jaccard de RMOCA+BAS comparado con otros algoritmos del estado
del arte

la recuperacion de las comunidades estructuralmente no habia sido buena.

De tal forma que tanto CESNA como RMOCA+BAS obtienen comunidades mas
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parecidas a las reales, sin embargo las comunidades detectadas por RMOCA+BAS

contienen nodos méas parecidos y con mas conexiones que los detectados por CESNA.

6.3 Pre-Seleccién de atributos integradas al método

mixto

La dimensionalidad de las redes sociales eleva la complejidad en el proceso de
deteccion de comunidades, es por ello que siguiendo una de las hipdtesis que dio
origen a este trabajo de tesis se hace una seleccién de los atributos mas relevantes, a
través del ranking propuesto por la Ecuacién [5.1] que lleva por nombre importancia
global de atributos W, (G). Este proceso de seleccién de atributos es planteado como
una etapa previa en la que se transformard un grafo inicial G(V, E, A) a un grafo
con un subconjunto de atributos GR(V, E, AT) tal que A® C Ay A representa los

atributos relevantes.

Seleccionar los mejores atributos para el procesos de deteccion de comunidades
puede traer varias ventajas como la reduccion de la gran cantidad de variables, quitar
los elementos irrelevantes, redundantes, inesperados, erréneos o sospechosos. Esta
seleccion puede tener otros usos como encontrar los intereses mas relevantes, dirigir
publicidad segtun el perfil de la persona, analizar el comportamiento de los usuarios

con respecto a un tema y la segmentacién de mercado.

Integrando la seleccion de atributos al método mixto, primero obtenemos el rank-
ing de los mejores atributos del conjunto original de redes sociales con la medida
W, (G), después seleccionamos los mejores atributos y reconstruimos la red, finalmente
aplicamos un algoritmo de deteccién de comunidades sobrepuestas para encontrar las

comunidades, que en este caso es RMOCA+BAS.

La seleccion del los atributos disminuye la complejidad de cualquier algoritmo de
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deteccién de comunidades. El calculo de la medida W, (G) toma O(N + AE) donde N
es el numero de nodos, A el numero de atributos y F el nimero de aristas. RMOCA
toma O(F + NA) para la estimacién de Cs y O(NA) para la estimacién de C'y para
cada ¢; € C. BAS toma O(A(E + N)). De tal forma que RMOCA+BAS tiene una
complejidad de O(A(E + N)) para cada ¢; y se ve reducida a O(a(E + N) + A) tal

que « es una constante menor a A que va de 15 a 25 aproximadamente.

Primero, se evaluara el desempeno de W,(G)+RMOCA+BAS comparando al
tiempo empleado en la deteccién de comunidades con todos los atributos y con solo los
mas relevantes. Posteriormente, se hace uso de las medida F1 y Jaccard para medir
el parecido de las comunidades detectadas a las esperadas en funcién al ntimero de
atributos. Finalmente, se compara con el algoritmo de CESNA que también hace

deteccién de comunidades sobrepuestas.

6.3.1 Experimento 1: recursos en la deteccién de comunidades

sobrepuetas

Como es de suponerse el decremento de los atributos implica una disminucién
significativa del tiempo que requiere el procesamiento. Se seleccionaron los mejores
veinte atributos de los conjuntos de datos dados por las redes de Facebook, Twitter y
Google Plus. Posteriormente se reconstruye el grafo y finalmente se integra al proceso
de deteccién de comunidades sobrepuestas. Se considera el tiempo que consume
la seleccion de atributos, asi como el de la detecciéon de comunidades. Ademas,

para hacer una comparacion justa se aplico la seleccion tanto a CESNA como a

RMOCA-+BAS.

En la Figura [6.10] se muestra el tiempo empleado por ambos algoritmos con y
sin la medida W,(G) en los conjuntos de datos de Facebook. Como se observa el

decremento es muy significativo con una reduccién de 56.85% promedio del tiempo,
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Figura 6.10: Tiempo empleado en el proceso de deteccién de comunidades con y sin la seleccién

de los mejores atributos

teniendo las mayores reducciones en los conjuntos de datos de Twitter ya que éstos

contaban con més atributos llegando a ocupar hasta solo 13.23% del tiempo original.

6.3.2 Experimento 2: evaluacion de la cantidad de atributos

relevantes

El ranking dado por la medida W, (G) nos devuelve el orden de importancia de los
atributos, sin embargo se requiere seleccionar los k£ mejores atributos. Determinar el
valor apropiado de k no es una tarea facil. Se determiné que sin importar el niimero
de atributos del conjunto inicial, los mejores resultados en cuanto a la calidad de
la comunidad y el tiempo es de aproximadamente 20 atributos principalmente para
aquellos conjuntos que exceden de los 250 atributos. A continuacion se evalia la

cantidad de nodos a seleccionar en relacion a las comunidades esperadas.

Para evaluar las comunidades detectadas se hicieron pruebas en conjuntos de datos
de las redes sociales en linea de Facebook, Google Plus y Twitter. Se consideraron
los tres conjuntos de datos con mayor ntimero de atributos de cada red social, de tal
forma que se evaluaron los conjuntos de datos: FB6, FB7, FB8, GP1, GP2, GP3,
TW5, TW6 y TWT que van de 319 a 3750 atributos, la descripciéon de los conjuntos
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Figura 6.11: Variacién de F; y Jaccard segtn el ntiimero de atributos seleccionados.

de datos se encuentra en la Tabla [6.4

Para la pruebas se seleccionaron los £ mejores atributos, donde k£ varié de 5 en 5
para los primeros 40 atributos, de 50 en 50 hasta los 200 atributos y de 100 en 100
hasta el nimero maximo de atributos, en este caso 3700 atributos. Se observd que no
se presentan mejoras significativas en la similitud de las comunidades detectadas a las
esperadas en la mayoria de los casos ya que la mejora es poca, sin embargo existen
picos que suelen darse en algunos conjuntos de datos ente la seleccién de 15 a 25
atributos como se puede ver en la Figura [6.11] para el conjunto de datos de Facebook
que tiene 480 atributos. En ella se puede ver la relacion del incremento en tiempo que
implica usar todos los atributos y como la calidad de la comunidad no cambia signi-
ficativamente. Sin embargo existe un pico cuando el nimero de atributos e alrededor
de 20, donde no solo se reduce el tiempo sino que las comunidades son mejores segiin
las medidas de I} y Jaccard que se observan en esa imagen. Cabe destacar que cuando

se seleccionaron menos de 5 atributos la calidad de las comunidades se veia afectada.
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6.3.3 Experimento 3: comparacion de comunidades sobre-

puestas detectadas

Como era de esperarse se obtuvo una reduccién en el tiempo, sin embargo, la
reduccion de la cantidad de los atributos podria comprometer los resultados obtenidos
en la calidad de las comunidades detectadas. Seleccionando los mejores 20 atributos
en los conjuntos de Facebook y Google Plus, y los mejores 25 para los conjuntos de
Twitter, se extendieron los experimentos de la secciéon anterior a todos los conjuntos

de la Tabla [6.4]

La diferencia de las comunidades detectadas fue medida usando F1 y Jaccard en la
Figural6.12]se pueden comparar los resultados obtenidos en CESNA, en RMOCA+BAS
y en RMOCA+BAS con la seleccion de los atributos. En el caso de Twitter casi siem-
pre se tiene una mejora cuando se hace la seleccion de los atributos, este incremento
suele incluso superar a CESNA en conjuntos de datos en los que este algoritmo habia

obtenido mejores resultados que RMOCA+BAS como en TW1, TW5 y TW7.

o7

[

BASHRMOCA
W, [G)+BASHRMOCA
CENA

BAS+HRMOCA

04
B, [G) +BASHRMOCA

o3 CEBNA

ol T

GPI GP2 GP3 GF4 GP5 GPe GPT GFE  GFF TWI TW2 TW3 TW4 TWS5 TWe TW7

(a) Google Plus (b) Twitter

Figura 6.12: Evaluacién con Jaccard de las comunidades detectadas con y sin seleccién de los

mejores atributos.

Dado que el ranking de la medida W, (G) puede ser aplicado a cualquier algoritmo,
se aplico al algoritmo de CESNA que detecta comunidades sobrepuestas considerando

atributos. El incremento en CESNA fue en promedio de 9% en F y cerca del 11% con
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Jaccard. Dado que los primeros conjuntos de Facebook son mas pequenos que de las
otras redes sociales, aplicar el ranking en nuestro algoritmo afecté las comunidades
detectadas, no siendo asi para las de CESNA como se observa en la Figura [6.13]
sin embargo, cuando el tamano del conjunto aumenta no afecta la calidad de la

comunidad.

oz

oF

08
BASHRMOCA

W, [G)+BAS+HRMOCA

a4 CEMNA

W, [G)* CEBNA

ol

Figura 6.13: Comparacién de Fy de las comunidades detectadas con y sin seleccién de los mejores
atributos en RMOCA+BAS y en CESNA.






Capitulo 7

Conclusiones

La deteccién de comunidades es un campo de estudio que ha sido abordado desde
hace muchos anos; sin embargo, aplicar estos algoritmos a la redes sociales en linea no
es apropiado porque originalmente estaban dirigidos a grafos aleatorios y no a grafos
con caracteristicas propias de las redes sociales, como la de seis grados de separacién.
La integraciéon de atributos al grafo, dada por las relaciones en redes sociales, permite
la obtencién de mejores resultados, lo cual ha sido comprobado por varios trabajos
en el area; sin embargo, este tipo de integracién a sido abordado en menor medida

dada la complejidad que pueden llegar a tener la representacién del grafo.

El principal problema en la deteccion de comunidades con atributos es el uso de dos
tipos de informacién que podrian arrojar dos conjuntos de comunidades diferentes;
conjuntar la estructura del grafo y los atributos para obtener un solo conjunto de

comunidades sigue siendo un reto.

Los métodos existentes de detecciéon de comunidades en redes sociales con atrib-
utos suelen obtener comunidades similares a las esperadas o comunidades con nodos
muy conectados y parecidos. El problema resuelto en esta tesis fue lograr obtener

ambos tipos de comunidades conjuntando la estructura del grafo y los atributos.

153
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7.1 Conclusion

En esta tesis se presenta un método mixto que integra el método basada en modelo
(RMOCA) y una medida que balancea atributos y estructura (BAS), la cual hace uso
de la medida propuesta de calidad de atributos basada en estructura (Q4). El método
mixto de deteccién de comunidades propuesto considera los atributos a través de la
mezcla de propiedades de los algoritmos basados en modelo y los algoritmos basados
en distancia. RMOCA, al estar basado en modelo, permite obtener comunidades
parecidas a las comunidades reales, mientras de la medida BAS ayuda a obtener

mejor calidad de las comunidades en términos de entropia y densidad.

El modelo propuesto, RMOCA, no sélo permite obtener comunidades con nodos
similares (nodos que comparten atributos) también encuentra nodos con multiples
enlaces al interior de las comunidades. Y a diferencia de otros algoritmos que también
lo logran, nuestro modelo obtiene comunidades muy parecidas a las originales al
considerar atributos. Sin embargo, la optimizacion usada para minimizar la funcion
definida por el modelo es tardada y en ocasiones no logra converger, por lo que se usé
un numero maximo de iteraciones. A pesar de ello, se logran mejoras con respecto a

algoritmos del estado del arte.

La medida de calidad, BAS, presenta una integracién de la valoracién de las rela-
ciones (aristas) asi como de los atributos en los nodos, lo cual mejora las comunidades
previamente obtenidas por otros algoritmos. BAS balancea la estructura y los atribu-
tos, para ello hace uso de la conductividad y la nueva medida de calidad de atributos
() 4; esta ultima considera importancia global de un atributo, importancia local de un
atributo y densidad de atributos. Esta medida podria ser optimizada para detectar
comunidades de manera directa, sin embargo requeriria de seleccionar buenas semillas

(nodos iniciales) y conocer el nimero de comunidades a detectar.

El método mixto para la deteccion de comunidades toma como base esta medida de
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calidad para generar comunidades sobrepuestas, a partir de la mezcla de comunidades.
El proceso de expansion de comunidades logra mejorar la precision de las comunidades
detectadas y permite considerar los atributos en comunidades previamente detectadas.
Sin embargo, si las comunidades iniciales contienen nodos erréneos, éstos no son

eliminados aunque podrian ser detectados como un traslape en la comunidad correcta.

Un elemento que ayuda a reducir esta complejidad es reducir la dimensionalidad,
como lo es la selecciéon de atributos. La seleccién de atributos propuesta permite
obtener aquellos que son méas importantes considerando si alrededor de los nodos
que lo poseen, o en contra, se forma una o varias comunidades. Adicionalmente,
esto permite eliminar aquellos atributos que son erréneos o irrelevantes. El pre-
proceso de seleccién de atributos relevantes ayuda a reducir el tiempo y espacio en la
deteccion de comunidades sobrepuestas, sin repercusiones negativas en la calidad de
las comunidades, incluso en algunos casos se obtuvo una mejora en las comunidades

detectadas, esto se debe a que se eliminan atributos innecesarios o erréneos.

7.2 'Trabajo a futuro

A diferencia de otras ciencias, las ciencias sociales son constituidas a través de
significado, motivos y definiciones, de tal forma que involucran un proceso de inter-
pretacion; el modelo desarrollado permite obtener conjuntos de atributos por lo que
falta interpretar la relacién de éstos con las comunidades de nodos encontradas en

este mismo procedimiento.

La medida fue propuesta para un proceso de expansion, sin embargo también
podria usarse para eliminar aquellos nodos mal clasificados en el proceso inicial, mejo-

rando la pureza de las comunidades detectadas.

Actualmente, el proceso de expansién sigue siendo afectado por el proceso es-
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tocéstico de seleccion de atributos. La eficiencia de las comunidades se podria ben-
eficiar si el nodo que se agrega es el mejor candidato, sin embargo podria elevar la

complejidad por lo que es un estudio que se debe realizar.

BAS podria ser usada en un proceso de optimizacion para la deteccion de comu-
nidades con las adecuaciones apropiadas, de tal forma, que se obtenga un modelo
basado unicamente en distancia; o bien podria ser integrada a cualquier algoritmo

tradicional de agrupamiento que haga uso de una funcion de distancia.

El balance entre los atributos y la estructura continiia siendo un problema abierto
por lo que es necesario ampliar el andlisis sobre algunas otras propiedades de las redes

para obtener conclusiones precisas.

La seleccién de atributos dada por la importancia de atributos W4 (G) permite
eliminar atributos irrelevantes y erréneos, sin embargo otro de los problemas que se
tiene en redes sociales es la duplicidad, por lo que deberia expandirse para detectar

aquellos atributos redundantes, ya sea para eliminarlos o para integrarlos en uno solo.
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