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Resumen

En 1995, Rainer Storn y Kenneth V. Price desarrollaron un algoritmo evo-
lutivo para optimizacioén global sobre espacios continuos llamado Evolu-
cién Diferencial. Este algoritmo realiza una cruza entre tres padres y suele
converger radpidamente al 6ptimo (o a su vecindad) en problemas con una
sola funcién objetivo y sin restricciones. Ademas, el desempefio de este
algoritmo depende del control de pocos parametros, lo cual facilita su uso
en diversos problemas. Estas caracteristicas hacen de la evolucién difer-
encial un candidato idéneo para resolver problemas multiobjetivo. En los
problemas multiobjetivo se busca optimizar dos 0 mds funciones las cuales
se encuentran en conflicto unas con otras, es decir, el mejorar una funcién
significa empeorar el desempefio de las otras.

Este trabajo presenta el disefio de un algoritmo (en dos distintas ver-
siones) que resuelve problemas de optimizacién multiobjetivo utilizando
la evolucién diferencial en la generacion de nuevas soluciones. El algorit-
mo propuesto utiliza el esquema de la evolucién diferencial para cruzar
tres padres y obtener un solo hijo el cual compite con un padre para saber
quién pasa a la siguiente generaciéon. Ademas, el algoritmo mantiene dos
poblaciones distintas: la poblacién principal (que sirve para la seleccién de
los padres) y una poblacién secundaria. La primera version del algoritmo
maneja una malla adaptativa para retener las mejores soluciones obtenidas
y distribuirlas uniformemente, y la segunda versién adopta el concepto
de dominancia-e para los mismos fines. Es importante mencionar que el
algoritmo propuesto también contempla un esquema distinto en cuanto al
manejo de restricciones permitiendo que algunas soluciones no factibles
intervengan en la cruza ayudando a resolver eficientemente problemas
multiobjetivo con restricciones (los cuales suelen ser mas dificiles).

Para medir el desempefio del algoritmo, se implementaron una serie
de métricas llamadas medidas de desempeiio, las cuales ayudan a determinar
la cercania de los individuos obtenidos con respecto al verdadero frente,
asi como su la bondad de su distribucién. Esto permite realizar una com-
paracion cuantitativa directa con algoritmos representativos del estado del
arte, tales como: PAES, NSGA-II y PDE. La comparacién se realiz6é en un
conjunto de funciones de prueba estdndar, encontrdndose que el algorit-
mo propuesto en este trabajo resulta muy competitivo en su desempefio
promedio.



Abstract

In 1995, Rainer Storn and Kenneth V. Price developed an evolutionary
algorithm for global optimization over continuous search spaces which
was called “Differential Evolution”. This algorithm performs a recombina-
tion among three parents and tends to converge very rapidly to the opti-
mum (or its vicinity) in unconstrained single-objective problems. Further-
more, the performance of this algorithm relies on the control of few para-
meters, which facilitates its use in diverse problems. These characteristics
make differential evolution an ideal candidate for solving multiobjective
problems. In multiobjective problems, we aim to optimize two or more ob-
jective functions, which are in conflict with each other (i.e., improving one
objective implies worsening the others).

This work presents the design of an algorithm (of which two different
versions are proposed) that solves multiobjective optimization problems
using differential evolution to generate new solutions. The proposed al-
gorithm uses differential evolution’s scheme to recombine three parents
to obtain a single offspring which competes with a parent to determine
who passes to the following generation. Furthermore, the algorithm keeps
two different populations: the main population (which is used to select the
parents) and a secondary population. The first version of the algorithm
uses an adaptive grid to retain the best solutions found and to distrib-
ute them in an uniform way. The second version adopts the concept of
e—dominance for that sake. It is important to mention that the proposed
algorithm also contemplates a different scheme to handle constraints. This
scheme allows some infeasible solutions to intervene in the recombina-
tion, helping to solve in a more efficient way constrained multiobjective
optimization problems (which tend to be the most difficult to solve).

In order to evaluate the performance of the proposed algorithm, we im-
plemented a series of performance measures (or metrics) which help to de-
termine the closeness of the individuals obtained with respect to the true
Pareto front. They also allow to determine how good (i.e., uniform) is their
distribution. This allows a direct quantitative comparison with algorithms
that are representative of the state-of-the-art, such as: PAES, NSGA-II and
PDE. This comparison was performed on a standard set of test functions.
In our study, we found that the proposed algorithm in this work is, on
average, highly competitive.



Capitulo 1

Introduccion

Los problemas de optimizacién han sido sumamente estudiados, de-
bido a la importancia que tienen en la practica. Algunos problemas han lo-
grado resolverse satisfactoriamente mediante métodos mateméticos, como
la optimizacién lineal. Sin embargo, el problema general de optimizacién
global no lineal permanece como no resuelto, dado que no existe ningtin
método determinista que garantice converger siempre al 6ptimo de una
funcién objetivo arbitraria con restricciones arbitrarias [5]. Por esa razén,
las heuristicas han tomado un gran auge, y entre ellas destacan los algo-
ritmos evolutivos. La computacion evolutiva engloba a un conjunto de
heuristicas que basan su funcionamiento en el mecanismo de seleccién
natural propuesto por Charles Darwin, y luego extendido en el denomi-
nado Neo-Darwinismo.

En esta tesis se atacan los problemas de optimizacién multiobjetivo.
Estos problemas tienen mds de un objetivo a optimizar, y normalmente
éstos se encuentran en conflicto unos con otros, por lo que el mejorar un
solo objetivo significa empeorar el desempefio de los otros. A diferencia de
los problemas de optimizacién global en los que la soluciéon del problema
es un punto tnico, en los problemas multiobjetivo se trata de encontrar
un compromiso entre las distintas funciones objetivo, por lo que se suele
obtener un conjunto de soluciones al que se denomina conjunto de 6pti-
mos de Pareto (en honor a Vilfredo Pareto quien definié por primera vez
este tipo de soluciones).

Para resolver estos problemas multiobjetivo, en este trabajo se utiliz6
un tipo de algoritmo evolutivo llamado Evolucién Diferencial, el cual fue
desarrollado por Storn y Price en 1995 [39, 40] para optimizacién en espa-

3



4 1. Introduccién

cios continuos. En el algoritmo propuesto, se seleccionan tres individuos
como padres. Uno de los padres es el principal y éste se perturba con el
vector diferencia de los otros dos padres. De esta manera se van forman-
do las nuevas soluciones del problema y se utiliza un archivo externo (o
poblacién secundaria) para retener a las mejores soluciones que se vayan
encontrando a lo largo del proceso evolutivo.

Actualmente existen muchas técnicas para mantener las soluciones en
compromiso obtenidas a lo largo del proceso evolutivo en un archivo ex-
terno, en este trabajo se realizaron dos distintas versiones en cuanto al
manejo del archivo externo, la primera en la que se utiliza un mecanismo
de rejilla y la segunda en la que se utiliz6 el concepto de dominancia-e. El
resto de esta tesis estd organizado de la siguiente manera:

En el capitulo 2 se proporcionan los conceptos basicos acerca del tipo
de problemas que se abordan en la tesis, los paradigmas de la computacion
evolutiva y sus ventajas con respecto a otras técnicas.

En el capitulo 3 se mencionan algunos conceptos de optimizacién mul-
tiobjetivo, asi como el trabajo previo mds relevante relacionado con esta
tesis. También se mencionan las diversas medidas de desempefio que exis-
ten para evaluar algoritmos evolutivos y la interpretaciéon de las mismas.

En el capitulo 4 se describe la técnica de la Evolucién Diferencial, in-
cluyendo su historia, la descripcion del algoritmo y sus diferentes varian-
tes. Se habla también sobre los diversas técnicas que utilizan la evoluciéon
diferencial para resolver problemas multiobjetivo.

En el capitulo 5, se describen las dos técnicas propuestas para resolver
problemas multiobjetivo: MyDE y e-MyDE, detallando cada una de sus
partes: codificacion, seleccién, cruza, mutacién, manejo de restricciones y
manejo de la poblacién secundaria para mantener la diversidad y distri-
bucién de las soluciones.

En el capitulo 6, se detallan las diez funciones de prueba con los que se
realizaron las comparaciones de desempefio entre los dos algoritmos pro-
puestos y distintos algoritmos representativos del estado del arte como lo
son: NSGA-II, PAES y PDE. De estas 10 funciones de prueba, se mues-
tran los resultados de desemperio para las diversas técnicas y un andlisis
detallado de ellos.

En el capitulo 7 se dan las conclusiones de este trabajo, sefialando las
ventajas y desventajas de cada una de las versiones de la técnica. También
se indican algunas rutas posibles de trabajo a futuro que podria derivarse
de esta tesis.



Capitulo 2

Optimizacion y Computacion
Evolutiva

Los algoritmos evolutivos son ampliamente aplicados a problemas de op-
timizacién con espacio de busqueda muy grandes y complejos (p. €j. acci-
dentados, con ruido, etc). Aquellos problemas donde los algoritmos deter-
ministas no escalan apropiadamente o simplemente no funcionan suelen
ser los més adecuados para utilizar algoritmos evolutivos. Debido a que
los algoritmos evolutivos son heuristicas, no aseguran obtener el 6ptimo
global en todas las ocasiones, pero normalmente obtienen una muy buena
solucién en un tiempo computacional considerablemente bajo, ademds de
que no requieren un conocimiento especifico sobre el problema a resolver

[5].

2.1. Optimizacion

El principal objetivo de cualquier técnica de optimizacién es encontrar el
6ptimo global (o sea, la mejor solucion posible) de un problema. Pero no
en todos ellos se puede garantizar una convergencia al 6ptimo global. De
forma matematica, el problema se puede expresar como sigue:

Minimizar f (Z) sujeto a:

gi (%) <0, parai=1,...,p
h; () =0, paraj=1,...,n

donde Z es el vector solucién, f (Z) es la funcién objetivo, g; (Z) es el con-

5



6 2. Optimizacién y Computacion Evolutiva

junto de p restricciones de desigualdad, y %, (%) es el conjunto de n restric-
ciones de igualdad.

Los problemas cuya complejidad estd acotada por un polinomio (por
ej. buscar un elemento en una lista no ordenada) son los denominados
problemas P. Asi, podemos decir que un problema pertenece a esta clase si
puede ser resuelto en tiempo polinomial por una maquina de Turing de-
terministica (significa que el algoritmo se comporta de manera predecible,
que no tiene mds que un camino a seguir).

Los problemas NP son aquellos que pueden ser resueltos en tiempo poli-
nomial por una maquina de Turing no determinista.

También existen los problemas NP completos; en los que los algoritmos
que sirven para resolverlos requieren un tiempo exponencial en el peor ca-
so. Un ejemplo tipico de estos problemas es el del viajero, el cual consiste
en encontrar la ruta minima en la cual se visiten todas las ciudades que se
propongan. El mejor algoritmo que se conoce para este problema es de or-

den O(n?2"). En el problema del viajero el tamario del espacio de busqueda
(1)t

crece conforme se aumenta el nimero de ciudades, con la relacién: ~——=,

donde n es el nimero de ciudades.

Existen muchas técnicas cldsicas para resolver problemas con ciertas
caracteristicas especificas. Los primeros problemas de optimizacion fueron
los de programacién lineal, pero en ellos se requiere que todas las fun-
ciones sean combinaciones lineales de las variables de decisién del pro-
blema. El método Simplex nos asegura encontrar el 6ptimo en problemas
lineales especificos.

Existen también algunos métodos para resolver problemas no lineales,
pero requieren informacién adicional. Por ejemplo, algunos métodos re-
quieren la primera derivada de la funcién objetivo, la cual no siempre esta
disponible en los problemas del mundo real [19].

Actualmente no se conoce un método que asegure encontrar el 6ptimo
global de problemas no lineales (en su caso mds general) en un tiempo
polinomial, por lo que se ha recurrido al uso de heuristicas para resolver
estos problemas. La palabra heuristica es derivada del griego heuriskein,
que significa encontrar o descubrir. Actualmente, cuando hablamos de
heuristica nos referimos a cualquier técnica que mejore el desempefio pro-
medio en la solucién de un problema, aunque no mejore necesariamente
el desempefio del peor caso [5].

Se han desarrollado varios paradigmas dentro de las heuristicas que
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resuelven distintos tipos de problemas. Algunos de estos son:

= Biisqueda tabii [17]: utiliza una memoria para guiar la basqueda, pues
almacena las soluciones mads recientes.

» Recocido simulado[25]: estd basado en el enfriamiento de los cristales,
y es un algoritmo que requiere de una temperatura inicial, final y
una funcién de variacién de la temperatura.

» Escalando la colina: se aplica a un punto, y se generan varios estados
posibles alrededor de él escogiendo al mejor de ellos. Es una de las
btisquedas mas simples de implementar.

2.2. Computacion Evolutiva

La computacion evolutiva engloba a un conjunto de heuristicas que basan
su funcionamiento en el mecanismo de la seleccién natural propuesto por
Charles Darwin y luego extendido en el denominado Neo-Darwinismo
[20].

En la computacion evolutiva, una poblacién estd compuesta por varios
individuos; un individuo es una solucién a un problema y es codificado
segln las necesidades del problema (p. ej. puede ser una cadena binaria);
el medio donde se desenvuelve este individuo es representado por la fun-
cién objetivo; y las restricciones al problema nos dicen qué tan apto es el
individuo para sobrevivir en ese medio.

A estos individuos (llamados padres) de la poblacién se les aplican
operadores probabilisticos (cruza y mutacién) para obtener nuevos indi-
viduos (hijos) que mantienen algunas propiedades de los antecesores los
cuales se conservan o se eliminan mediante una seleccién (deterministica
o probabilistica), este proceso se realiza con cada uno de los individuos
de la poblacién hasta formar una nueva poblacién con nuevos individuos.
Este proceso se repite durante un cierto nimero de iteraciones (llamadas
generaciones en computacién evolutiva).

Pero existen diversos paradigmas en la computacién evolutiva, éstos
son:

= Programacioén evolutiva

= Estrategias evolutivas
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= Algoritmos genéticos

2.21. Programacién evolutiva

Fue propuesta por Lawrence J. Fogel, en los afios 1960’s [30]. En este
paradigma la inteligencia se ve como un comportamiento adaptativo. Fo-
gel utiliz6 la "programacién evolutiva"[15] para hacer evolucionar auté6-
matas de estados finitos, de manera que fuesen capaces de predecir se-
cuencias futuras de simbolos que recibirian. Fogel utiliz6é una funcién de
recompensa'para indicar si un autémata era bueno o no para predecir un
cierto simbolo. El algoritmo de la programacién evolutiva se muestra en
el Algoritmo 1.

Algoritmo 1 Programacién evolutiva

Generar aleatoriamente una poblacién

Evaluar la aptitud de la poblacién

Repetir
Aplicar operador de mutacién a cada individuo de la
poblacién
Evaluar cada hijo resultante de la mutacién

Realizar la selecciéon mediante torneo entre el padre
y el hijo

hasta que se cumpla la condicién de paro

En la programacién evolutiva no se aplica ningtin operador de recom-
binacién, pues simula la evolucién a nivel de las especies y como se sabe,
las especies distintas no se pueden recombinar para crear nuevos indivi-
duos.

2.2.2. Estrategias evolutivas

Fueron desarrolladas por Ingo Rechenberg en Alemania en 1964 [14],
[4] en su intento por resolver un problema de hidrodindmica. La primera
version llamada (1+1)-EE o estrategia evolutiva de dos miembros, usaba
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s6lo un padre y generaba un solo hijo. Este hijo se mantenia s6lo si era
mejor que el padre. En la generacion de los nuevos individuos se utlizaba
la funcién:

ft—l—l :ft +N(0,0’)

donde t se refiere a la generacion actual, y N (0, o) es un vector de ntimeros
Gaussianos con una media de 0 y desviacion estdndar de o. El algoritmo
de las estrategias evolutivas se muestra en el Algoritmo 2.

Algoritmo 2 Estrategias Evolutivas
Generar aleatoriamente una poblacién inicial

Evaluar la aptitud de la poblaciéon

Repetir
Aplicar operador de mutacion a cada individuo de la
poblacion
Aplicar operador de recombinacién

Evaluar cada hijo resultante
Realizar la seleccion

hasta cumplir la condicién de paro

Posteriormente, Rechenberg [22] introdujo la poblacién a las estrate-
gias evolutivas, y propusola (u+1)—EE, en la cual hay p padres que gene-
ran un solo hijo, el cual puede reemplazar al peor padre de la poblacién.
Schwefel introdujo después el uso de multiples hijos (1 + \) — EE y la
(1, A\) — EE. En el primer caso, en la seleccién se toman en cuenta tanto a
hijos como a padres; en el segundo caso, en la seleccién sé6lo se toman en
cuenta a los hijos.

La seleccion en las estrategias evolutivas es deterministica, por lo que
s6lo los mejores individuos pasan a la siguiente generacién. El principal
operador es el de mutacién y el operador de recombinacién juega un papel
secundario y puede omitirse.

Las estrategias evolutivas simulan el proceso evolutivo a nivel de indi-
viduos por lo que la recombinacién es posible.
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2.2.3. Algoritmos genéticos

Fueron desarrollados por John Holland a principios de los 1960’s [21]
en el contexto del aprendizaje de mdquina, pero no se dieron a conocer
hasta la publicacién de su libro en 1975 [23]. Sin embargo, los algoritmos
genéticos han sido utilizados mucho en optimizacién, convirtiéndose en
una técnica muy popular actualmente. El algoritmo genético se muestra
en el Algoritmo 3.

Algoritmo 3 Algoritmo Genético

Generar aleatoriamente una poblacién inicial
Evaluar la aptitud de la poblaciéon
Repetir

Realizar la seleccion de los padres

Aplicar operador de recombinacién

Aplicar operador de mutacién a cada individuo de la
poblacion
Evaluar cada hijo resultante

hasta que se cumpla la condicién de paro

El algoritmo genético enfatiza la importancia del operador de recom-
binacién (operador principal) sobre el de mutacién y utiliza una seleccién
probabilistica.

La codificacién binaria es la mds comun en los algoritmos genéticos,
y dada su universalidad, los operadores basicos de un algoritmo genético
se definen a partir de dicha representacién. En la terminologia adoptada
en computacién evolutiva, la cadena binaria que codifica a un conjunto
de soluciones se le llama “cromosoma”. A cada segmento de la cadena
que codifica una variable se le llama “gene” y al valor de cada posiciéon
cromosOmica se le llama “alelo” (puede ser “0” 6 “1”).
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2.3.

Ventajas de los algoritmos evolutivos

Las principales ventajas que presenta el uso de los algoritmos evolu-
tivos en la resoluciéon de problemas de optimizacién [18] son entre otras,
las siguientes:

Operan sobre una poblacién (o conjunto de soluciones) lo que evita
que la biisqueda se quede atascada en 6ptimos locales.

No requieren conocimiento previo sobre el problema a resolverse.

Pueden combinarse con otras técnicas de biisqueda para mejorar su
desempefio.

Permiten su paralelizacién de forma sencilla.

Son conceptualmente f4ciles de implementar y usarse.
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Capitulo 3

Optimizacion Evolutiva
Multiobjetivo

En el mundo real, la mayoria de los problemas tienen més de un objeti-
vo a optimizar, y normalmente éstos se encuentran en conflicto unos con
otros, por lo que el mejorar un solo objetivo significa empeorar el desem-
pefio de los otros. Muchos de estos problemas suelen convertirse a mono
objetivo (s6lo un objetivo) considerando a todos los demds objetivos como
restricciones del problema principal, dado que esto simplifica su solucién.

3.1. Optimizacién multiobjetivo

El problema de optimizacién multiobjetivo (POM) es similar al problema
de optimizacién global, excepto por el hecho de que en el caso multiobje-
tivo se intenta encontrar un vector de solucién que optimice simultdnea-
mente todas las funciones objetivo, sabiendo de antemano que estas fun-
ciones se encuentran en conflicto unas con otras y el mejorar una funcién
significa empeorar el desempefio de las otras.

3.1.1. Variables de decision

Las variables de decisién son aquellos valores numéricos que se eligen
para un problema de optimizacion. Estos valores pueden ser denotados
como: z; para j = 1,2,...,n. Asi entonces, el vector de n variables de

13
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c —
decision =’ es representado por:

— T
T =[x, 20,...,2,

3.1.2. Restricciones

En la mayoria de los POM existen restricciones emulando las caracteris-
ticas particulares del entorno o de los recursos disponibles. Estas restric-
ciones estan representadas de forma matemética como desigualdades:

g(Z)<0;i=1,...,m
o igualdades:

hi(Z)=0;i=1,....p
3.1.3. Problemas multiobjetivo

El problema de optimizacién multiobjetivo se puede definir matematica-
mente como:
Encontrar el vector 7' * que satisfaga las m restricciones de desigualdad:

g6(Z)<0;i=1,...,m
las p restricciones de igualdad:

hi(Z)=0i=1,...,p
y optimice el vector de funciones objetivo:

(@), (), fiu()

En otras palabras, se intenta determinar el conjunto de todos aquellos
nuimeros que satisfagan las restricciones y que optimicen todas las fun-
ciones objetivo.

Las restricciones son las que definen la region factible del problema y
cualquier vector 7 que esté en esta regién se considera como una solucion
factible.

Existen 3 tipos de problemas multiobjetivo:

= Minimizar todas las funciones objetivo
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= Maximizar todas las funciones objetivo
= Minimizar algunas y maximizar las funciones objetivo restantes

Por simplicidad, se suelen considerar sélo problemas del primer tipo
(minimizar todas las funciones objetivo), transformando las funciones ob-
jetivo, en caso de ser necesario.

3.1.4. Optimo de Pareto

En optimizacién multiobjetivo, el término optimizar cambia con respecto a
la optimizacién mono-objetivo (global), pues se trata de encontrar un com-
promiso entre las distintas funciones objetivo en vez de una sola solucién
como en optimizacion global. Asi entonces, Vilfredo Pareto [33] dio, hacia
finales del siglo XIX, una definicién méas formal de 6ptimo en problemas
multiobjetivo, el cual se conoce en la actualidad como dptimo de Pareto.

La definicién formal es la siguiente:

Un vector de variables de decision ='* € F (donde F es la zona factible) es un
dptimo de Pareto si no existe otro @ € F tal que: f;(7') < fi(7'*) para toda i =
1,..., ky f;(7') < f;(7*) para al menos unaj.

En otras palabras, “El 6ptimo de Pareto es aquel vector de variables en
el cual no se pueden mejorar las soluciones del problema en una funcién
objetivo sin empeorar cualquiera de las demds” [1].

Desafortunadamente, esto no nos proporciona una sola solucién, sino
que obtenemos un conjunto de soluciones llamado Conjunto de Optimos de
Pareto. El conjunto de vectores que corresponden a una solucién incluida
en el conjunto de 6ptimos de Pareto son llamados no-dominados.

3.1.5. Dominancia de Pareto

El término Dominancia de Pareto puede ser definido de la siguiente manera:
— . — . . .

Un vector v = (uy,...,ux) domina a otro v = (v1,...,vy) Si y sélo si u es
parcialmente menor a v

Es decir que para que una solucién domine a otra, ésta necesita ser
estrictamente mejor en al menos un objetivo, y no peor en ninguno de
ellos. Esto es, al comparar dos soluciones A y B, sélo pueden existir tres
posibles soluciones:

= A domina a B
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= A es dominada por B

= Ay B no se dominan (son no dominadas entre sf)

3.1.6. Frente de Pareto

La representacién de las funciones objetivo cuyos vectores son no domi-
nados y ademads estan en el conjunto de 6ptimos de Pareto es llamado el
Frente de Pareto.

La definiciéon formal es la siguiente:

Para un problema multiobjetivo dado 7(96) y un conjunto de 6éptimos
de Pareto P*, el frente de Pareto (F'P*) es:

FP :={] = [fi(a)..... iula)]]x € P*}

De forma general, no existe un método eficiente para encontrar el frente
de Pareto, y la mejor forma de hacerlo es probar todos y cada uno de los
puntos en la zona factible (es decir, enumerar todas las soluciones posibles
con una precision dada). Obviamente, en muchas ocasiones el espacio de
busqueda es tan grande que un proceso enumerativo es incosteable (com-
putacionalmente hablando) y de ahi la necesidad de usar heuristicas co-
mo los algoritmos evolutivos para producir aproximaciones del frente de
Pareto de un problema.

3.2. Algoritmos para optimizacion multiobjetivo

Debido a que la mayoria de los métodos de programacién matemética que
existen para optimizacién multiobjetivo operan sobre un solo individuo a
la vez, se necesitan ejecutar en varias ocasiones para poder encontrar el
conjunto de 6ptimos de Pareto de un POM. En contraste, los algoritmos
evolutivos tienen la ventaja de trabajar con una poblacién (o conjunto de
soluciones), lo que permite generar varias soluciones no dominadas en
una sola ejecucion.

Veremos ahora algunas de las técnicas evolutivas que se han propuesto
para optimizacién multiobjetivo, dividiéndolos segtn la clasificacién de
técnicas multiobjetivo propuesta por Cohon y Marks [7].



Algoritmos para optimizacion multiobjetivo 17

zona factible

- e T

4

Figura 3.1: Gréfica de un frente de Pareto en un problema de optimizacién
con dos funciones objetivo.

3.2.1. Técnicas a priori

Las preferencias del usuario tienen que ser conocidas antes de que comien-
ce la basqueda. Algunos técnicas dentro de este grupo son:

= Orden lexicografico.- se ordenan las funciones objetivo segiin su im-
portancia y se va encontrando el 6ptimo comenzando por la mds
importante. El problema de esta técnica estd en que se debe cono-
cer el orden de importancia de las funciones objetivo y el resultado
depende de dicho orden.

= Funciones de agregacion lineal.- combinan los resultados de las dis-
tintas funciones objetivo en un tnico valor de aptitud. Este valor
de aptitud se obtiene con una combinacién lineal de las funciones
objetivo. El problema es que se debe de introducir un factor de es-
calamiento para las funciones objetivo y en la préctica resulta dificil
realizar una buena asignacién de pesos para las funciones objetivo.
Adicionalmente, este esquema no puede generar porciones concavas
del frente de Pareto sin importar que pesos se usan.

» Funciones de agregacion no lineales.- es una técnica que utiliza un
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vector de metas para minimizar la diferencia entre los valores obte-
nidos. Esta técnica puede generar soluciones en las partes no con-
vexas del frente de Pareto, pero desafortunadamente no son muy
eficientes computacionalmente.

3.2.2. Técnicas progresivas

En estas técnicas, las preferencias se van dando conforme la bisqueda
avanza y el tomador de decisiones indica si una solucién le parece ade-
cuada o no y el proceso actualiza las preferencias conforme el tomador de
decisiones lo va indicando, guiando asi el proceso de buisqueda.

Existen varias técnicas mds en investigacion de operaciones, pero atn
no se han reportado versiones de ellas en computacion evolutiva.

3.2.3. Tecnicas a posteriori

En estas técnicas, las preferencias se expresan al final y el tomador de de-
cisiones recibe una informacién completa de los resultados para asi en-
tonces tomar la decision que mejor le convenga. Es decir, los resultados
intentan mostrar todos los compromisos posibles entre las funciones ob-
jetivo tratando de generar el verdadero frente de Pareto o al menos una
aproximacioén razonablemente buena.

= Muestreo independiente.- consiste en hacer varias ejecuciones de la
técnica para encontrar los puntos del frente de Pareto. En este caso,
se utilizan diferentes valores de los pesos para las funciones objetivo
para generar las diversas porciones del frente de Pareto. El proble-
ma de este tipo de enfoque es que se vuelve muy ineficiente para
muchas funciones objetivo, pues crece exponencialmente al aumen-
tar el niimero de combinaciones posibles.

= Seleccion por criterio.- se hacen sub poblaciones y cada una de és-
tas optimiza una sola funcién objetivo. Un ejemplo claro de este tipo
es el algoritmo de Schaffer llamado VEGA (Vector Evaluated Genetic
Algorithm) [36]. Un problema de este tipo de técnica es que no se ob-
tienen necesariamente elementos del conjunto de 6ptimos de Pareto.
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= Seleccion agregativa.- Se utilizan funciones agregativas para re-
solver los problemas, con la notable diferencia de que los pesos van
cambiando conforme el nimero de generaciones va cambiando.

= Basados en Pareto.- La idea fue propuesta por Goldberg [1] y la idea
basica es encontrar las soluciones no dominadas y asignar una apti-
tud con respecto a esta dominancia de Pareto. Estas técnicas, por la
importancia que tienen, se discuten en mayor detalle en la seccién
siguiente.

3.3. Algoritmos basados en la jerarquizacion de
Pareto

Goldberg [18] propuso utilizar la dominancia de Pareto como un crite-
rio de seleccion para disefiar algoritmos evolutivos multiobjetivo. La idea
principal es marcar a las soluciones que son no dominadas, asignarles una
jerarquia mds alta y retirarlos de la poblacién. Este proceso contintia con
las siguientes soluciones que son no dominadas y se les asigna otra jerar-
quia menos alta que la primemra. Asi, este proceso se realiza hasta que se
ha asignado una jerarquia a cada individuo de la poblacion [9]. También
se sugiri6 el uso de nichos para evitar la convergencia a un solo punto.

A continuacién se muestran los algoritmos mds representativos que
utilizan seleccién basada en una jerarquizaciéon de Pareto.

3.3.1. MOGA

El Multi-Objective Genetic Algorithm (MOGA) fue propuesto por Fonseca
y Fleming [16]. En este enfoque la jerarquia de un individuo depende del
nimero de individuos en la poblacién actual que lo dominan, es decir:

®)

jerarquia(x;,t) = 1+ p,
donde pgt) es el nimero de individuos que dominan a z; en la generacion
t. Asi entonces los individuos no dominados tendrdn una jerarquia de
1" . MOGA utiliza nichos para distribuir uniformemente las soluciones,
ademads usa restricciones a la cruza y otros mecanismos cuya motivacion
es evitar una convergencia prematura.
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Algoritmo 4 MOGA
Inicializar una poblacién

Evaluar la aptitud de la poblacién

Asignar una jerarquia basado en la Dominancia de Pareto
Realizar el computo de los nichos

Asignar una aptitud lineal escalable

Asignar una aptitud de comparticién

parai=1hasta G

Seleccionar con muestreo estocéstico
Cruza por un punto

Mutacion

Evaluar la aptitud

Asignar una jerarquia basado en la Dominancia de
Pareto

Realizar el computo de los nichos
Asignar una aptitud lineal escalable
Asignar una aptitud de comparticion

terminar el ciclo
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3.3.2. NSGA

El Non-Dominated Sorting Genetic Algorithm (NSGA) fue propuesto por
Srinivas y Deb [38] y utiliza la idea original de Goldberg al jerarquizar la
poblacién por capas. Asi entonces, los individuos que estdn en la primera
capa tienen la maxima aptitud (por ser no dominados con respecto a toda
la poblacion) y se obtienen muchas copias de estos individuos con respecto
al resto de la poblacién. El NSGA usa también comparticiéon de aptitud
para distribuir los individuos a lo largo del frente de Pareto.

3.3.3. NSGA-II

El Non-Dominated Sorting Genetic Algorithm - II (NSGA - II) fue pro-
puesto por Deb et al. [11]. Esta es una nueva versiéon del NSGA mads efi-
ciente (computacionalmente hablando) ademas de que se agrega elitismo
y un operador que ayuda a mantener la diversidad sin requerir de paramet-
ros adicionales.

3.3.4. PAES

La Pareto Archieved Evolution Strategy (PAES) fue propuesta por Knowles
y Corne [8]. PAES consiste de una estrategia evolutiva de dos miembros
(en la que un padre genera un solo hijo) en combinacién con un archi-
vo externo el cual almacena los individuos no dominados generados a lo
largo del proceso evolutivo. Asi, cuando se encuentra un individuo no-
dominado, se compara con los individuos del archivo externo, y en caso
de que sea no-dominado con respecto a éstos, una malla adaptativa se en-
carga de elegir a los individuos que salen del archivo externo. La malla
ayuda a mantener diversidad y a distribuir uniformemente las soluciones
no dominadas producidas. Ademds no requiere parametros y su comple-
jidad computacional es menor que la de los nichos.

3.3.5. SPEA

El Strength Pareto Evolutionary Algorithm (SPEA) fue propuesto por Zit-
zler y Thiele [45]. Este algoritmo hace uso de un archivo externo que con-
tiene las soluciones no dominadas del problema. A cada generacién, los
individuos no dominados se copian al archivo externo y se les asigna un
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Algoritmo 5 NSGA-II
Inicializar una poblacién

Generar aleatoriamente una poblacién
Evaluar la aptitud

Asignar un nivel basado en la dominancia de Pareto - “or-
denar”

Generar la poblacién siguiente:

Seleccion mediante un torneo binario
Recombinacién y mutacion

Para i = 1 hasta un ntimero de generaciones
Para la poblacién padre e hijo

- Asignar un nivel basado en la dominancia de Pareto
y ordenar

- Generar el conjunto de frentes no dominados

- Sumar soluciones a la siguiente generacién, em-
pezando por la primera jerarquia y utilizar el factor
de agrupamiento (crowding) en cada frente

Seleccionar los puntos en el frente mas bajo y que estén fuera
de la distancia del factor de agrupamiento

Crear la siguiente generacion

Seleccion mediante un torneo binario
Recombinacién y mutaciéon

terminar el ciclo
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Algoritmo 6 PAES

Repetir

Iniciar una poblacién y agregarla al archivo externo

Mutar un padre p para producir un hijo / y evaluar su aptitud

Si (p domina a h) descartar h
de lo contrario, si (h domina a p)

Reemplazar p con h, y agregar h al archivo
externo

de lo contrario, si (h es dominado por cualquiera del
archivo externo)

Descartar h

de lo contrario, aplicar la prueba (p, h, archivo) para
determinar si:

Se vuelve parte de la solucion y saber donde
se agrega h al archivo.

mientras no se cumpla la condicién de paro
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valor extra el cual es proporcional al ntimero de individuos que lo domi-
nan. De tal forma, la aptitud de cada individuo se calcula de acuerdo con
este valor extra de todos los individuos del archivo externo que lo domi-

nen. Ademads, se adopta una técnica de ciimulos para mantener diversi-
dad.

3.3.6. SPEA-2

El Strength Pareto Evolutionary Algorithm 2 (SPEA 2) fue propuesto por
Zitzler et al. [44]. Este algoritmo tiene tres diferencias principales con re-
specto a su predecesor: para calcular la aptitud de los individuos se toman
en cuenta la cantidad de individuos que lo dominan, y la cantidad de in-
dividuos que son dominados por él. También utiliza una densidad vecinal
que guia la bisqueda més eficientemente. Finalmente usa un esquema del
truncamiento del archivo externo para garantizar la preservacién de las
soluciones en los extremos.

Algoritmo 7 SPEA2
Inicializar una poblacién P

Crear un archivo externo vacio E
Parai=1hasta G

Evaluar la aptitud de cada individuoen Py E

Copiar todos los individuos no dominados de P y E
aE

Usar el operador de truncamiento para quitar los ele-
mentos de E cuando el tamafio del archivo sea muy
grande

Si el tamafio del archivo no se ha excedido entonces
usar los individuos dominados en P para llenar E

Desarrollar una seleccién con torneo binario con
reemplazo para generar la siguiente generacién

Aplicar cruza y mutacién a los seleccionados

terminar el ciclo
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3.4. Medidas de desempeiio para algoritmos evo-
lutivos multiobjetivo

Para realizar una evaluacién cuantitativa de los resultados obtenidos por
los diferentes algoritmos, se han ideado métricas las cuales nos ayudan a
determinar la eficiencia con la que se resuelven los problemas multiobjeti-
vo. Los aspectos que suelen ser medidos por las métricas son la cercania de
los individuos no dominados generados con respecto al verdadero frente,
asi como la distribucién de los individuos no dominados a lo largo del
frente. Algunas métricas son:

3.4.1. Tasa de error (TE)

Indica el porcentaje de individuos que estan sobre el verdadero frente de
Pareto. Matematicamente se representa como:

n

TE — ZiZI €

n

donde n es el nimero de soluciones generadas por el algoritmo y

. 0 sielvectori,Vi=(1,...,n)esta en el frente de Pareto verdadero,
‘1 1 en otrocaso

Un valor de TE = 0, significa que todos los puntos obtenidos estan en
el verdadero frente de Pareto; y TE = 1 significa que ninguno lo esta.

3.4.2. Distancia generacional (DG)

Indica qué tan lejos se encuentran las soluciones generadas por el algorit-
mo del verdadero frente de Pareto. Matematicamente se representa como:

e (i)
n
donde n es el nimero de soluciones generadas por el algoritmo, p =2,y
d; es la distancia euclidiana entre cada vector y el individuo més cercano
al verdadero frente de Pareto. Un resultado de 0 indica que se alcanz6 el
verdadero frente de Pareto y cualquier otro valor nos indica qué tan lejos
se encuentra del mismo.

RS
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3.4.3. Distribucion (D)

Indica qué tan bien distribuidos se encuentran los individuos no domina-
dos generados por el algoritmo. Matematicamente se representa como:

5= nilz:(d_ali)2

i=1
donde n es el nimero de soluciones generadas como resultado del algorit-
mo, y d; = min; (|fi(2) — [ @] + |38 — @], i.j = L....n.

Un valor de 0 en esta métrica indica que todos los miembros del frente
de Pareto generado estdn equidistantes.

3.4.4. Cobertura (C)

Indica si dos conjuntos de vectores de solucién estan juntos o no, o si al-
guno de ellos domina en su mayoria al otro o viceversa. Se define de la
siguiente manera:

orx, xry - M € X" 30 €X' ia ma)
1

donde X', X C X' son dos conjuntos de vectores de solucion. Si todos los
puntos en X’ dominan o son iguales a todos los puntos en X", entonces
C = 1. C = 0 implica lo contrario. Obsérvese que ésta no es una métrica
de distancia para saber qué tan cerca estdn los conjuntos unos del otro.



Capitulo 4

Evolucion Diferencial

La evolucién diferencial es una rama de la computacién evolutiva desa-
rrollada por Rainer Storn y Kenneth Price [39, 40] para optimizacién en
espacios continuos.

En la evolucién diferencial (ED), las variables se representan mediante
numeros reales. La poblacién inicial se genera de forma aleatoria y se se-
leccionan tres individuos como padres. Uno de los padres es el padre prin-
cipal y éste se perturba con el vector de los otros dos padres. Si el valor
resultante es mejor que el elegido para reemplazo, entonces lo reemplaza.
De otra forma, se retiene al padre principal.

4,1. Historia de la evolucidn diferencial

La evolucién diferencial nacié en 1994 en los intentos de Kenneth Price
por resolver el polinomio de Chebychev, problema propuesto por Rain-
er Storn. En estos intentos fue cuando Kenneth Price concibi6 la idea de
utilizar las diferencias entre los vectores para perturbar el vector de la
poblacién. Con esta idea principal, Storn y Price comenzaron a realizar
simulaciones y pruebas para poder construir un método versatil y robus-
to como lo es hoy en dia esta heuristica. La comunidad de ED ha estado
creciendo desde 1995 y cada dia més investigadores trabajan con esta téc-
nica. Es un deseo de estos investigadores que la ED se siga utilizando y
estudiando por més personas alrededor del mundo. Por esta razén es que
la ED no ha sido patentada de ninguna forma [34].

27



28 4. Evolucion Diferencial

4.2. Algoritmo ED para optimizacién global
La ED es un método de busqueda que utiliza N vectores:
Tigii=0,1,2,...,N—1

como la poblacién de cada generacion (G). El valor de N no cambia du-
rante el proceso de minimizacioén. La poblacién inicial se elige de manera
aleatoria si no se conoce nada acerca del problema. Como regla, se asume
una distribucién uniforme para las decisiones aleatorias a tomar. La idea
principal detras de la ED es un nuevo esquema para generar vectores. La
ED genera estos nuevos vectores cuando se suma la diferencia de pesos
entre dos vectores miembros de la poblacion a un tercer vector miembro.
Sila aptitud del vector resultante es menor que el miembro de la poblaciéon
elegido entonces el nuevo vector reemplaza al vector con el cual fue com-
parado. Este vector a comparar puede ser (aunque no necesariamente lo
es) parte del proceso de generacién arriba mencionado. Ademas, el mejor
vector X,,.jorc se evaltia en cada generacion GG para no perder de vista el
progreso durante el cual se hace la minimizacién.

Existen diferentes variantes en ED, las dos mds prometedoras son las
siguientes:

4.2.1. Esquema ED1

— . —
Para cada vector z;¢;¢ = 0,1,2,...,N — 1., un vector de prueba v se
genera de acuerdo a:

— — — —
UV = Zr1,G + F- (xT‘Q,G - xr?),G)

con ry,72, 73 € [0, N — 1], enteros y diferentes, y F' > 0.

Los enteros r;, 75 y r3 son elegidos aleatoriamente en el intervalo [0,
N-1] y son diferentes entre si. F es un factor real y constante que controla
la amplificacién en la variacion diferencial (Z,2¢ — Z,3¢). La figura 4.1
muestra un ejemplo bidimensional que ilustra los diferentes vectores que
toman parte en ED1.

Para incrementar la diversidad de los resultados en los vectores, se usa
el vector:

7: (ul),u2,...,ug
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X1 A& X NP vectores miembros de la poblacidn actual
O Nuevo vector generado

—

5
7 F(sz,e' X36)

+F(X

o,
2.6 er,G)

>

Xo

Figura 4.1: Ejemplo bidimensional de una funcién objetivo mostrando el
proceso de generacion en el esquema EDI.

con:

w — 4 U para j = (n)p,(n+1)p,...,(n+ L —1)p;
7 (zig)j, de otraforma.

donde los paréntesis ()p denotan la funcién médulo con médulo D.
Veamos un ejemplo:

Una cierta secuencia de elementos del vector en @ son elementos idén-
ticos a v, los demds elementos de @ adquieren el valor original de 7; ¢.
Esta idea estd ilustrada en la figura 4.2 paraD=7,n =2y L = 3. El indice n
es elegido de forma aleatoria en el intervalo [0, D - 1]. El entero L esta en
el intervalo [0, D - 1] con la probabilidad Pr(L = v) = (CR)".CR € [0,1]
es la probabilidad de cruza y constituye una variable de control para el
esquema DE1. Las decisiones aleatorias para ambos n y L se recalculan
para cada nuevo vector de prueba .

Y para decidir si el nuevo vector @ se vuelve miembro de la poblaciéon
en la generacion G+1, se compara con el vector Z; ¢, y si tiene un menor
valor al evaluarla en la funcién objetivo entonces u se hace 7;¢41; de otra
forma el valor de 7; ¢ es retenido.
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r1,G+ .EFS,G)
j=0 j=0

1

2 =2

3 n=3

4 n=4

5

6

Vector que contiene a las variables:
xJ.='D_. 1, ..., D-1

Figura 4.2: [lustracién del proceso de cruzaparaD=7,n=2yL=3

4.2.2. Esquema ED2

El esquema ED2 trabaja de igual forma que el ED1 pero genera el vector
v de acuerdo a:

? = :T,G + A (xmejor,G - 'ZLT,G)) + F- (xTZ,G - xr3,G)7

introduciendo una variable de control adicional ). La idea es incorpo-
rar al esquema al mejor vector de la poblacion ?me‘jonc’. Esta caracteristica
puede ser muy util para las funciones objetivo no-criticas. La figura 4.3
ilustra el proceso de generacién del vector. La construccién de  se hace
3 , o e
usando v' y z; ¢, aunque el proceso de decision es idéntico al ED1.

4.3. Diferentes estrategias de ED

Las diferentes estrategias que pueden adoptarse en el algoritmo de ED [34]
dependen del tipo de problema al que se aplique. Las estrategias se basan
en el vector a perturbar, el nimero de diferentes vectores considerados
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X1 & X NP vectores miembros de la poblacidn actual
O Nuevo vector generado

- -
7 F(sz,e,' xrB,G) Minimo

- - -
X, e )\(sz.e' —_ )

—
XO

Figura 4.3: Ejemplo bidimensional de una funcién objetivo mostrando el
proceso de generacion en el esquema ED2

para la perturbacion, y finalmente el tipo de cruza a utilizar. Los siguientes
son las diez estrategias diferentes propuestas por Price & Storn [34].
1. ED/mejor/1/exp
ED/aleatorio/1/exp
ED/aleatorio-al-mejor/1/exp
ED/mejor/2/exp
ED/aleatorio/2/exp
ED/mejor/1/bin
ED/aleatorio/1/bin

ED/aleatorio-al-mejor/1/bin

Y % N o g b= L D

ED/mejor/2/bin

—
)

. ED/rand/2/bin
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La convencion utilizada anteriormente es: ED/x/y/z.

ED se refiere obviamente a la Evolucién Diferencial

x representa el vector a perturbar; puede ser el mejor vector de la
generacion anterior (best) o cualquier vector elegido aleatoriamente
(rand).

y es el nimero de vectores considerados para la perturbacién de x;
Para la perturbacién de un simple vector, se eligen aleatoriamente 3
diferentes vectores, y la diferencia de dos de ellos se suma al tercero.
Para la perturbacién de dos vectores diferentes, se eligen 5 vectores
distintos; la diferencia de pesos para cada par de cualquiera de los
cuatro primeros vectores se suma al quinto.

z se entiende como el tipo de cruza a ser utilizada (exp: exponencial;
bin: binomial). La cruza en la ED se realiza en d variables del vector
dentro de un ciclo limitado por el valor de CR. En la cruza exponen-
cial, la primera vez en la que un niimero aleatorio entre (0,1) supera
el valor de CR se suspende este ciclo y las variables que queden por
alterar quedan intactas. En la cruza binomial, la cruza se realiza en
cada una de las d variables siempre y cuando al elegir un ntimero
aleatorio entre (0,1) éste sea menor que el valor de CR. Asi que para
valores altos de CR, la cruza exponencial y la binomial se comportan
de forma similar.

La estrategia a adoptar para cada problema se determina de forma in-
dependiente mediante ensayo. De tal forma, una estrategia que funcione
mejor para resolver un problema puede no trabajar bien cuando se aplica
para otro problema distinto. Asi tambien, los pardmetros que se adoptan
para un problema tienen que ser determinados mediante ensayo. Sin em-
bargo, la estrategia (ED/aleatorio/1/bin) es la mds comtinmente utilizada
y es la que se adopt6 en este trabajo. En la figura 4.4 se muestra un ejemplo
en el que se ilustra cémo generar un nuevo vector en la poblacién, y como
determinar si pasa a la siguiente generacion.

La explicacion es la siguiente:

1 Se escoge un vector de forma aleatoria dentro de la poblacién, el cual
tiene una aptitud de 94
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2 Se eligen dos vectores de forma aleatoria, uno tiene la aptitud de 5 y
otro de 62.

3 Se calcula la diferencia en sus pesos, esto en el espacio de las variables de
los vectores, obteniéndose un nuevo vector con una aptitud distinta.

4 Un tercer vector es elegido aleatoriamente de la poblacién. En este caso,
tiene una aptitud de 77 y se realiza una suma de éstos en el espacio
de las variables.

5 Este vector de prueba obtenido del paso 4 se cruza con el vector original,
para obtener asi un nuevo individuo que sera el hijo de la cruza. Este
nuevo vector tiene una aptitud de 44.

6 Por ultimo, se realiza una comparacion entre el vector padre y el hijo,
para determinar cudl es el que pasa a la siguiente generacion. En este
caso, el hijo (44) < padre (94) y por lo tanto, el nuevo vector generado
se copia a la nueva generacion.

4.4. Trabajo previo en optimizacién multiobjeti-
vo utilizando ED

Existen pocos trabajos que utilizan la Evolucién Diferencial para resolver
problemas multiobjetivo. A continuacién se revisan las propuestas mas
representativas.

4.4.1. PDE

El Pareto Differential Evolution (PDE) fue desarrollado por H. A. Abbass
y R. Sarker en 2002 [2] y es una adpatacién del algoritmo de ED descrito
con anterioridad con las siguientes modificaciones:

1. La poblacion inicial se genera con una distribucién gaussiana N(0.5,
0.15).

2. El parametro F, se genera con una distribucién Gaussiana N(0, 1).

3. La reproduccion se realiza sélo con las soluciones no dominadas en
cada generacion.
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1) Escoge un vector

: : Representacion del vector de
2} Aleatoriamente elige dos "
; i variables
miembros de la poblacion /

Vd z

= - //' T ey poblacién
Mbﬂhﬁm&ﬂ?tﬂhﬂ e

gy s : Ak Valor de Aptitud
3) Diferencia dz pesos & ' 1 4
entre los miembros

+ 4) Suma un tercer vector elegido
aleatoriamente

5) Realiza una cruza con el vector

elegido para obtener el nuevo
individuo

6) El costo menor sobrevive
a la siguiente generacion

Vector de prueba

Poblacian de la

/ siguiente generacion
W L L1 L O O L O PR

Figura 4.4: Ejemplo de la generacién de los vectores utilizando la Evolu-
cion Diferencial con el esquema (DE/aleatorio/1/bin)
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4. Los limites en las variables se preservan cambiando el signo de la
variable si es menor a 0 o restando 1 si es mayor a 1, hasta que la
variable esté en los limites permitidos.

5. Elindividuo generado se coloca en la poblacién si domina a su padre.

El algoritmo se puede resumir de la siguiente manera: Se genera una
poblacién inicial, y todas las soluciones dominadas se quitan de la
poblacion y los que queden se utilizan para la reproduccion. Tres padres
se seleccionan de forma aleatoria y el hijo se genera de los tres padres y
se coloca en la poblacién si domina al padre principal; de otra forma una
nueva seleccion se lleva a cabo y este individuo se olvida. Este proceso
contintdia hasta que la poblacién se completa. Una version genérica del al-
goritmo se muestra en la figura 4.4.1.

Un ndmero méximo de soluciones no dominadas en cada generaciéon
puede ser de 50. Si el maximo es excedido, entonces se adopta la siguiente
funcion: , ‘

(min||z — 2*|| + min|z — 27||)

2
donde x # 2* # 27. Esto es, la distancia vecinal es la media euclidiana entre
los dos puntos més cercanos. Las soluciones no dominadas con la distancia
menor son removidos de la poblacién hasta que el nimero de soluciones
sea de 50.

D(z) =

4.4.2. MODE

El Pareto-Based multi-objective Differential Evolution (MODE) fue desar-
rollado por Feng Xue, Arthur C. Sanderson y R. Graves [43]. En este algo-
ritmo se intenta simular la ED con los cambios pertinentes de la siguiente
manera, tanto en la cruza, como en la evaluacion de Pareto y en la selec-
cioén.

Operador de cruza utilizando el esquema ED2

Como ya se ha visto con anterioridad, en el esquema ED2 se definen
. . - —
dos clases de vectores, el vector diferencial A- (Z.cjor.: — Zi.c;) Y 10s vectores
— o
perturbadores. F' - (T2 — Zr3.¢),

? = :LT,G) +A- (Z'mejor,G - m) + - <$r2,G - er,G)a
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Algoritmo 8 PDE

1. Generar aleatoriamente una poblacién inicial con distribu-
cion Gaussiana N (0.5, 0.15)

2. Repetir

a. Evaluar los individuos de la poblacién y marcar los
no dominados

b. Si el ntimero de no dominados en la poblacién es
menor a tres repetir lo siguiente hasta que el nimero
de no dominados sea mayor o igual a tres

i. encontrar una solucidon no dominada de los
que no estdn marcados
ii. Marcar esta solucion como no dominada

c. Si el nimero de individuos no dominados es mayor
que el permitido, aplicar la “distancia vecinal” hasta
que el nimero de no dominados sea menor al permi-
tido.

d. Borrar las soluciones dominadas de la poblacién.
e. Repetir

i. Seleccionar aleatoriamente un indiviuo co-
mo padre principal «; y dos individuos
oy, a3 como padres de soporte.

ii. Seleccionar una variable j aleatoriamente
iii. Para cada variable i

Con una probabilidad Uniforme (0,
1) o sii=j, hacer:

hijo al a2 a3
. RV AR € )

de otra forma:

hid
m'zjo - Iql

(2 (2

donde cada variable i del padre prin-
cipal, z¢!, es modificado sumandole
la diferencia de las variables de los
demads padres.
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iv. Si el hijo domina al padre principal, lo
reemplaza en la poblacion.

f. Hasta que termine la poblaciéon de tamafio M.

3. mientras la condicién de terminacién no se satisfaga, regresar
al paso 2.

En la ED mono-objetivo, el vector diferencial es definido como el mejor
vector de la poblacién 7 ,.cjor.c, y €l individuo que estd bajo la operacién
7i.c- El mejor individuo es usualmente el de la més alta aptitud. Sin em-
bargo, en optimizacion multiobjetivo el propésito del algoritmo es encon-
trar un conjunto de soluciones (conjunto de 6ptimos de Pareto). En esta
propuesta, se elige 7’; ¢ de forma aleatoria, y debemos examinar si es un
individuo dominado o no. Si es dominado, entonces el vector ?mejong se
escoge aleatoriamente del conjunto de vectores que dominan a 7' ¢. Y el
vector diferencial es la diferencia entre (7 ,cjorc — ¥ iq)- Perosi @', g es
no dominado, el vector diferencial se vuelve 0, por lo que sélo los vectores
perturbadores causan efecto.

Los vectores perturbadores se definen aleatoriamente de los padres de
la poblacién.

Asi entonces, el operador de cruza que se formula para optimizacién
multiobjetivo es el que se muestra en la ecuacién 4.1, aplicindose a cada
alelo del individuo bajo cierta probabilidad de cruza (p,,):

,f pit F (b — pi), si p; es no-dominado;
b= { Y+ Pmejor + (1 —=7)pi + F - > (pir — pi;g), de lo contrario.
(4.1)
donde p' es el hijo, pi,ejor €5 €l mejor individuo elegido de la poblacién
padre, v € [0, 1] representa el operador adicional, y K es el nimero de
vectores de perturbacion, F es el factor de perturbacién, p; y pg son se-
leccionados aleatoriamente y son mutuamente distintos de la poblacién
padre.

Evaluacion basada en Pareto

En este algoritmo, se utiliza la jeraquizacion de Pareto [18] para evaluar
a los individuos. La jerarquia de 1 se asigna a las soluciones no dominadas
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y se les marca y retira de la poblacién. Un nuevo conjunto de soluciones
no dominadas se jerarquizan con 2 y son removidas de la poblacion. Se
procede asi sucesivamente hasta que todos los individuos queden marca-
dos.

Operador de seleccién

En este algoritmo (MODE), se aplica una estrategia de seleccion (u+\),
en la que ambos padres e hijos compiten para entrar a la siguiente gen-
eracion, es decir, los individuos primero se comparan utilizando su jerar-
quizacién de Pareto. Los individuos con jerarquia mas alta se seleccionan
para la siguiente generacion. Si la jerarquia es la misma, entonces se utiliza
la métrica de agrupamiento (crowding) para elegir a uno de éstos.

Se utiliza la jerarquizacion de Pareto igual que en el NSGA-II, pero en
vez de utilizar el operador de agrupamiento del NSGA-I], se le sustituye
con otro parametro extra o.,.,q para especificar que tan rodeada estd una
solucién en el espacio de las funciones objetivo y asi reducir su aptitud.
Esta estrategia previene la entrada de elementos similares a la siguiente
generacion (evitando la convergencia prematura). La diferencia es que el
operador de agrupamiento (utilizado en el NSGA-II) no necesita especifi-
carse, en cambio este parametro si, y se sugiere un valor pequefio de o.ou4
para los problemas utilizados.

4.5. Algoritmo que maneja las funciones objeti-
VO como restricciones

Existe también otro algoritmo que utliza la ED para resolver problemas
multiobjetivo, desarrollado por B.V. Babu y Mathew Leenus Jehan [3].

Este algoritmo elige una funcién objetivo como la principal, y a las
deméds las considera como restricciones de la primera, utilizando un es-
quema de penalizacién cuando se violan estas restricciones, para tener asi
una sola aptitud y poder realizar la comparacién directa entre los indivi-
duos. También utiliza el algoritmo de la ED de igual forma como si fuera
para mono-objetivo, basandose en la estrategia DE/rand/1/bin para la
generacion de individuos.
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Propuesta para usar ED en
problemas multiobjetivo

La técnica propuesta en esta tesis consiste en un algoritmo que se basa en la
cruza de Evolucién Diferencial para resolver problemas de optimizaciéon
multiobjetivo. Se hace notar que se desarrollaron dos distintas versiones
de la técnica, una en la cual se utiliza el mecanismo de rejilla (MyDE)
y otra donde se usa dominancia-e (¢ — MyDZE) en la poblacién secun-
daria. En el algoritmo 9 se muestra el pseudo c6digo del esquema que pro-
ponemos para resolver problemas multiobjetivo usando evolucién dife-
rencial. Se hace notar que MyDE corresponde exactamente con el algorit-
mo 9y que los cambios correspondientes a ¢ — MyDE son aplicables sélo
a la poblacién secundaria, por lo que el pseudo cédigo del Algoritmo 9
permanece vélido en este caso también.

5.1. Algoritmo de MyDE

En un principio se genera una poblacién inicial aleatoria de tamafio P.
Cada variable se genera mediante una distribucién uniforme dentro de
los intervalos de las variables de cada problema. Una forma de incluir el
elitismo en los algoritmos evolutivos para optimizacion multiobjetivo es
la de utilizar un archivo externo (o poblacién secundaria) en donde se al-
macenan los individuos no dominados encontrados a lo largo del proceso
evolutivo. El objetivo de esta poblacién secundaria es conservar aquellas
soluciones no dominadas encontradas a lo largo del proceso evolutivo ya

39
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que, de no retenerse, podrian ser destruidas por los operadores evolutivos.
En consecuencia, esto asegura que se almacenen las mejores soluciones en-
contradas de forma global (es decir, a lo largo de todo el proceso evoluti-
vo). Al final del proceso evolutivo, los individuos que estén contenidos en
el archivo externo seran el resultado que se presenta al tomador de deci-
siones (el llamado frente de Pareto producido por el algoritmo). Este archi-
vo externo tiene un méximo de N P soluciones que son las que el tomador
de decisiones propone obtener como salida del algoritmo.

Asi entonces, asumiendo que todas las variables estdn dentro de los
limites permisibles, y la poblacion inicial estd ya generada, se seleccionan
3 padres de forma aleatoria y un hijo es generado de estos tres padres; este
hijo se compara con el padre y lo reemplaza si lo domina; de otra forma el
padre es el que trasciende a la siguiente generacién. Todas las soluciones
no dominadas se marcan y se vuelven candidatas para entrar en el archi-
vo externo. Una vez que son o no aceptadas en el archivo externo, éstas
se convierten en padres de la siguiente generacién hasta que el proceso
finalice. Cada uno de los pasos del algoritmo 9 se explican a continuacion.

5.1.1. Codificacion

El algoritmo de la evolucién diferencial propuesto por Storn y Price [40]
utiliza una codificacion real en la que cada variable del problema se repre-
senta en el cromosoma como un niamero real. Adoptando esta misma co-
dificacién, en esta propuesta se usa la codificacion real en la representacion
de cada cromosoma.

5.1.2. Generacion de la poblacién inicial

La poblacién inicial se genera de forma aleatoria con una distribucién uni-
forme U(0, 1), garantizando que las variables del problema se encuentren
dentro de sus limites permitidos. Esto se realiza de la siguiente manera:

x; =LL; +U(0,1) - (LS; — LL)

donde:

j=0,1,2,...,v— 1. (v =ntmero de variables de cada vector solucién)
LI; limite inferior para la variable i

LS, limite superior para la variable i
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Algoritmo 9 Técnicas propuestas: MyDE y € - MyDE

Generar una poblacién inicial de tamafio P
Evaluar la aptitud de la poblacién inicial

Repetir

Repetir
Seleccionar 3 padres
Realizar la cruza utilizando la Evolucion
Diferencial
Realizar mutacién uniforme
Evaluar la aptitud del hijo generado
Si el hijo es mejor que el padre, lo reemplaza
en la poblaciéon

hasta que se genere la siguiente poblacién

Marcar a los individuos no dominados en la
poblacién

Agregar los no dominados al archivo externo en caso
de que sean aceptados

mientras no se cumpla la condiciéon de finalizacién
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5.1.3. Seleccion

La seleccion se realiza de 2 maneras distintas, dependiendo del ntiimero
de generaciones que hayan transcurrido y del pardmetro sel,. Este
pardmetro ejerce una presion de seleccion mds alta ayudando a que se
generen mejores hijos y, como consecuencia, contribuye a obtener mejores
soluciones del problema. Esto sigue lo indicado por Deb [9] en el senti-
do de que la cercania de los padres mejora mucho la explotacién en los
algoritmos evolutivos.

El pardmetro sel, tiene un intervalo (0.2 - 1) (pues cuando el proceso
evolutivo inicia, el archivo externo estd vacio), el cual indica el nimero
de generaciones que tienen que pasar hasta que se ejerza esta nueva pre-
sion de seleccién. Por ejemplo: si sel, = 0.6 y el nimero de generaciones
Gmaz = 200, esto significa que durante las primeras 120 generaciones (o
sea, el 60 % de G,4;) se realiza una seleccion aleatoria y durante las tlti-
mas 80 generaciones se realiza una seleccién elitista. Esto es:

. ., Seleccion Aleatoria, sigen < (sely x G :
Tipo de Seleccién = s » 5L (selz % Gmaa):
Seleccion Elitista, de otra forma.
donde:
gen.- es el nimero de generaciones
Gmag-- €5 el namero total de generaciones

En ambas selecciones, aleatoria y elitista, siempre se debe elegir un
padre como referencia, el cual nos sirve para comparar el hijo generado
por los tres padres con el primero. De tal forma, se busca que el padre de
referencia sea aquél que coincida con el indice del hijo que se est4 generan-
do. Es decir, si es el primer hijo que se genera de la nueva poblacién, en-
tonces se deberd tomar al padre con indice p, de la poblacién y asi sucesi-
vamente hasta generar la siguiente poblacién. Este mecanismo garantiza
que todos los padres de la poblacién primaria serdn padres de referencia
en una sola ocasion.

Los dos tipos de seleccion se explican a continuacion:

1. Seleccién Aleatoria.- Se seleccionan 3 padres de la poblacion pri-
maria de forma aleatoria, siempre y cuando ninguno de los padres
sean iguales.
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2. Seleccién Elitista.- Se seleccionan 3 padres de la poblacién secun-
daria de forma aleatoria, siempre y cuando ninguno de los padres
sean iguales y cumplan con un factor de cercania entre ellos feercania
el cual seilustra en la figura 5.1. Si no existe ningtin padre que cumpla
con esta condicién entonces se elige a cualesquiera. Este factor estd
dado por:

\/ZzF:[{)N (Xi,mtlz - Xi,min)2

fcercania = 9FUN

donde:

FUN =numero de funciones objetivo

Ximaz = valor maximo de la i-ésima funcién objetivo del archivo ex-
terno

Xi,min = valor minimo de la i-ésima funcién objetivo del archivo ex-
terno

Es importante mencionar que este factor fcercania S0l0 se calcula un
méximo de dos ocasiones: una cuando la malla se llena, y, en caso de
que no se haya llenado, entonces se calcula con aquellos individuos
que estén dentro del archivo externo en ese momento. Una vez que la
malla se llene, se recalcula este factor por segunda ocasiéon. Sabemos
que el calcularlo resulta costoso computacionalmente hablando, ya
que se tienen que realizar comparaciones directas entre todos los in-
dividuos del archivo externo, y de ahi que sea importante no repetir
muchas veces este cédlculo.

En la figura 5.2 se ilustra graficamente (en un problema con 2 fun-
ciones objetivo) la diferencia entre la seleccién aleatoria y la elitista cuan-
do ya tenemos al primer padre seleccionado y se busca encontrar a los 2
restantes. Los individuos dentro del circulo son los candidatos a padres.

5.1.4. Cruza utilizando la ED

En el algoritmo propuesto, se utiliza el esquema FED; de la Evolucion
Diferencial detallado en el capitulo anterior (seccién 3.2), utilizando la es-
trategia (ED/aleatorio/1/bin) también detallada anteriormente (seccién
3.3). Esto es, que para cada padre (vector) p;; i = 0,1,2,...,P — 1(P =
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donde:

X s~ i ? + Ko — Ko
f(‘:ercam’a = 2

-

Figura 5.1: Pardmetro fc;cania para dos funciones objetivo

poblacién), el hijo (vector) 7 se genera de acuerdo a:

LS U<O 1) hj = Prij T - (pTQ’j - pr3,j>7 siz < Peruzas
7 hj = Pretj, de otra forma.

donde:
j=0,1,2,... ,var — 1. (var = nimero de variables de cada vector solucién)
Dr1, Pra, Pr3 € [0, P — 1], son enteros y diferentes, y F' > 0.

Los enteros 71,72 y 73 son los indices de los padres seleccionados y re f
es el indice del padre de referencia. F es un factor real y constante que con-
trola la amplificacién en la variacién diferencial, por lo que valores muy
cercanos al 1 hacen que el hijo se mueva lejos del padre p,; y si tiene va-
lores cercanos al 0 el hijo se parecerd mucho al padre p,,. Si analizamos
este factor considerando que se quiere que el hijo mejore casi siempre al
padre, entonces si se aleja mucho de él se puede perder en la busqueda
y si se queda cerca no lo mejora sustancialmente. Por ende, un valor de
F = 0,5 hace que el hijo mantenga las buenas propiedades del padre para
mejorarlo sin cambiar lo suficiente como para empeorar la solucién.
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@ padre seleccionado

F; 4 0] padres candidatos

.
»

I

@ padre seleccionado

F; 4 Opﬂdres candidatos
O
O e

.0

_,’ O \\

) o Y

1
' o |
I 1

®

\ @) '
1 I

\.\ O :

At F

\'\ O/,

\\‘ ’/
o e
O
© o
F

Figura 5.2: Seleccién aleatoria (arriba) y seleccion elitista (abajo)
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5.1.5. Mutacion uniforme

Aunque la Evolucién Diferencial no maneja el operador de mutacion en
ninguno de sus esquemas, en este trabajo se incluy¢ este operador debido
a que en problemas con restricciones y particularmente dificiles, la cruza
por si sola no lograba llegar a ciertas regiones del problema, y como conse-
cuencia, no se generaban los frentes en algunas regiones. Dado que existe
evidencia clara de que la mutacién ayuda a la exploracién de los algorit-
mos evolutivos, entonces se decidi6 incluirla en este trabajo. Se adopté
una mutacién uniforme definida (para representacion real) de la manera
siguiente:

T € U(Oy 1) hj - LI] + U(O’ 1) ’ <LSJ - LIJ)]? St < pmutacz'on;
hj = pj; de otra forma.
donde:
j=0,1,2,...,v — 1. (v = namero de variables de cada vector solucién)

LL; y LS; son los limites inferior y superior respectivamente de cada varia-
ble.

5.1.6. Hijo vs padre

Una vez que se ha generado un hijo, se tiene que realizar la evaluacién de
éste con respecto a sus funciones objetivo para conocer qué tan apto es.
Después se compara con el padre de referencia, y se elige a uno de ellos,
el cual trasciende a la siguiente generacién. Es importante mencionar que
el esquema que se maneja para los problemas con restricciones requiere
que las restricciones se normalicen entre 0 y 1 para conocer la distancia
real a la zona factible para todos aquellos individuos no factibles. La for-
ma en que se realiza esta normalizacién es transparente para el usuario,
pues el algoritmo se encarga de realizarla por si solo. Este mecanismo de
normalizacién se describe a continuacion:

Para cada restriccion C; se utilizan dos variables auxiliares: CS y CI, las
cuales guardaran el valor maximo y minimo para cada restriccién que se
tenga. Por tanto, cada vez que se requiera normalizar una restriccion NC;,
se realiza lo siguiente:

C, — (I,

NCi= CS, — CI,



Algoritmo de MyDE 47

A continuacién se dardn a conocer las reglas de comparacién entre el
padre y el hijo para las funciones sin restricciones y después para aquellas
que contienen restricciones.

Funciones sin restricciones

Primero se realiza una comparacién de dominancia de Pareto entre
padre e hijo:

* si el padre domina al hijo, se elige al padre
* si el hijo domina al padre, se elige al hijo

* si son no dominados entre ellos, se realiza un flip (0.5) para saber quién
trasciende a la siguiente generacion.

Funciones con restricciones

Aqui primero se verifica si son o no factibles, y después se checa la
dominancia de Pareto, y se ve entonces lo siguiente:

* si el padre es no factible y el hijo es no factible, se elige al individuo que esté
mas cerca de la zona factible.

* si el padre es factible y el hijo es no factible, se elige al hijo si y s6lo si el hijo
estd a una distancia de 0,1 de la zona factible y ademds se hace un
flip (0.5). De lo contrario, se elige al padre.

* si el padre es no factible y el hijo es factible, se elige al padre si y s6lo si el
padre estd a una distancia de 0,1 de la zona factible y ademas se hace
un flip (0.5). De lo contrario, se elige al hijo.

* si el padre es factible y el hijo es factible, se verifica la dominancia de Pareto
y se elige tal y como si se tratara de un problema sin restricciones.

En el esquema anterior se busca que individuos que son no factibles
pero que se encuentren muy cerca de alcanzar la zona factible, no sean
descartados, pues suelen ser buenas soluciones que alcanzan regiones no
exploradas del espacio de btiisqueda ayudando a cubrir estas dreas que
son particularmente dificiles en algunos problemas con restricciones. Se
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ha demostrado previamente que el mantener individuos no factibles que
estén en las orillas de la zona factible, ayuda a obtener individuos que
estén en la frontera de factibilidad los cuales, muchas veces, constituyen
regiones importantes del frente de Pareto verdadero [31, 37].

5.1.7. Mecanismo de aceptacion en el archivo externo

El mecanismo que se adopt6 en la primera versiéon del algoritmo pro-
puesto en esta tesis es el de rejilla 0 malla muy parecido al que se adopta
en PAES [8]. En este esquema se maneja una malla autoadaptativa que re-
quiere de un parametro m el cual define el nimero de hiper-cuadrados en
los que se dividira el frente de Pareto actual. En caso de que un individuo
sea no dominado con respecto a todos aquellos que estdn en el archivo ex-
terno, se compara su hiper-cuadrado con aquél que tiene méas individuos.
Si este nuevo individuo radica en un hiper-cuadrado menos poblado, en-
tonces se acepta y un miembro de los individuos que estan en el hiper-
cuadrado maés poblado es retirado.

Insertar individuo en la Rejilla

Cada vez que se quiere insertar un nuevo elemento a esta rejilla se
tienen que evaluar ciertos criterios de aceptacion, éstos son:

1.- si la rejilla estd vacia, siempre se acepta al nuevo individuo

2.- si el nuevo individuo domina al menos a un individuo de la rejilla, entonces
el nuevo individuo se acepta y se retiran a todos aquellos individuos
existentes que sean dominados por el nuevo individuo.

3.- si el nuevo individuo es dominado por un individuo de la rejilla, se rechaza
al nuevo individuo.

4.- si el nuevo individuo es no dominado con respecto a todos los individuos de
la rejilla, se acepta este nuevo individuo si y sélo si la rejilla no estad
llena. En caso de que la rejilla esté llena, entonces se verifica el hiper-
cuadrado en el que se ubicarfa al nuevo individuo y si no esta en
el hiper-cuadrado més poblado, entonces se acepta y se elimina un
individuo del hiper-cuadrado maés poblado.
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Eliminacién de individuos de la rejilla

Cuando se cumple el caso 4 antes indicado, al insertar un nuevo in-
dividuo se procede a eliminar a otro. El individuo a eliminarse serd uno
que esté dentro del hiper-cuadrado mds poblado o con mayor niimero de
elementos. En el caso de PAES, se elimina a cualquiera de ellos aleato-
riamente. En esta propuesta se realiza un célculo extra, en el que se mide
una distancia vecinal para cada uno de los individuos que estén dentro
del hiper-cuadrado més poblado. Asi, el individuo que tenga la distancia
vecinal més pequefia es el que se elimina. La funcién es la siguiente:

(min(|z — z;[) + min(jz — ;1))
2

donde = # x; # z;. Esto es, la distancia vecinal es el promedio euclidiano
entre sus dos puntos més cercanos. De tal forma z; y z; resultan ser los
vecinos més préximos a cada uno de los individuos.

Este mecanismo nos ayuda a eliminar al peor de los individuos que es-
tén dentro del hiper-cuadrado més poblado, ayudando a formar una mejor
distribucién de las soluciones no dominadas que conforman la solucién fi-
nal del problema. Aunque el realizar este calculo se incrementa el costo
computacional del algoritmo, dicho incremento no es significativo, pues
en promedio se evalia esta funcién para diez individuos que estdn dentro
del hiper-cuadrado mas poblado.

D(z) =

Actualizacién del parametro de la rejilla

Este mecanismo se activa por primera vez cuando se alcanza el limite
de individuos permitidos en el archivo externo. Se realiza un célculo para
conocer el tamafio de cada hiper-cuadrado. Esto es, se tienen que calcu-
lar los limites méximos y minimos en cada funcién objetivo de los indivi-
duos que estan dentro del archivo externo. Con esta informacién, se pro-
cede a dividir la region entre el pardmetro m para conocer cudntos hiper-
cuadrados se tendrdn y de qué tamafio serd cada uno. El célculo del tamarfio
del hiper-cuadrado para cada funcién objetivo es el siguiente:

tamano; =

Xi max ~ Xz man
’ ’ (5.1)
m

donde:
i = nimero de funciones objetivo
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Figura 5.3: Asignacion de hiper-cuadrados en la rejilla

Ximaz = valor maximo de la i-ésima funcién objetivo del archivo externo
X min = valor minimo de la i-ésima funcién objetivo del archivo externo

Como se puede notar, este pardmetro se puede calcular dentro del mis-
mo ciclo al del pardmetro de fec,cania, pues requiere de los valores maximos
y minimos de las funciones objetivo.

Una vez que sabemos este tamario de los hiper-cuadrados, procedemos
a asignar a cada individuo un hiper-cuadrado (varios individuos pueden
estar dentro de uno). En caso de que un individuo caiga en una zona que
no estd cubierta por la rejilla, se recalculan sus limites tanto inferior como
superior segin sea el caso. Cada vez que se actualiza la rejilla se tienen que
recalcular los hiper-cuadrados asignados para todos los individuos, pues
el tamafio de la rejilla ha cambiado.

En la figura 5.3 se puede observar como se realiza el calculo del tamafio
de los hiper-cuadrados y la asignaciéon de los individuos a cada uno de
ellas para un problema con dos funciones objetivo. En el ejemplo se fija el
pardmetro malla = 5y como consecuencia se forman 25 hiper-cuadrados
de dimensién 2, por ser de dos funciones objetivo.
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52. ¢-MyDE

En esta segunda version del algoritmo, todos los mecanismos descritos
quedan de la misma forma excepto porque ahora se utiliza un método
diferente para preservar a los individuos en el archivo externo en lugar
de la malla autoadaptativa. A este método se le denomina dominancia-¢
(e-dominance), y fue propuesto por Laumanns et al. [28].

La codificacién, seleccidn, cruza, mutacién y manejo de restricciones
se mantienen tal y como se explic6 en detalle en las secciones anteriores.
Lo tinico que cambia es la forma en que se conservan a los soluciones del
archivo externo, la cual se explica a continuacién.

5.2.1. Concepto de dominancia-¢

En esta seccién se definen algunos conceptos relacionados con la domi-
nancia -e. Para los algoritmos presentados en esta parte se asume que to-
dos los objetivos se minimizan. Sin embargo, con simples modificaciones
a las definiciones de dominancia, estos algoritmos pueden ser usados en
maximizacion o problemas combinados de minimizacién y maximizacion.

Relaciéon de Dominancia

La relaciéon de dominancia de Pareto se defini6 en la seccién 3.1.6 y se
ilustra en la figura 5.4 (izquierda) a fin de entender mejor su diferencia con
respecto a la dominancia-e

Sif, g € R™, entonces f se dice que domina a g, denotado como: F=<3
siy solo si:
WVie{l,....m}: i <g

235€{l,....,m}: f; <g;

Asi, de la misma forma, el concepto de dominancia-¢ se ilustra en la
tigura 5.4 (derecha) y se define de la siguiente manera.

Si f, g € R™, entonces [ se dice que e-domina a § para algtn e >0,
denotado como: f <. g, siy s6losiparatodo: € {1,..., m}.

(I—e)-fi<a
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dominado por f dominado por f

£ (1-8)f) £y
Figura 5.4: Concepto de dominancia (izq) y dominancia-e (der)

Puede verse que ésta es una forma relajada de dominancia que amplia
la zona de dominancia. Su uso se explica a continuacién.

5.2.2. Mecanismo de aceptacion en el archivo externo u-
sando dominancia-¢

Para el nuevo individuo que es candidato a ingresar al archivo externo,
se le compara con cada uno de los miembros del archivo externo usando
el criterio dominancia-e. A continuacién se describe brevemente este pro-
cedimiento el cual se ha utilizado en otro algoritmo llamado ¢ — MOFEA
desarrollado por Deb en 2003 [12].

A cada solucién dentro del archivo externo se le asigna un arreglo de
identificacion (B = (By, Bs, ..., By)T, donde M es el namero total de fun-
ciones objetivo) como sigue:

Bj(f) _ { (L(f] - f]mm)/ejJ)v para minimizar f;;

([(f; — f?m)/eﬂ), para maximizar f;.

donde: f/"" es el valor minimo posible del j-ésimo objetivo y ¢; es la
tolerancia permitida en el j-ésimo objetivo, ambos pardmetros los debe
definir el usuario [28]. Este arreglo de identificacién divide todo el espa-
cio de las funciones objetivo en hiper-cajas, cada una de las cuales tiene un
tamafio ¢; en el j-ésimo objetivo. En la figura 5.4 se ilustra que la solucién P
e-domina a toda la region ABC' DA (en el caso de minimizacién), mientras
que la definicién original de dominancia s6lo permitiria que P dominara
la region PECF P. El arreglo de identificacion para P son las coordenadas
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-

Figura 5.5: Concepto de dominancia-e¢ (para minimizar f; y fs)

del punto A en el espacio de los objetivos. Con el arreglo de identificaciéon
calculado para el nuevo individuo a ingresar c¢; y para cada miembro del
archivo externo «a, se procede a verificar si se cumple uno de los 4 casos
siguientes (ilustrados en la figura 5.6):

1. Si el arreglo de identificacion B, de cualquier miembro del archivo
externo a domina al nuevo individuo ¢;, entonces esto significa que el
nuevo individuo es e-dominado por un miembro de los del archivo
externo y por lo tanto no es aceptado. Este caso se ilustra en la figura

5.6 (a).

2. Si B, del nuevo individuo domina a cualquier B, del archivo exter-
no, este miembro es eliminado y el nuevo individuo es aceptado. Este
caso se ilustra en la figura 5.6 (b).

Sininguno de los dos casos arriba mencionados ocurre, significa que
el nuevo individuo es e-no dominado con respecto a los miembros
del archivo externo. Entonces surgen dos posibles casos:

a) El nuevo individuo comparte el mismo vector B con algtin in-
dividuo del archivo externo (esto significa que pertenecen a la
misma hiper-caja). Estos individuos se compararan con la domi-
nancia convencional de Pareto. Si el nuevo individuo domina al
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miembro del archivo o es no dominado con respecto al miembro
del archivo pero se encuentra més cerca al vector B (en términos
de distancia euclidiana) que el miembro del archivo, entonces el
nuevo individuo es aceptado. Ambos casos se ilustran en la figura
5.6 (c). Las soluciones 1 y 2 en la figura 5.5 también ilustran este
caso, en el que ambas soluciones ocupan la misma hiper-caja (o
tienen el mismo vector B) y éstas son no dominadas (usando
dominancia de Pareto). Pero la solucién 1 tiene una menor dis-
tancia euclidiana al vector B, por lo que se retiene la solucién 1
y se elimina la solucién 2.

b) Este caso se ilustra en la figura 5.6 (d). Es importante hacer no-
tar que existe la condicién de que s6lo puede existir una tinica
solucién con un cierto vector B. Esto significa que cada hiper-
caja en el conjunto de 6ptimos de Pareto puede ser ocupada sélo
por una tnica solucién, derivdndose por tanto 2 propiedades: (i)
se mantienen soluciones bien distribuidas y (ii) el archivo final
contendra todas las soluciones que fueron aceptadas y por lo
tanto, no es necesario especificar el limite superior del tamafio
de archivo externo. Méds bien, estard acotado en funcién del va-
lor escogido para e.

Una de las complicaciones de este mecanismo es la de escoger un val-
or apropiado de ¢, pues este valor dicta la cardinalidad de las soluciones
obtenidas. Si se elige un valor grande de ¢;, se obtendrdn menos solu-
ciones, y viceversa. Aln asi, esta complicacion resulta ser una ventaja si
consideramos el punto de vista del tomador de decisiones. Esta propiedad
puede resultar particularmente til para problemas con alta dimensiona-
lidad (con més funciones objetivo) en los que usualmente existe un gran
nimero de soluciones en el conjunto de 6ptimos de Pareto. Asi, escogien-
do un valor adecuado de ¢, el tomador de decisiones puede especificar el
nimero de soluciones que desee en cada funcién objetivo, permitiendo asi
la manipulacién del ntiimero de soluciones que se necesite segiin su con-
veniencia.

5.2.3. Comparaciéon de ambos mecanismos utilizados

Aunque ambos mecanismos, el de la malla y el de dominancia-e¢ parezcan
muy similares, existen algunas diferencias que vale la pena destacar.
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(b)

Figura 5.6: Concepto de dominancia-e (para minimizar f; y fs)

(d
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Ambos mecanismos dividen el espacio de las funciones objetivo en un
determinado ntimero de hiper-cajas.

En ambos mecanismos, el nuevo individuo se compara continuamente
con la poblacién secundaria para su inclusién. En caso de que este nuevo
individuo sea no dominado con todos los miembros del archivo, se com-
para con la hiper-caja que tiene mayor nimero de individuos en ella. Si
este nuevo individuo radica en un drea menos poblada es aceptado y se
elimina un individuo que esté en la hiper-caja méas poblada. El concep-
to de dominancia-e implementado en el segundo mecanismo junto con el
chequeo de vectores B, no permiten que dos soluciones no dominadas con
una diferencia menor a ¢; en la i-ésima funcién objetivo sean presentadas
como partes de la solucién o archivo final. En la otra forma (en la malla),
se permite que mds de un individuo esté presente en cada hiper-caja. Esto
significa que menos soluciones no dominadas pueden ser parte de la solu-
cién en el archivo externo cuando se usa el mecanismo de dominancia-e en
lugar de la malla. Asi entonces, el uso de dominancia-e no sélo reduciré el
tamarfio del conjunto de 6ptimos de Pareto, sino que también ayuda cuan-
do un usuario no estd interesado en obtener demasiadas soluciones no
dominadas. Por esta misma razén el tiempo computacional se espera que
sea mds pequefio cuando se usa dominancia-¢, pues no se tiene que estar
buscando al individuo que tendra que ser eliminado, sino que basicamente
se hace un reemplazo de individuos en caso de que compartan la misma
hiper-caja.

En cuanto a la distribucién de soluciones, el mecanismo de dominancia-
e puede llegar a ser mejor que el de m siempre y cuando se elijan los va-
lores correctos de e.

En la préctica, puede ser dificil elegir un valor adecuado de ¢ debido
a que en muchas ocasiones el usuario no tiene el conocimiento necesario
para ajustarlo. Debido a esto, en esta tesis se propuso un mecanismo de
ajuste para el valor de ¢, es decir, el usuario no experimentado dara el
numero de soluciones que requiera, y el propio algoritmo ajusta los va-
lores del vector-€ para que, en promedio, se obtenga ese ntiimero de solu-
ciones requeridas. Debe tomarse en cuenta que la distribucién de solu-
ciones final puede degradarse debido a la forma especial de algunos frentes
de Pareto (en especial, las zonas que estdin muy horizontales y/o verti-
cales), pero creemos que este esquema es un buen compromiso para situa-
ciones en las que el usuario no desea ajustar manualmente el vector-e.
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5.2.4. Calculo del vector €

Si deseamos conocer el valor del vector €y el usuario nos ha pedido un
cierto nimero de soluciones no dominadas del problema, entonces, el al-
goritmo tiene que realizar un pre-célculo en el cual genera N soluciones
dentro de los limites de las variables de decisién a fin de calcular la relacién
existente entre las diversas funciones objetivo. El nimero de soluciones N
que se pueden generar también son a eleccién del usuario (considerando
que a mayor nimero de soluciones, mejor aproximacioén se hace del vector,
pero se requiere mds tiempo).

Una vez que se generan las N soluciones, se determinan los méximos
y los minimos valores para las funciones objetivo, y se calcula el valor del
vector € usando la siguiente funcioén:

(X7 — Xpn)
[

donde: [ = 256 si son dos funciones objetivo, o I = 64 si son 3 funciones
objetivo.

Los datos del valor len se obtuvieron al realizar varias pruebas con los
diferentes tipos de frente con las diversas funciones, ademds de probar
con muchos valores. De estas pruebas se observé que este dato puede fi-
jarse en 256 si se maneja un espacio con dos funciones objetivo y en 64 si
se manejan tres funciones objetivo. Para un ntiimero mayor de funciones
objetivo, este valor tendria que determinarse empiricamente. El valor que
se obtiene resulta aproximado y por eso es que se realiza una ajuste poste-
rior para aproximar el valor del vector-¢, a fin de acercarse més a su valor
verdadero.

Cuando el frente tiene una forma convexa y continua, se generan en
promedio 40 soluciones en el frente; en frentes concavos y continuos se
generan en promedio 25 soluciones. En frentes desconectados, este valor
promedio disminuye.

Asi entonces, ya que tenemos un vector-€ aproximado, se ejecuta el al-
goritmo en 5 generaciones, y se verifica el nimero de soluciones dentro
del archivo externo. Si el niumero de individuos es menor al deseado, en-
tonces se puede reducir el vector-€ permitiendo que mds individuos for-
men parte del archivo. Después de 5 generaciones més, se vuelve a realizar
el conteo de soluciones y, si es necesario, se reduce nuevamente el vector-e.
Este proceso se realiza cada 5 generaciones hasta que el ntimero solicita-

€ =
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do de soluciones en el archivo rebase el ntimero solicitado originalmente
por el usuario. Es importante mencionar que en los problemas con restric-
ciones, se recomienda dejar correr el algoritmo durante 15 generaciones
para actualizar este valor, pues estos problemas requieren de mas nimero
de iteraciones para estabilizar la poblacién de no dominados en el archivo
externo.

Como se explicé anteriormente, el mecanismo de aceptacién en dom-
inancia -¢ s6lo permite agregar soluciones y no eliminarlas, por lo que si
se generan mas soluciones de las que pidi6 el usuario, resulta imposible
quitarlas debido a restricciones propias del mecanismo.

También es importante aclarar que resulta muy dificil encontrar una
relacién precisa entre el valor del vector-€ y el ntimero de soluciones re-
queridas por el tomador de decisiones, pues ésta depende sustancialmente
de la forma que tenga el frente de Pareto del problema (continuo o dis-
continuo, céncavo o convexo). Lo que se sugiere por tanto es aproximar el
valor del vector-€ conforme se van generando las soluciones del problema.
Este mecanismo funcioné adecuadamente para los problemas de prueba
que se realizaron, aunque no se garantiza su funcionamiento en un pro-
blema arbitrario.



Capitulo 6

Comparacion de resultados

Para validar las dos variantes de la técnica propuesta en esta tesis, se adop-
té6 un conjunto de 10 funciones de prueba (5 funciones sin restricciones
y 5 con restricciones). Inicialmente presentaremos los resultados para las
funciones de prueba sin restricciones. A fin de permitir una comparacién
cuantitativa de resultados, usaremos las métricas descritas en la seccion
3.4. Debido a que las métricas no siempre reflejan el comportamiento de
un algoritmo evolutivo multiobjetivo, se proporcionaran también repre-
sentaciones gréficas de los frentes de Pareto (en la mediana con respecto a
la métrica de ER) para cada algoritmo. Las técnicas comparadas son:

1. Non-Dominated Sorting Genetic Algorithm - II (NSGA - II). Este al-
goritmo fue descrito en la seccién 3.3.3 propuesto por Deb et al. [11].

2. Pareto Archieved Evolution Strategy (PAES). Este algoritmo fue des-
crito en la seccién 3.3.4 propuesto por Knowles y Corne [8].

3. Pareto Differential Evolution (PDE). Este algoritmo fue descrito en la
seccién 4.4.1 propuesto por H. A. Abbass y R. Sarker [2].

Se realiz6 la comparacion con estas técnicas, pues se considera que son
los algoritmos representativos del estado del arte. El NSGA-II es actual-
mente uno de los més competitivos para resolver problemas multiobjetivo,
PAES utiliza una malla autoadaptativa al igual que una de las variantes de
la técnica propuesta, y PDE es el primer algoritmo que utiliza la evoluciéon
diferencial para resolver problemas multiobjetivo y del que mds informa-
cion se cuenta.

59
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6.1. Funciones de prueba sin restricciones

La primera funcion fue propuesta por Rendén [42]; el segundo problema
multiobjetivo fue propuesto por Kursawe en [27]; el tercer problema fue
propuesto por Deb en [10]; el cuarto problema fue propuesto por Lis [29]
y la dltima funcién fue propuesta por Deb [13].

Las funciones de prueba se muestran a continuacion.

MOP1. Este problema fue propuesto en [42].

Minimizar: -
f(z) = (fi(z), fo(x))
donde:
L 1
MO = @
f(F) = 22 +32+1
y:

—3<z,y<3

Este problema posee un frente de Pareto convexo, su conjunto de 6p-
timo estd conectado, y es considerado como un problema “sencillo”
pues su espacio de biisqueda no es tan grande y las funciones objeti-
vo no son particularmente complicadas.

MOP2. Este problema fue propuesto en [27].

Minimizar:

—

f(f) = (fl(f)a f2(f))

donde:
n—1
fil@) = Z(—l()e(fo’z)vx?”;ﬁl)

i=1
n

fo(Z) = ) (Jzil" + 5sin(a}))

i=1
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con:

) S L1, T2,T3 S )

Este problema tiene el frente de Pareto desconectado, y el conjun-
to de 6ptimos de Pareto también es desconectado. Sus 4 regiones
de buisqueda desconectadas, y la escalabilidad del problema en su
numero de variables de decisién hacen a éste un problema complejo

[6].
MOP3. Este problema fue propuesto en [10].

Minimizar: )
f(@) = (f1(@), f2(2))

donde:

fil@) = =

h(Z) = 9(;12)
con:

glrz) =2 — " FT — 0 8¢~

y:

0,1 <zy,29 <1

Este problema tiene el frente de Pareto convexo, y el conjunto de 6p-
timos de Pareto estd conectado. Sin embargo, este problema es multi-
frontal (es decir, cuenta con varios frentes de Pareto "locales”, a los
que un algoritmo podria converger prematuramente si no tiene una
buena capacidad de exploracién).
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MOP4. Este problema fue propuesto en [29].

Minimizar: .
(@) = (f1(2), f2(7))
donde:
h@) = Va4
f2(f) - \4/<I - 075)2 + (y - 075)2
y:

—5< 2,y <10

Este problema tiene el frente de Pareto desconectado y céncavo, y el
conjunto de 6ptimos de Pareto estd desconectado también.

MOPS5. Este problema fue propuesto en [13].
Minimizar:
fi= (14g(znr)) (cos(x1m/2)) (cos(xam/2))...(cos(xpr—om/2)) (cos(xprr_17/2)),
fo = (I+g(zn))(cos(z1m/2))(cos(2m/2))...(cos(war—27/2)) (sen(zr-17/2)),
fs =1+ g(zp))(cos(x1m/2))(cos(xam/2))...(sen(zp—om/2)),

farer = (14 g(zar)) (cos(z17/2)) (sin(z27/2)),
far = (14 g(war)) (sin(ai7/2)).

con:
glxy) = Z (z; —0,5)?
z, €X pr
M = 3,
k = 10
n = M+k—-1
y:

0<z; <1 V i=12,...n

Este problema es facilmente escalable tanto en el nimero de fun-
ciones como en el de variables, por lo que permite evaluar si un al-
goritmo es capaz de resolver problemas con un espacio de btusqueda
muy grande.
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Parametro | MyDE | NSGA-II PAES e-MyDE PDE
P 100 100 100 100 100

NP 100 100 100 | 100 (auto) 100

Gmaz 50 50 50 50 50

P, 0.95 0.8 nd 0.95 nd

P, 1/N 1/N 0.05 1/N nd

F 05 nd nd 05 | N@©,1)

elitismo 0.2 nd nd 0.2 nd
malla (209) nd | (29F8) nd nd

donde: N = ntimero de variables
d = numero de funciones
nd = no requiere pardmetro

Tabla 6.1: Pardmetros utilizados en los diversos algoritmos para realizar
las pruebas y comparaciones.

6.2. Resultados

Los pardmetros utilizados para obtener los resultados que se muestran
mas adelante para cada uno de los distintos algoritmos se muestran en la
tabla 6.1.

El pardmetro P (poblacién de cada generacion) y G,,q, (nimero de
generaciones) son constantes para todos los algoritmos, pues como se in-
tenta comparar de manera justa el desempefio de éstos al resolver los pro-
blemas, debe efectuarse el mismo ntiimero de evaluaciones de la funciéon
de aptitud con cada uno de ellos. En este caso se realizaron 5,000 evalua-
ciones en los problemas con dos funciones objetivo y 15,000 evaluaciones
en los problemas con 3 funciones objetivo.

El parametro N P es el tamafio méximo del archivo externo, al cual se
le da un valor de 100 el cual es razonable para encontrar una solucién
apropiada. En el caso de e-MyDE, se realiza un célculo previo a la solucién
del problema a fin de ajustar los valores de epsilon que se requieren, obte-
niendo asi una aproximacién del ntiimero de soluciones no dominadas de
NP.

P.y P, son los porcentajes de aplicacién de la cruza y la mutacién
(cuando se requiera).

El pardmetro F es propio de la Evolucién Diferencial y sélo lo requieren
aquellos algoritmos que utilizan la ED.

El pardmetro de elitismo lo usan los algoritmos propuestos para mejo-
rar la busqueda una vez que hayan pasado cierto ntimero de generaciones.
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Para las pruebas reportadas en esta tesis se usé un valor de 0.2 con el cual
se obtuvo buen desempefio.

La malla se usa para denotar el nimero de nodos que tendré la rejilla
para aquellos algoritmos que la necesiten.

A continuacién se muestran las graficas que comparan el frente de
Pareto verdadero con los resultados de nuestra técnica y los distintos algo-
ritmos en cada una de las funciones de prueba. Los frentes de Pareto ver-
daderos fueron generados por enumeracion y las ejecuciones mostradas
fueron realizadas con semillas de nameros aleatorios generadas al azar,
mostrando en la grafica la mediana con respecto a la métrica de TE.

Junto con las graficas, se muestran dos tablas:

1. la primera corresponde a los resultados estadisticos de las métricas
realizando 20 ejecuciones de cada algoritmo.

2. la segunda es el resultado de la métrica de Cobertura (C) aplica-
da a la unién de los 20 archivos de cada algoritmo para obtener 5
archivos (uno por cada algoritmo). Estos 5 archivos se comparan en-
tre ellos utilizando la métrica C, primero realizando C (algl, alg2) =
Tabla y después C (alg2, algl) = Tabla El resultado final

algl,alg2
se anota en la tabla correspondiente.

alg2,algl®

6.2.1. MOP1

Las gréficas correspondientes al MOP1 se muestran en las figuras 6.1, 6.2,
6.3 y el resultado estadistico de la aplicacion de las métricas se muestra en
la tabla 6.2.

Las graficas anteriores nos ayudan a evaluar el desempefio de los al-
goritmos de forma visual. Se ve por ejemplo, que todos los algoritmos se
acercaron al frente de Pareto verdadero. La principal diferencia estriba en
que no todos se encuentran igualmente distribuidos a lo largo del frente.
MyDE cubre todo el frente; NSGA-II, PAES y PDE no lo cubren de forma
pareja pues existen pocas soluciones en la parte baja del frente y e-MyDE
si cubre bien el frente aunque en las orillas existen pocas soluciones.

De forma cuantitativa, se utilizan las métricas y se observa que ambos
algoritmos propuestos mejoran a los otros 3 algoritmos en TE y en DG,
aunque en Distribucién el NSGA-II muestra los mejores resultados.
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Figura 6.1: Frentes de Pareto generados por MyDE (arriba) y NSGA-II
(abajo) para la primera funcién de prueba (MOP1).
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Figura 6.2: Frentes de Pareto generados por PAES (arriba) y e-MyDE (aba-

jo) para la primera funcién de prueba (MOP1).
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40

"paretorendon dat”"
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Figura 6.3: Frente de Pareto generado por PDE para la primera funcién de
prueba (MOP1).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.115 0.05 0.2 0.03590924

NSGA-II 0.2155 0.09 0.32 0.06004165

PAES 0.255 0.15 0.42 0.0712667

e-MyDE 0.1415345 0.102041 0.193878 0.02609219

PDE 0.3235 0.17 0.5 0.08591765

DG MyDE | 0.02623102 0.0149515 | 0.0312497 0.00419942

NSGA-II 0.0313512 0.0284657 | 0.0368552 0.00232362

PAES | 0.01389363 | 0.00518896 | 0.0238161 0.00475453

e-MyDE | 0.01065205 | 0.00345107 | 0.0179821 0.00439519

PDE | 0.01472316 | 0.00070112 | 0.0317935 0.01215242

Spacing MyDE | 0.22160595 0.187436 0.258016 0.02003885

NSGA-II | 0.17284205 0.143833 0.190148 0.01090074

PAES 0.3123755 0.147196 0.501412 0.091733

e-MyDE | 0.51309125 0.349183 0.74987 0.09661623

PDE | 0.20278115 0.0391446 0.896068 0.18802779

\ C [ MyDE | NSGA-II | PAES | eMyDE | PDE [[ Dominan ||

MyDE 0.366337 0.463861 0.217524 0.507921 0.38891075
NSGA-II 0.291584 0.392574 0.17728 0.466337 0.33194375
PAES 0.172277 0.24802 0.192053 0.445545 0.26447375
e-MyDE 0.173267 0.203465 0.407426 0.458911 0.31076725
PDE 0.251485 0.385644 0.45 0.214468 0.32539925

[ Son Dominados || 0.22215325 | 0.3008665 | 0.42846525 | 0.20033125 | 0.4696785 | I

Tabla 6.2: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el primer problema (MOP1).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.272 0.17 0.39 0.0589915

NSGA-II 0.4575 0.31 0.64 0.0907208

PAES 0.449 0.27 0.64 0.1026439

e-MyDE | 0.15792013 0.0654206 0.23301 0.04288708

PDE 0.5085 0.25 0.64 0.0958219

DG MyDE | 0.00397841 | 0.00324389 | 0.00636706 0.00084727

NSGA-IT | 0.00416653 | 0.00308047 | 0.0061631 0.00086198

PAES | 0.00434111 | 0.00208384 | 0.00802109 0.00172447

e-MyDE | 0.00327069 | 0.00288871 | 0.00374484 0.00025872

PDE | 0.00467552 | 0.00366814 | 0.00667008 0.000966

Spacing MyDE | 0.09773811 0.0640408 0.114672 0.01709315

NSGA-II | 0.06180859 0.047978 0.11722 0.01663756

PAES | 0.1709759 0.088026 0.258871 0.0403215

e-MyDE | 0.09448982 0.0548549 0.109133 0.01243547

PDE | 0.10522477 0.0687954 0.145438 0.0224935

\ [ MyDE [ NSGA-II | PAES | eMyDE | PDE [[ Dominan ||

MyDE 0.765842 0.694059 0.388327 0.765842 0.6535175
NSGA-II 0.395545 0.559901 0.234375 0.633663 0.455871
PAES 0.434653 | 0.663861 0.267004 0.679703 || 0.51130525
e-MyDE 0.661881 | 0.824752 0.759901 0.825743 || 0.76806925
PDE 0.420297 | 0.676733 0.595545 0.238511 0.4827715

[ Son Dominados || 0478094 | 0.732797 | 0.6523515 | 0.28205425 | 0.72623775 || I

Tabla 6.3: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el segundo problema (MOP2).

En cuanto a la métrica de cobertura (C) en la que se comparan direc-
tamente los algoritmos entre si, el que mejor resultados obtuvo fue MyDE
seguido por e-MyDE ya que son los que cubren en mayor proporcién a los
demas algoritmos.

6.2.2. MOP2

Las graficas correspondientes al MOP2 se muestran en las figuras 6.4, 6.5,
6.6 y el resultado estadistico de la aplicacion de las métricas se muestra en
la tabla 6.3.

Graficamente, se ve que MyDE cubre perfectamente todo el frente de
Pareto verdadero y muestra una buena distribucién de los puntos. NSGA-
II nunca lleg6 al punto de la extrema izquierda (-20, 0) ni tampoco cubre
todo el frente. PAES deja muchas regiones sin llenar. e-MyDE es el que
cubre mejor todas las regiones, estando sobre el frente de Pareto verdadero
y mostrando una excelente distribucién. PDE también logra una buena
aproximacion, pero su distribucién es regular porque deja al descubierto
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"paretokursawe dat"

"kursawedkursave. dat" <

-20 -19 -18 =17 -16 -15 -14

"paretokursawe dat"

"kursawensga_kursawe.dat” &

=20 -19 -18 =17 -16 -15 -14

Figura 6.4: Frentes de Pareto generados por MyDE (arriba) y NSGA-II
(abajo) para la segunda funcién de prueba (MOP2).
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"paretokursawe dat" ——

"kursawespass_kur.dat" &

-20 -19 -18 =17 -16 -15 -14

"paretokursawe dat"

"kursawesfeps_kursa. dat” &

=20 -19 -18 =17 -16 -15 -14

Figura 6.5: Frentes de Pareto generados por PAES (arriba) y e-MyDE (aba-
jo) para la segunda funcién de prueba (MOP2).
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"paretokursawe dat" —0——

"kursawe/pde_kur.dat" =3

-20 -19 -18 -17 -16 -15 -14

Figura 6.6: Frente de Pareto generado por PDE para la segunda funcién de
prueba (MOP2).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.0005 0 0.01 0.00223607

NSGA-II | 0.00288569 0.205945 1 0.07853142

PAES 0.412 0.11 1 0.25193149

e-MyDE | 0.00184096 0.0506528 0.02 0.00728447

PDE 0.85 0 1 0.36634755

DG MyDE 0.004671 | 0.00426992 | 0.00512812 0.00025457

NSGA-II | 0.07853142 | 0.00288569 0.205945 0.09408827

PAES | 0.09439276 | 0.00342838 0.25918 0.07471209

e-MyDE | 0.00728447 | 0.00184096 0.0506528 0.08512233

PDE | 0.16741538 | 0.00204314 0.20732 0.05819178

Spacing MyDE | 0.04136209 0.0326072 0.0510895 0.00531609

NSGA-II | 0.03992726 0.0296285 0.0562794 0.00955353

PAES | 0.08321454 0.0240431 0.239377 0.0468284

e-MyDE | 0.08512233 0.0319032 0.5076 0.1420395

PDE | 0.05213913 0.0284482 0.0851937 0.01131328

\ I MyDE | NSGA-II | PAES | eMyDE | PDE [[  Dominan ||

MyDE 0.527228 0.667327 0.067088 0.94604 0.55192075
NSGA-II 0.0658416 0.573762 0.0413223 0.94604 || 0.406741475
PAES 0.029703 | 0.456436 0.0170151 0.917327 || 0.355120275
e-MyDE 0.116337 | 0.556931 0.657921 0.952475 0.570916
PDE 0.00940594 | 0.411881 0.314356 0.00729217 0.185733778

[[ Son Dominados [ 0.055321885

0.488119 [ 0.5533415 | 0.033179393 [ 0.9404705 || [

Tabla 6.4: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el tercer problema (MOP3).

algunos espacios y no cubre la parte baja del frente.

De forma cuantitativa, se utilizan las métricas y se observa que ambos
algoritmos propuestos mejoran a los otros 3 algoritmos en TE y en DG.
En distribucién, todos muestran casi los mismos resultados con una ligera
ventaja del NSGA-IL

En cuanto a la métrica de cobertura (C), el que mejores resultados ob-
tuvo fue e-MyDE seguido por MyDE ya que son los que dominan a mds
individuos de los demds algoritmos y los que menos son dominados por
los demas algoritmos.

6.2.3. MOP3

Las graficas correspondientes al MOP3 se muestran en las figuras 6.7, 6.8,
6.9 y el resultado estadistico de la aplicacion de las métricas se muestra en
la tabla 6.4.

Con esta funcion, las graficas muestran que PDE no se acerca siempre
al verdadero frente, al igual que NSGA-II (aunque en la grafica si lleg6, no
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"paretodeb? dat"
"deb2/constr_deb2.dat" <

X o

01 02 03 04 05 086 07 0.8 0.9 1

"paretodeb? dat"
"deb2insgal_deb2.dat" &

01 0z 03 04 05 08 07 0.8 0.9 1

Figura 6.7: Frentes de Pareto generados por MyDE (arriba) y NSGA-II
(abajo) para la tercer funcién de prueba (MOP3).
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"paretodeb? dat"
"deb2/paes_deb2. dat" &

FEE W D @ an

0 1 1
01 02 03 04 05 06 07 08 0.9 1
8 T T
"paretodeb? dat"
"deb2feps_deb2. dat” &
7 4

0.1 0z 03 0.4 05 06 07 0.8 0.9 1

Figura 6.8: Frentes de Pareto generados por PAES (arriba) y e-MyDE (aba-
jo) para la tercer funcién de prueba (MOP3).
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"paretodeb? dat"
% "deb2ipde_deh2. dat" =3

01 02 03 04 0.5 08 07 08 0.9 1

Figura 6.9: Frente de Pareto generado por PDE para la tercer funciéon de
prueba (MOP3).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.027 0.01 0.07 0.01657519

NSGA-II 0.402 0.22 0.77 0.12262909

PAES 0.2995 0.15 0.52 0.11038092

e-MyDE 0.0303365 0 0.0813953 0.02042603

PDE 0.3455 0.25 0.44 0.04559259

DG MyDE | 0.00115992 | 0.00060329 | 0.00167614 0.00030229

NSGA-II | 0.0014961 | 0.00046401 | 0.00358142 0.00083619

PAES | 0.00059576 0.000336 | 0.00105481 0.00020763

e-MyDE 0.0091616 0.0205025 | 0.00332202 0.01277354

PDE | 0.00036064 | 0.00026505 | 0.00045818 4.6411E-05

Spacing MyDE | 0.00863301 | 0.00708468 0.012076 0.00138018

NSGA-II | 0.00652123 | 0.00266103 0.0106271 0.0023083

PAES | 0.01284339 | 0.00270814 0.0235331 0.00501697

e-MyDE | 0.01277354 0.0091616 0.0205025 0.00338974

PDE | 0.00798303 | 0.00473584 0.0134835 0.00258773

\ [ MyDE | NSGA-II | PAES | e-MyDE | PDE [[ Dominan [|

MyDE 0.684653 0.558692 0.181305 0.635644 || 0.5150735
NSGA-II 0.125248 0.43685 0.101695 0.505941 || 0.2924335
PAES 0.0905941 0.567327 0.0837185 0.523762 || 0.3163504
e-MyDE 0.202475 0.678713 0.589401 0.671287 0.535469
PDE 0.0717822 0.551485 0.463596 0.0780688 0.291233

[ Son Dominados || 0.122524825 | 0.6205445 | 0.51213475 | 0.111196825 | 0.5841585 || I

Tabla 6.5: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el cuarto problema a resolver.

en todas las corridas llega al frente de Pareto verdadero). Los algoritmos
que muestran una mejor distribucién son e-MyDE y NSGA-II.

De forma cuantitativa, se utilizan las métricas y se observa que ambos
algoritmos propuestos mejoran a los otros 3 algoritmos en TE y en DG,
aunque en Distribucién el NSGA-II muestra mejores resultados.

En cuanto a la métrica de cobertura (C) en la que se comparan directa-
mente los algoritmos, el que mejores resultados obtuvo fue e-MyDE segui-
do por MyDE, ya que son los que dominan a més individuos de los demas
algoritmos y los que menos son dominados por ellos.

6.2.4. MOP4

Las gréficas correspondientes al MOP4 se muestran en las figuras 6.10,
6.11,6.12 y el resultado estadistico de la aplicacion de las métricas se mues-
tra en la tabla 6.5.

En las gréficas, se ve que MyDE cubre todo el frente de Pareto ver-
dadero y muestra buena distribucién; NSGA-II no llega a cubrir todo el
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Figura 6.10: Frentes de Pareto generados por MyDE (arriba) y NSGA-II
(abajo) para la cuarta funcién de prueba (MOP4).
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Figura 6.11: Frentes de Pareto generados por PAES (arriba) y e-MyDE (aba-
jo) para la cuarta funcién de prueba (MOP4).
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08 T
"paretolis dat" ——

"isfpde_lis.dat" =3
08

07 +

as |
04 |
03 |
0z |

01 F

02 03 0.4 05 0.6 0.7 0.8 0.9 1

Figura 6.12: Frente de Pareto generado por PDE para la cuarta funcién de
prueba (MOP4).
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frente pues no cubre las orillas y muestra una regular distribucién de
soluciones. PAES si cubre el frente pero no tiene una buena distribuciéon
ademds de que no alcanza uno de los extremos. e-MyDE es el que mejor
cubre todas las regiones, alcanzando el frente de Pareto verdadero y
mostrando una excelente distribucién. PDE también se acerca al frente y
muestra una buena distribucién pero no alcanza los extremos.

De forma cuantitativa, se utilizan las métricas y se observa que ambos
algoritmos propuestos mejoran a los otros 3 algoritmos en TE. En DG, casi
todos los algoritmos obtienen los mismos resultados, y en Distribucién el
NSGA-II tiene los mejores resultados.

En cuanto a la métrica de cobertura (C), el que mejores resultados ob-
tuvo fue e-MyDE seguido por MyDE ya que son los que dominan a més
individuos de los demas algoritmos y los que menos son dominados por
los demés algoritmos.

6.2.5. MOP5

Las graficas correspondientes al MOP5 se muestran en las figuras 6.13,
6.14,6.15 y el resultado estadistico de la aplicacion de las métricas se mues-
tra en la tabla 6.6.

En las gréficas se ve, por ejemplo, que no todos los algoritmos se acer-
caron al verdadero frente, pues existen varios puntos que no se encuentran
cerca del verdadero frente. El mejor frente es el de NSGA-II con una buena
distribucién y acercandose mucho al frente de Pareto verdadero. MyDE y
e-MyDE también tienen buena distribucién aunque no se acercan del todo
al frente, y el PAES y el PDE se quedan maés lejos del frente.

De forma cuantitativa, se utilizan las métricas y se observa que NSGA-
IT es el que obtiene mejores resultados tanto en TE como en DG. En dis-
tribucién, todos los algoritmos muestran resultados aceptables con una
ligera ventaja del PDE.

En cuanto a la métrica de cobertura (C) en la que se comparan directa-
mente los algoritmos, el que mejor resultados obtuvo fue NSGA-II seguido
por y e-MyDE ya que son los que cubren en mayor proporcién a los demaés
algoritmos.
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"paretodilz? dat" &
"dtiz 2/dtiz2 dat" +

"paretodiz2. dat"
"dtlz3/nsgal_dtz2 dat"

Figura 6.13: Frentes de Pareto generados por MyDE (arriba) y NSGA-II
(abajo) para la quinta funcién de prueba (MOP5).
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"paretodiz? dat" &
"dilz2/paes_diiz2 dat”" +

"paretodtz2. dat" &
"dtiz2/eps_dtz2 dat" +

Figura 6.14: Frentes de Pareto generados por PAES (arriba) y e-MyDE (aba-
jo) para la quinta funcién de prueba (MOPS5).
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"paretodtlz? dat" 3
"dtiz2/pde_dtiz2. dat" +

Figura 6.15: Frente de Pareto generado por PDE para la quinta funcién de
prueba (MOPS5).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.9445 0.89 0.99 0.0248098

NSGA-II 0.8115 0.24 0.99 0.23713809

PAES 0.8235 0.74 0.93 0.05008151

e-MyDE | 0.96067525 0.891304 1 0.02852256

PDE 0.97 0.91 1 0.024279

DG MyDE | 0.00932166 | 0.00388723 0.0172288 0.00424019

NSGA-II | 0.00063919 | 0.00034657 | 0.00146953 0.00028381

PAES | 0.0147785 0.010867 | 0.0223971 0.0025757

e-MyDE | 0.01016063 | 0.00361315 0.0168273 0.00405528

PDE 0.0068891 | 0.00549602 | 0.00878221 0.00104458

Spacing MyDE | 0.07103481 0.0563019 0.116349 0.01384389

NSGA-II | 0.06109077 0.0535216 0.0732101 0.00611728

PAES | 0.0800341 0.073786 0.0960632 0.00595046

e-MyDE | 0.08257325 0.0484829 0.125147 0.02383408

PDE | 0.05093182 | 0.00748259 0.111133 0.03242853

\ [ MyDE [ NSGA-I | PAES | eMyDE | PDE [ Dominan ||

MyDE 0.00049505 0.8737 | 0.167887 0.692079 || 0.433540263
NSGA-II 0.785644 0.94106 0.406904 0.919307 0.76322875
PAES 0.10495 0 0.0910042 0.349505 0.1363648
e-MyDE 0.503465 0.0267327 0.770183 0.74505 || 0.511357675
PDE 0.239109 | 0.00049505 0.70629 0.144874 0.272692013

[[ Son Dominados [[ 0.408292 | 0.0069307 | 0.82280825 [ 0.2026673 [ 0.67648525 || I

Tabla 6.6: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el quinto problema (MOP5).
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6.3. Conclusiones sobre los resultados en prob-
lemas sin restricciones

De forma general, se puede observar en base a los resultados que MyDE
obtiene en todas las métricas y graficamente que es un algoritmo competi-
tivo, pues siempre se acerca al frente de Pareto verdadero, y en la mayoria
de los problemas (MOP1, MOP2, MOP3 y MOP4) lo cubre con una buena
distribucién. Aunque en la métrica de distribucién el que mejores resulta-
dos obtuvo en general fue el NSGA-II, también es cierto que pierde mucho
los extremos del frente ademads de que no cubre todas las regiones del ver-
dadero frente. e-MyDE al igual que MyDE obtiene muy buenos resultados
en todos los problemas (aunque no supera a todos los algoritmos en todos
los problemas) pero su desempefio es muy consistente, ademés de presen-
tar frentes con buena distribucion y no deja espacios grandes sin cubrir.

En el problema MOP5, MyDE y e-MyDE siguen obteniendo buenos re-
sultados aunque el NSGA-II es el que se desempefia mejor, pues se acerca
mucho mejor al verdadero frente logrando una muy buena distribucién
aunque el tiempo de ejecucion se incrementa mucho debido a la dimen-
sionalidad del problema.

6.4. Funciones de prueba con restricciones

Procedemos ahora a validar los algoritmos propuestos en problemas con
restricciones.

MOPCI1. Este problema fue propuesto por Kita [26]

Maximizar:
f(x> = (fl(x7y)> f2<xay)>
donde:
f(zy) = —2® 4y,
fo(z,y) = %:B—I—y+1



Funciones de prueba con restricciones 87

sujeto a:
1 13
0 z - =
=TT
0 > 1 N 15
_x _ —
= 5 Y 9
0 > dz+y—30
y:
0<azy

Este problema tiene un frente de Pareto desconectado y céncavo, y
su conjunto de 6ptimos de Pareto también estd desconectado, Adi-
cionalmente, el conjunto de 6ptimos de Pareto se encuentra en el
limite entre la zona factible y la no factible.

MOPC2. Este problema fue propuesto por Osyczka [32]

Minimizar: .
f(l') = (fl(f)7f2(f))
donde:
fl(f) = —{25(.T1 — 2)2 + (132 — 2)2 -+ (ZL’3 — 1)2 + (1’4 — 4)2 -+ (ZE5 — 1)2},
fo(Z) = a4+ +a5+ 2] + 2+l
sujeto a:
0 S Ty + T — 27
0 S 6 — 1 — T9,
0 S 2 — To + xy,
0 S 2— 1+ 31‘2,
0 S 4—(133—3)2—1’4,
0 < (z5—3)+mx5—4
y:
0 S T1,T2,T¢ S 107
0 < x3,25 <95,
0 § T4 S 6
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Este problema posee un frente de Pareto desconectado, y su conjunto
de 6ptimos de Pareto también estd desconectado, por lo que se con-
sidera un problema muy dificil de resolver. El conjunto de éptimos
de Pareto tiene 5 regiones desconectadas, lo cual requiere una buena
capacidad de exploracién por parte del algoritmo.

MOPC3. Este problema fue propuesto por Golinski en [24]

Su objetivo es encontrar el minimo del volumen de una caja de ve-
locidades, y también el peso minimo, sujeto a varias restricciones. El
problema se muestra en la Figura 6.16 y tiene 7 variables que repre-
sentan:

x1 ancho de la cara del engrane, cm

o modulo de diente, cm

xs numero de dientes en el engrane

x4 longitud del eje 1 entre los cojinetes, cm
x5 longitud del eje 2 entre los cojinetes, cm
r¢ didmetro del eje 1, cm

x7 didmetro del eje 2, cm

Matematicamente el problema estd dado por:
Minimizar:

—

f(x) = (f1(2), fo(2))
donde:

fi(®) = 0,7854x,23(3,333373 + 14,9334x3 — 43,0934) —
1,5079(xf + 22)zy + 7,477 (x4 23) + 0,7854(247% + x527)

V(B2 41,697

2T3

0,12}

f2(f) =
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sujeto a:

o
AV

o
Vv

o
Y

o o
AVARRAVS

1300

o
AVAR VARV

1100

2,6
0,7

17
7.3
2,9
5,0
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1 1
Ty -2 x5 27
1 1
Ty xd -2 3975
3 1
xg-xg-xé B 1,93’
x3 1
xg-xg-x‘% B 1,93’
To - x3 — 40,
o,
T2
5— =L,
T2

1,9 — X4+ 1,51’6,

1,9 — 5+ 1711’7,

f27

V()2 41 5758
T1-To

0,13

r1 < 3,0,

9 < 0,8,

r3 < 28
Tq,T5 < 8,3,
rg < 3,9,

7 <5,5

VAN VAN VAN VAN VAR VAN

Este problema tiene una dimensionalidad grande en el ntimero de
variables y restricciones, lo que hace que también sea mds costoso
(computacionalmente hablando) el evaluar la funcién de aptitud. Se
calcula que si se realiza el calculo del frente de Pareto verdadero por
enumeracion, dividiendo cada variable en 100 partes iguales, se es-
pera que el proceso tarde en un solo procesador (P4 a 2.4 GHz y 512

RAM) maés de 600 dias.
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x4

Figura 6.16: Ilustraciéon del problema MOPC3

MOPC4. Este problema fue propuesto por Tamaki en [41]

Maximizar:
fl@) = (hi(@,y,2), folw,9,2), fo(w,y, 2))

donde:

file,y,2) =

flz,y,z) = v,

fs(@,y,2) = =z
sujeto a:

0 < 2°+y*+2°
y:

0 < zy,2<1

Este problema posee un frente de Pareto conectado y el cual forma
una superficie curva. Su conjunto de 6ptimos de Pareto también for-
ma una superficie curva. Se consider6 la inclusién de este proble-
ma para observar el comportamiento de los algoritmos en proble-
mas con mds de 2 funciones objetivo, pues en este caso se producen
mas soluciones no dominadas, ademas de ser mayor el espacio de
buisqueda.
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MOPCS5. Este problema fue propuesto en [35].

Una viga necesita ser soldada con otra y debe llevar una carga de
F = 6000 Ib la cual se aplica en un extremo de la misma. El objetivo
del disefio es reducir al minimo el costo de fabricacién y reducir al
minimo la desviacién final. El problema se ilustra en la figura 6.17 y
la expresion matemaética es la siguiente:

Minimizar: B
f() = (f1(2), f2(7))
donde:
£i(F) = 1,10471R% + 0,04811¢b(14,0 + 1),
f(Z) = 6(2)
sujeto a:
g1(Z) = 13600 — 7(Z) >0,
g2(Z) = 30000 — o(z) > 0,
g3(f) = b—h>0,
g4(%) = P.—6000 > 0.

La defleccién esta dada por §((Z):

2,1952

i(Z) = 5

La primera restriccion se cerciora de que la tensién desarrollada en
el soporte de la viga sea menor que la fuerza permisible del material
(13,600 PSI).

La segunda restriccion se cerciora de que la tensién normal desarro-
llada en el soporte de la viga sea menor que la fuerza permisible del
material de la viga (30,000 PSI).

La tercera restriccion se cerciora de que el grueso de la viga no sea
menor que el grueso del extremo de la viga soldada.

La cuarta restriccion se cerciora de que la carga permisible (a lo largo
de la direccion de ¢ ) de la viga sea mayor que la carga aplicada.
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Figura 6.17: Ilustracién del problema MOPC5

Las constantes se definen de la siguiente manera:

T(f) _ (T’)Q—F(T”)Q—f—(lT'T”)
V0,25(2 + (h+1)2)

, 6000
NG
o 6000(14 + 0,51)1/0,25(12 + (h + t)?)
2{0,707hI1(I12/12 4+ 0,25(h + t)2)} ’
L. 504000
o) =

P(Z) = 64746,022(1 — 0,0282346¢)tb°.

Este problema posee un frente de Pareto convexo, pero es multi-
frontal (o sea, tiene varios frentes de Pareto falsos), por lo que al-
gunos algoritmos pueden quedar atrapado en un frente distinto del
verdadero.



Resultados a los problemas con restricciones 93

Parametro | MyDE | NSGA-II PAES e-MyDE PDE
P 100 100 100 100 100

NP 100 100 | 100 | 100 (auto) 100

Gmaz 250 250 250 250 250

P 0.95 0.8 nd 0.95 nd

P, 1/N 1/N 0.05 1/N nd

F 05 nd nd 05 | N©,1)

elitismo 0.7 nd nd 0.7 nd
malla 209 nd | 29F8 nd nd

donde: N = ntimero de variables
d = numero de funciones
nd = no requiere pardmetro

Tabla 6.7: Pardmetros utilizados en los diversos algoritmos para realizar
las pruebas y comparaciones.

6.5. Resultados alos problemas con restricciones

Los parametros utilizados para obtener los resultados que se muestran
mas adelante para cada uno de los distintos algoritmos se muestran en la
tabla 6.7.

Casi todos los parametros quedaron exactamente igual que los utiliza-
dos en los problemas sin restricciones, excepto por G,,., (nimero de gene-
raciones) que cambié de 50 a 250. Este cambio se debe a que los problemas
con restricciones son mdas complejos y se requiere un niimero mayor de
evaluaciones para encontrar una buena aproximacion de frente de Pare-
to. Ademads, se movié el pardmetro elitismo, el cual cambi6 de 0.2 a 0.7,
pues en estas funciones necesita una mucho mayor exploraciéon que la ex-
plotacién, por la dificultad de los mismos.

A continuacién se muestran las graficas que comparan el frente de
Pareto verdadero con los resultados de nuestra técnica y los distintos al-
goritmos adoptados en cada una de las funciones de prueba con restric-
ciones. El manejo de restricciones para aquellos algoritmos que no lo pro-
porcionan un mecanismo explicito (PAES y PDE) en su version original, se
les implement6 un manejo muy similar al que se maneja con la propuesta
de esta tesis( ver seccién 5.1.6). Los frentes de Pareto verdaderos fueron
generados por enumeracion y las ejecuciones mostradas fueron realizadas
con semillas de ntimeros aleatorios generadas al azar.

Junto con las gréficas, se muestran dos tablas:

1. la primera corresponde a los resultados estadisticos de las métricas
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.633 0.44 0.88 0.10120849

NSGA-II 0.316 0.19 0.53 0.09394287

PAES 0.745 0.53 1 0.14099272

e-MyDE | 0.01640604 0 | 0.0550459 0.01635306

PDE 0.8395 0.35 1 0.21211901

DG MyDE | 0.01691935 | 0.00269066 0.133402 0.03088439

NSGA-II | 0.01470336 | 0.00136745 | 0.0902511 0.02729836

PAES | 0.06363661 | 0.00172828 0.384466 0.09234686

e-MyDE | 0.00491203 0.0014577 | 0.0464165 0.0097998

PDE | 0.00576845 0.0003873 0.032941 0.00769517

Spacing MyDE | 0.16569178 0.0461003 1.29876 0.29770626

NSGA-II 0.0925237 | 0.00705687 0.56773 0.1688492

PAES | 0.25630758 0.0352046 3.11293 0.67529755

e-MyDE | 0.07363313 0.0394301 0.492726 0.09905315

PDE | 0.01728939 | 3.6065E-05 0.2736 0.06115304

\ C [ MyDE [ NSGA-I | PAES | eMyDE | PDE [[ Dominan ]|
MyDE 0.444554 0.8 0.0304183 0.897634 || 0.54315158
NSGA-II 0.799801 0.766832 0.0427757 0.666667 || 0.56901893
PAES 0.690512 0.346535 0.34173 0.83179 || 0.55264175
e-MyDE 0.948833 0.806436 0.926238 0.928498 || 0.90250125
PDE 0.109786 0.0965347 0.431188 | 0.00522814 0.16068421
[[ Son Dominados [[ 0.637233 [ 0.42351493 [ 0.7310645 | 0.10503804 | 0.83114725 || [

Tabla 6.8: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el primer problema (MOPC1).

correspondientes a 20 ejecuciones de cada algoritmo.

2. la segunda es el resultado de la métrica de Cobertura (C) aplica-
da a la unién de los 20 archivos de cada algoritmo para obtener 5
archivos (uno por cada algoritmo). Estos 5 archivos se comparan en-
tre ellos utilizando la métrica C, primero realizando C (algl, alg2) =

Tabla,,,, .., y después C (alg2,algl) = Tabla

se anota en la tabla correspondiente.

6.5.1. MOPC1

alg2,algl*®

El resultado final

Las gréficas correspondientes al MOPC1 se muestran en las figuras 6.18,
6.19,6.20 y el resultado estadistico de la aplicacion de las métricas se mues-
tra en la tabla 6.8.

Hay que enfatizar que en este problema se intentan maximizar las fun-
ciones objetivo, por lo que el verdadero frente estd por encima de los
frentes generados. En las graficas se ve por ejemplo, que todos los algo-
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Figura 6.18: Frentes de Pareto generados por MyDE (arriba), NSGA-II
(abajo) para la primera funcién de prueba (MOPC1).
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Figura 6.19: Frentes de Pareto generados PAES (arriba), e-MyDE (abajo)
para la primera funcién de prueba (MOPC1).
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Figura 6.20: Frente de Pareto generado PDE para la primera funcién de
prueba (MOPC1).
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ritmos se acercaron al verdadero frente, excepto el PDE que se queda atra-
pado en otra regién y no se acerca. De los que llegaron, MyDE cubre todo
el frente y muestra una buena distribucién aunque existen regiones en las
que hay huecos. El NSGA-II aproxima bastante bien el frente de Pareto
verdadero mostrando una buena distribucion sélo que no cubre el frente
en su totalidad, pues se queda en una sola regién. PAES si se acerca a to-
do el verdadero frente, pero su distribucién es muy mala, ademds de que
existen regiones que no cubre. e-MyDE es el algoritmo que mejor se ve,
pues cubre bien todo el verdadero frente y su distribucién es muy buena.

De forma cuantitativa, se utilizan las métricas y se observa que e-MyDE
es el mejor en TE y en DG, aunque en Distribucién el PDE muestra los
mejores resultados. También podemos concluir que MyDE se acerca mu-
cho al verdadero frente, aunque no lo cubre totalmente (por lo que la
métrica TE es alta).

En cuanto a la métrica de cobertura (C) en la que se comparan direc-
tamente los algoritmos entre si, el que mejores resultados obtuvo fue e-
MyDE ya que es el que cubre en mayor proporcion a los demés algoritmos,
ademads de que es el que menos es cubierto por los demads.

6.5.2. MOPC2

Las graficas correspondientes al MOPC2 se muestran en las figuras 6.21,
6.22,6.23 y el resultado estadistico de la aplicacion de las métricas se mues-
tra en la tabla 6.9.

En las gréficas se ve que MyDE cubre casi todas las regiones del frente
verdadero pero no llega a cubrirlo en su totalidad y su distribucién es
aceptable. NSGA-II es el que mejor desempefio muestra, pues si llega a
cubrir el frente verdadero y su distribuciéon es muy buena, aunque en algu-
nas ejecuciones no logra converger al frente verdadero. PAES no se acerca
mucho al frente verdadero, aunque muestra soluciones en todas sus re-
giones, y no es muy buena su distribucién. e-MyDE se acerca mucho al
verdadero frente sin llegar a cubrirlo, ademas de que no alcanza todas las
regiones del frente, aunque su distribucién se ve bien. PDE es el que pe-
or se ve, pues no se acerca al verdadero frente ni cubre las regiones del
mismo.

De forma cuantitativa, se utilizan las métricas y se observa que NSGA-
IT es el mejor en TE y e-MyDE en DG, esto significa que el primero cuando
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Figura 6.21: Frentes de Pareto generados por MyDE (arriba), NSGA-II
(abajo) para la segunda funcién de prueba (MOPC2).
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Figura 6.22: Frentes de Pareto generados PAES (arriba), e-MyDE (abajo)
para la segunda funcién de prueba (MOPC2).
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Figura 6.23: Frente de Pareto generado PDE para la segunda funcién de
prueba (MOPC2).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 1 1 1 0

NSGA-II 0.935 0.78 1 0.05558303

PAES 1 1 1 0

e-MyDE 1 1 1 0

PDE 1 1 1 0

DG MyDE | 0.25091575 | 0.0649469 | 0.695286 0.18584031

NSGA-II | 0.48532375 | 0.0204533 1.56373 0.38820144

PAES | 0.89150985 0.176606 2.34472 0.66331084

e-MyDE | 0.20735882 | 0.0342463 | 0.530559 0.13298887

PDE 2.3785781 0.762205 7.01374 1.75263415

Spacing MyDE | 1.26613605 0.581057 1.91242 0.32236935

NSGA-II | 1.03451205 0.337736 1.44289 0.24461866

PAES | 3.04989795 0.839409 8.05777 2.18155976

e-MyDE | 1.03451205 0.337736 1.44289 0.24461866

PDE 1.5032201 0.125007 4.93991 1.31212847

\ C I MyDE [ NSGA-II | PAES | eMyDE | PDE [[ Dominan ]|

MyDE 0.462376 0.829619 0.405999 0.962632 0.6651565
NSGA-II 0.958416 0.964834 0.830209 0.990519 0.9359945
PAES 0.221287 0.311881 0.166042 0.918015 || 0.40430625
e-MyDE 0.866832 0.534653 0.831105 0.976576 0.8022915
PDE 0.144554 0.325743 0.707776 0.106052 0.32103125

[ Son Dominados || 054777225 | 0.40866325 | 0.8333335 | 0.3770755 | 0.9619355 || I

Tabla 6.9: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el problema (MOPC2).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.9825 0.87 1 0.03507511

NSGA-II 0.7825 0.06 1 0.27466487

PAES 0.8985 0.59 1 0.11739609

e-MyDE 1 1 1 0

PDE 1 1 1 0

DG MyDE 1.1571035 1.01423 1.60108 0.16035526

NSGA-II | 10.3952045 1.04607 | 32.8294 11.7194163

PAES 1.6526235 1.03134 3.95321 0.79937593

e-MyDE 0.8778645 | 0.794507 | 0.971234 0.04478237

PDE | 9.71233435 | 0.952927 | 34.7247 9.4525265

Spacing MyDE 14.198476 3.3256 91.228 20.4043087

NSGA-II 6.631766 3.20602 14.1835 3.79596756

PAES | 24.6430905 5.76301 58.5302 10.7948238

e-MyDE | 54.6245215 2.46762 110.915 29.5975387

PDE 6.8780055 1.92143 13.9599 3.8825971

\ C [ MyDE | NSGA-II | PAES | eMyDE | PDE [[ Dominan ||

MyDE 0.658911 | 0.735546 0.180549 0.80396 0.5947415
NSGA-II 0.0980684 0.647059 | 0.0226777 0.79703 || 0.39120878
PAES 0.254086 | 0.767822 0.0274749 | 0.800495 || 0.46246948
e-MyDE 0.907875 | 0.599505 | 0.581197 0.821287 0.727466
PDE 0.767707 | 0.578218 | 0.499246 0.56389 0.60226525

[ Son Dominados || 05069341 | 0.651114 | 0.615762 | 0.1986479 | 0.805693

Tabla 6.10: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el tercer problema (MOPC3).

se acerca, si llega a cubrirlo, y el segundo, continuamente se queda cerca
del frente, aunque nunca lo cubre. En distribucién, PDE es el que mejores
resultados obtiene, aunque se ve en la gréfica que su desempefio es muy
malo en lo que a convergencia se refiere pues no se acerca al frente ver-
dadero.

En cuanto a la métrica de cobertura (C) en la que se comparan direc-
tamente los algoritmos entre si, NSGA-II es al que menos dominan en
promedio los demads algoritmos, aunque e-MyDE es el que en promedio
cubre mds de los demds algoritmos. Esto es debido a que e-MyDE obtiene
resultados aceptables en todas sus ejecuciones (es decir, més consistente).

6.5.3. MOPC3

Las gréficas correspondientes al MOPC3 se muestran en las figuras 6.24,
6.25 y 6.26 y el resultado estadistico de la aplicacion de las métricas se
muestra en la tabla 6.10.

En este problema se observa que el verdadero frente tiene dos regiones,
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Figura 6.24: Frentes de Pareto generados por MyDE (arriba), NSGA-II
(abajo) para la tercer funcién de prueba (MOPC3).
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Figura 6.25: Frentes de Pareto generados PAES (arriba), e-MyDE (abajo)
para la tercer funcién de prueba (MOPC3).
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Figura 6.26: Frente de Pareto generado PDE para la tercer funcién de prue-
ba (MOPC3).
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una vertical y una dificil de alcanzar que es la parte baja (y muy horizon-
tal), por lo que muchos algoritmos no llegan a cubrirla. MyDE es el que
produce la mejor aproxamacién, pues cubre ambas regiones del frente con
una buena distribucién. NSGA-II sélo alcanza la regién vertical y no se
acerca del todo mostrando buena distribucién. PAES si cubre ambas re-
giones pero su distribucién es mala. e-MyDE se acerca mucho al verdadero
frente en la region vertical y en la horizontal casi no obtiene soluciones
(esto se debe a la forma en que funciona la dominancia-¢ ). PDE es el que
peor se ve, pues no se acerca al verdadero frente ni cubre las regiones del
mismo.

De forma cuantitativa, se utilizan las métricas y se observa que NSGA-
IT es el mejor en TE y e-MyDE en DG. Esto significa que el primero es el
que mejor cubre el frente verdadero, y el segundo continuamente se queda
cerca del frente (sin llegar a cubrirlo). En distribucién, NSGA-II y PDE son
los que mejores resultados obtienen.

En cuanto a la métrica de cobertura (C) en la que se comparan direc-
tamente los algoritmos entre si, e-MyDE es el que mejores resultados ob-
tiene, pues es al que menos dominan en promedio y el que mas domina
en promedio a los demés algoritmos.

6.5.4. MOPC4

Las graficas correspondientes al MOPC4 se muestran en las figuras 6.27,
6.28 y 6.29 y el resultado estadistico de la aplicacion de las métricas se
muestra en la tabla 6.11.

Las graficas nos ayudan a evaluar el desempefio de los algoritmos de
forma visual. Se ve por ejemplo, que todos los algoritmos se acercaron
al frente de Pareto verdadero. MyDE logra cubrir todas las regiones del
frente. NSGA-II se queda siempre en una sola regién del frente, y aunque
llega a cubrirlo sélo lo hace en esa zona. PAES también se acerca, aunque
la distribucién que se obtiene no es muy buena. e-MyDE es el que mejor
se ve, también se acerca y tiene una muy buena distribucién. PDE también
llega al frente verdadero pero no se ve una buena distribucion.

De forma cuantitativa, se utilizan las métricas y se observa que NSGA-
IT es el que mejores resultados obtuvo en TE, DG y en distribucion. Esto
es debido a que siempre se quedd en una sola regioén la cual genera muy
buenas soluciones en esa sola regiéon pero no cubre todo el frente.
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Figura 6.27: Frentes de Pareto generados por MyDE (arriba), NSGA-II
(abajo) para la cuarta funcién de prueba (MOPC4).
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Figura 6.28: Frentes de Pareto generados PAES (arriba), e-MyDE (abajo)
para la cuarta funcién de prueba (MOPC4).
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Figura 6.29: Frente de Pareto generado PDE para la cuarta funcién de prue-
ba (MOPC4).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.704 0.62 0.79 0.04615762

NSGA-II 0 0 0 0

PAES 0.8115 0.6 0.93 0.09149489

e-MyDE | 0.53778185 0.478261 0.592593 0.03600738

PDE | 0.93140125 0.814815 1 0.0536189

DG MyDE | 0.00150789 | 0.00128463 | 0.00182941 0.00013476

NSGA-II | 0.00035469 | 0.00023439 | 0.00050671 7.5268E-05

PAES | 0.00248317 0.0014505 | 0.00352238 0.00050972

e-MyDE | 0.00087087 | 0.00077159 | 0.00103772 7.1952E-05

PDE | 0.00804467 | 0.00586278 0.011823 0.00163697

Spacing MyDE | 0.05380946 0.0459221 0.0600146 0.00370726

NSGA-II | 4.8229E-05 | 1.4082E-06 | 0.00021099 5.7565E-05

PAES | 0.06564428 0.0457067 0.0856483 0.00876494

e-MyDE | 0.04267574 0.0381671 0.0493826 0.0031751

PDE | 0.09345934 0.0654136 0.14195 0.02128756

[ C MyDE | NSGA-II PAES e-MyDE PDE [[ Dominan ||
MyDE 0 0.385149 0.0943177 | 0.644893 || 0.28108993
NSGA-II 0.00643564 0.0554455 | 0.00579822 | 0.118765 || 0.04661109
PAES 0.0990099 0 0.0626208 | 0.485748 || 0.16184468
e-MyDE 0.293564 0 0.492079 0.735154 || 0.38019925
PDE 0.059901 0 0.20396 0.0204871 0.07108703
[ Son Dominados [[ 0.11472764 | 0 [ 0.28415838 [ 0.04580596 [ 0.49614 || I

Tabla 6.11: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el cuarto problema, (MOPC4).
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Meétrica - Algoritmo media mejor peor | desv. Estdndar

TE MyDE 0.213 0.12 0.36 0.06610199

NSGA-II 0.858 0.42 0.99 0.17398125

PAES 0.86 0.76 0.96 0.06349472

e-MyDE | 0.07928732 0.0377358 0.121212 0.02432303

PDE 0.645 0.53 0.99 0.14858986

DG MyDE | 0.11284635 | 0.00663767 | 0.314193 0.08894717

NSGA-IT | 0.13713818 0.0120898 0.251471 0.07971614

PAES 0.3471447 | 0.00637102 0.616793 0.15438835

e-MyDE | 0.03116279 | 0.00516507 | 0.0875361 0.02858158

PDE 0.2253863 0.182241 0.319493 0.03682927

Spacing MyDE 0.1546079 0.0633468 0.538421 0.13287217

NSGA-II | 0.06280001 0.0437959 0.108578 0.01558645

PAES | 0.66808426 0.0503822 6.30262 1.34660086

e-MyDE 0.3375712 0.116799 0.730226 0.19230002

PDE | 0.15048147 | 0.0557389 0.527688 0.13080187

\ C [ MyDE | NSGA-II | PAES | eMyDE | PDE [[ Dominan ||

MyDE 0.935149 | 0.920792 0.132112 0.912376 || 0.72510725
NSGA-II 0.382557 0.930198 0.107522 0.817327 0.559401
PAES 0.490089 | 0.868812 0.675988 0.655941 0.6727075
e-MyDE 0.615956 | 0.820297 | 0.707921 0.659406 0.700895
PDE 0.393459 | 0.805446 | 0.784653 0.108004 0.5228905

[ Son Dominados || 0.47051525 | 0.857426 | 0.835891 | 0.2559065 | 0.7612625

Tabla 6.12: Resultados de Tasa de Error (TE), Distancia Generacional (DG),
Distribucién (D) y Cobertura (C) para el quinto problema, (MOPCS5).

En cuanto a la métrica de cobertura (C) en la que se comparan di-
rectamente los algoritmos entre si, NSGA-II es al que menos dominan
en promedio los demads algoritmos (pues siempre obtuvo soluciones no
dominadas con respecto a todos los demads), aunque e-MyDE es el que en
promedio cubre mds soluciones de los demads algoritmos. Esto es porque
las soluciones de NSGA-II siempre fueron no dominadas con respecto a to-
dos los algoritmos. e-MyDE cubre todas las regiones del frente, por lo que
tiene mayor capacidad de superar las soluciones de los otros algoritmos.

6.5.5. MOPC5

Las graficas correspondientes al MOPC5 se muestran en las figuras 6.30,
6.31 y 6.32 y el resultado estadistico de la aplicaciéon de las métricas se
muestra en la tabla 6.12.

Es importante mencionar que el verdadero frente fue generado por
enumeracién. Sin embargo, debido a la alta dimensionalidad del proble-
ma, las divisiones por variable no fueron muchas, ya que tomaria mucho
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Figura 6.30: Frentes de Pareto generados por MyDE (arriba), NSGA-II
(abajo) para la quinta funcién de prueba (MOPCS5).
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Figura 6.31: Frentes de Pareto generados PAES (arriba), e-MyDE (abajo)
para la quinta funcién de prueba (MOPCS5).
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Figura 6.32: Frente de Pareto generado PDE para la quinta funcién de
prueba (MOPCS5).
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tiempo encontrar el frente de Pareto verdadero. Por ende, el frente de Pare-
to que se proporciona no tiene una buena precisiéon. Ademads, de que en la
segunda funcién objetivo de este mismo problema, los valores del frente
son muy pequefios (van de 0.001 a 0.02), por lo que la grafica hace notar
que se encontré un mejor frente en algunos algoritmos.

Las graficas nos ayudan a evaluar el desempefio de los algoritmos con
respecto a todas las regiones del frente. MyDE cubre todas las regiones
del frente y presenta una buena distribucién dejando algunos huecos en
el frente. NSGA-II se queda atrapado en algunas ocasiones en un frente
falso, aunque su distribucién es buena. PAES también se acerca sin llegar
a cubrirlo, ademads de que la distribucién no es muy buena. e-MyDE es el
que mejor se ve, cubriendo el frente en todas sus regiones y mostrando
una buena distribucién, aunque en la gréfica se nota que en una regién no
existen tantas soluciones pero este problema es debido a la dominancia-e.
PDE también llega al frente verdadero, pero su distribucién no es buena,
ademas de que hay regiones a las que llega con pocas o ninguna solucién .

De forma cuantitativa, se utilizan las métricas y se observa que e-MyDE
es el que mejores resultado obtuvo en TE y en DG. Y en Distribucién, el
NSGA-II obtiene los mejores resultados.

En cuanto a la métrica de cobertura (C) en la que se comparan direc-
tamente los algoritmos entre si, tanto MyDE como e-MyDE son los que
mejores resultados presentan, cubriendo a los demds algoritmos en su
mayoria.

6.6. Conclusiones sobre los resultados en proble-
mas con restricciones

En base a los resultados que MyDE obtiene en comparacién con los demas
algoritmos en estas funciones con restricciones, el desempefio de este al-
goritmo es muy competitivo. Aunque en el problema MOPC2 no cubre el
frente verdadero, si se acerca mucho en todas las regiones, y en las fun-
ciones restantes se acerca a los frentes verdaderos hasta cubrirlos en al-
gunos casos. e-MyDE, a diferencia del MyDE, se comporté mejor en la
mayoria de los casos, pues en todos los problemas siempre fue el que
mejores resultados obtuvo en la métrica de cobertura (C) y mantuvo un
buen desempefio en las métricas restantes, ademds de que en las gréfi-
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cas de los frentes se observa que siempre alcanza a cubrir las regiones del
frente de Pareto verdadero. Noétese sin embargo que el mismo concepto
de dominancia-¢ hace que en los frentes que tienen una pendiente muy
vertical o0 muy horizontal no existan muchas soluciones factibles y, como
consecuencia se forma un frente, con algunos huecos.
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Capitulo 7

Conclusiones

Las técnicas de computacion evolutiva han mostrado la capacidad de
resolver una gran variedad de problemas dificiles. De entre los diferentes
algoritmos evolutivos existentes, la evolucién diferencial ha resultado una
técnica muy efectiva para optimizacién en espacios continuos.

En esta tesis se utiliz6 la evolucién diferencial para resolver proble-
mas multiobjetivo con y sin restricciones. La idea de utilizar la evolucién
diferencial fue debido a su alta velocidad de convergencia demostrada en
optimizacién global. Sin embargo, dicha velocidad de convergencia puede
causar una presion de selecciéon muy alta, lo cual puede producir conver-
gencia prematura. Para controlar la presién de seleccién se propuso un
esquema que mantiene diversidad variando la forma de seleccién a cada
cierto nimero de iteraciones.

En el problemas multiobjetivo sin restricciones el algoritmo propuesto
mostré resultados que mejoran en su mayoria a los obtenidos con técni-
cas evolutivas representantivas del estado del arte como el PAES, PDE y
NSGA-IL

Para problemas multiobjetivo con restricciones no existian propuestas
previas, por lo que se implementé un esquema relativamente simple de
manejo de restricciones. Este mismo esquema se manejo en todos los algo-
ritmos, con el fin de evaluarlos en igualdad de condiciones. En base a los
resultados, se observa que e-MyDE es el que mejores resultados obtiene en
todas las funciones con restricciones.

Asi entonces, se puede observar que ambas versiones demuestran ser
muy competitivas, haciendose notar que la velocidad de convergencia mar-
ca una importante diferencia en lo referente a la obtencién de buenas solu-
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ciones.

7.1. Trabajo futuro

En cuanto al trabajo futuro, se puede mejorar el mecanismo para mane-
jo de restricciones, de forma que se encuentren mas soluciones dentro de la
zona factible méas rdpido y explotar dichas soluciones dentro de la frontera
de la factibilidad para acercarse mejor al verdadero frente de Pareto.

Un problema que se presenta con la evolucién diferencial es la con-
vergencia prematura, la cual se logré controlar en el esquema propuesto
mediante la seleccién de los padres para formar al hijo. Sin embargo, se
pueden buscar formas maés eficientes de explotar las soluciones sin perder
de vista su diversidad.

En cuanto a la distribucién de soluciones a lo largo del frente utilizan-
do la dominancia-¢ y su relacién con el nimero de individuos no domi-
nados, se podria encontrar una mejor forma de auto adaptar el valor de €
cuando se fija el nimero de soluciones a un pardmetro especifico por parte
del usuario. Esto permitiria calcular de forma precisa el valor del vector-e,
sin perder la buena distribucién ajustdndose al ntimero de soluciones re-
queridas. Ademas, esto permitiria la pérdida de los extremos del frente de
Pareto.

También se puede lograr la auto-adaptaciéon de varios parametros, co-
mo el nimero de generaciones que se ejecutan, pues en ocasiones el algo-
ritmo converge muy rapido al frente de Pareto y seria importante que el
algoritmo detectara que no ha habido mdas mejoras y se detuviera auto-
maticamente. Esto reduciria el nimero de evaluaciones de las funciones
objetivo y facilitaria méas el uso del algoritmo.
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